ESCUELA SUPERIOR POLITECNICA DEL LITORAL

Facultad de Ingenieria en Electricidad y Computacion

Disefio de un Sistema de Recomendaciones de productos utilizando

Redes Neuronales de Grafos para clientes de campafas de puntos

PROYECTO DE TITULACION
Previo la obtencion del Titulo de:

Magister en Ciencias de Datos

Presentado por:

Angel Jonathan Merizalde Medina

GUAYAQUIL - ECUADOR
Ano: 2024



DEDICATORIA

A mi esposa e hijos, padres vy
hermanos, familia, amigos y a todos
aquellos que me han dado inspiracién y

fuerzas a través de los anos.



AGRADECIMIENTOS

Mi sincero agradecimiento al MsC.
Eduardo Cruz, por su guia y apoyo en
el desarrollo de este proyecto.

Y a todos los que compartieron
conmigo su conocimiento y
experiencia, en lo académico,

profesional y personal.



DECLARACION EXPRESA

“Los derechos de titularidad y explotacion, me corresponde conforme al reglamento de
propiedad intelectual de la institucién; Angel Jonathan Merizalde Medina, doy mi
consentimiento para que la ESPOL realice la comunicacion publica de la obra por
cualquier medio con el fin de promover la consulta, difusidn y uso publico de la

produccion intelectual”

Angel Jonathan Merizalde Medina



COMITE EVALUADOR

Firmado digitalmente

EDUARDO por EDUARDO b
EGUNDO CRUZ

SEGUNDO ;A%LfREZOC U

CRUZ RAMIREZ Fecha: 2024.06.28

10:22:25 -05'00'

AUTAN REEERTO ™
AVENDANO SUDAR! O
it

MsC. Eduardo Cruz Ramirez MsC. Allan Avendano Sudario

PROFESOR TUTOR PROFESOR EVALUADOR



RESUMEN

Los sistemas de recomendacion se han convertido en soluciones tecnoldgicas
altamente utilizadas en el sector de retail, generando sugerencias personalizadas de
compra enfocadas en las preferencias de los clientes, con el propdsito de incrementar
las ventas. Esto es relevante para articulos de baja rotacion o con problemas de
mercadeo. Diversas arquitecturas se implementan para desarrollar estos sistemas; sin
embargo, aquellas basadas en modelos de Deep learning y redes neuronales artificiales
permiten extraer caracteristicas adicionales de los datos, obteniendo una representacion
mas acertada de patrones ocultos en las ventas. Este documento describe el proceso de
disefio de un sistema de recomendaciones para una empresa de retail basada en
Ecuador, enfocado en articulos que los clientes pueden adquirir canjeando puntos de
sus cuentas del programa de fidelizacion. Para ello, cada transaccion fue considerada
como un grafo, cargado en una Red neuronal de grafos para predecir el departamento
del articulo canjeado a través de una tarea de clasificacién de grafos. Se realizaron
multiples experimentos durante el entrenamiento para seleccionar el algoritmo base,
obteniendo los mejores resultados de predicciones para las métricas seleccionadas con
GraphSAGE a través de su variante SAGEConv. Las recomendaciones de compra
generadas se ofrecieron a un grupo de clientes seleccionado usando una variante del
analisis RFM. Se construy6 un dashboard interactivo para el analisis semanal que realiza
el area de publicidad. Estos resultados se almacenaron en una base de datos dedicada.
Las compras realizadas posteriormente mostraron una tasa de conversion significativa,
demostrando el impacto de las recomendaciones en las ventas.

Palabras Clave: Sistemas de recomendacion, Red neuronal de grafos, clasificacion de
grafos, GraphSAGE, RFM.



ABSTRACT

Recommender systems have become highly utilized technological solutions in the
retail sector, generating personalized offerings focused on customer preferences, with
the purpose of increasing sales. This is relevant for low inventory turnover items or those
with marketing issues. Diverse architectures are implemented to develop these systems;
however, those based on Deep learning models and artificial neural networks allow
additional characteristics to be extracted from the data, resulting in a more accurate
representation of hidden sales patterns. This document describes the process of
designing a recommender system for a retail company based in Ecuador, focused on
items that customers can redeem using points from their loyalty program accounts. To
achieve this, each transaction would be treated as a graph, loaded into a Graph neural
network to predict the department of the redeemed item through a graph classification
task. Numerous experiments were conducted during training to select the base algorithm,
and the best prediction results for the selected metrics were obtained with GraphSAGE
through the SAGEConv variant. The generated purchase recommendations were offered
to a group of customers selected using a variant of RFM analysis. An interactive
dashboard was developed for the weekly analysis conducted by the advertising
department. The results were registered in a dedicated database. Subsequent purchases
showed a significant conversion rate, proving the impact of recommendations on sales.
Keywords: Recommender systems, Graph neural network, graph classification,
GraphSAGE, RFM.
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CAPITULO 1
1. PLANTEAMIENTO DEL PROBLEMA

1.1 Introduccion

Retailers S.A., empresa ecuatoriana dedicada a la venta al por menor a nivel
nacional, ofrece a sus clientes un programa de recompensas basado en puntos, los
cuales se acumulan en su cuenta de fidelizacién de acuerdo con el monto de sus
compras. La empresa realiza varias veces al afio campafas promocionales con el
objetivo que los clientes canjeen sus puntos a través de la compra de ciertos articulos,

recibiendo a cambio un descuento especial.

La mayoria de los articulos pertenecientes a las campafas de canje corresponden
a articulos de hogar, electrodomésticos, ferreteria, juguetes, entre otros. La duracion de
los articulos en las campanas es variable: pueden mantenerse un minimo de un mes,
ser renovados mensualmente o retirados de la lista de canjeables luego de varias
semanas. El seguimiento de los canjes realizados esta a cargo de la Gerencia Comercial,
la cual recibe semanalmente reportes generados por el area de Tl para determinar si se

deben realizar cambios en los articulos de la campana.

Las ventas realizadas bajo la modalidad descrita se consideran como una venta
especial de canje de puntos; sin embargo, estas ventas no contienen solamente a los
articulos participantes en las campanas, sino que también pueden incluir articulos sin

descuentos o participantes en otras promociones no relacionadas.

1.2 Justificacion

La sobre existencia de articulos y la dificultad en comercializarlos efectivamente,
ocasiona que el costo del inventario no pueda transformarse en ingresos generados por
ventas, aumentando su obsolescencia. Algunas causas posibles son un precio
inadecuado, baja demanda, posicionamiento incorrecto, pero también una inadecuada
estrategia de mercadeo. Si bien la compania realiza una publicidad de los productos

canjeables, las técnicas actuales son estaticas e iguales para todos los clientes, y, por



consiguiente, tienen un bajo nivel de convencimiento de compra al ignorar sus

preferencias de consumo.

Los clientes participantes en campafnas de canje tienen diferentes opciones de
categorias y precios de articulos, por lo cual es importante conocer qué buscan comprar
y analizar las opciones a ofrecer. Sin embargo, la analitica de ventas actual de la
compainiia realiza un enfoque basado solo en monto y volumenes de venta, dejando de
lado el profundizar en las relaciones entre los clientes y los articulos que adquieren, y al

mismo tiempo, de las relaciones entre los diferentes grupos de articulos.

Para cumplir los objetivos estratégicos de la empresa, tales como afianzar su
posicion de empresa lider en el mercado de retail, ofreciendo beneficios nuevos y
exclusivos que consoliden su cercania con las necesidades y preferencias de los
clientes, la recomendacién de articulos, basada en los patrones ocultos o el
descubrimiento de asociaciones entre los articulos de una venta y los articulos de canje
puede ayudar al desarrollo de nuevas estrategias de marketing gracias al conocimiento
adquirido de los articulos que se adquieren juntos [1], buscando incrementar

efectivamente las ventas de estos productos.

1.3 Solucién propuesta

Los sistemas de recomendaciones basados en modelos de Machine learning o
Aprendizaje automatico constituyen una herramienta de analisis con la que no cuenta la
compainiia, por consiguiente, una soluciéon desarrollada con este objetivo proveera
informacion valiosa para explotar el conocimiento inherente a los habitos de consumo de
clientes, y determinar qué tipos de articulos estarian interesados en adquirir bajo este
esquema, de un modo mas objetivo del que pueden ofrecer estudios de mercadeo

contratados para el efecto.

Los resultados entregados por el sistema constituiran ademas un insumo en el
disefio de las comunicaciones que elabora el area de Marketing para llegar a los clientes,
ya sea mediante correos electronicos, informacion en el sitio web de la compafiia u otras
estrategias de comunicacion. A diferencia del marketing tradicional en el que se envia el

mismo mensaje a una gran audiencia, con el marketing de precision se entrega diferente



informacion a varios segmentos de una audiencia objetivo [2]. Estos resultados podran
ser visualizados a medida que la informacién se cargue en el sistema, a diferencia de los
retrasos actuales ocasionados por la solicitud de informacién manual, su extraccion y
manipulacion, y almacenamiento en medios dependientes de los usuarios, garantizando
una entrega oportuna que permita responder de manera inmediata interrogantes sobre
el cumplimiento de los objetivos particulares de una campana, o generales de la

empresa.

El sistema propuesto se compone de tres mdédulos de procesamiento:

e Moddulo de Captura. Su funcion es extraer la informacion del sistema de Punto
de Venta referente a las compras realizadas por los clientes, seleccionando
los atributos necesarios para el analisis.

e Motor de Recomendaciones. Analiza las relaciones entre grupos de articulos
presentes en una transaccion de compra (baskets), y genera las listas de tipos
de articulos recomendados para compra.

e Moébdulo de Visualizacién. Permite visualizar los resultados de canjes y

recomendaciones obtenidas para la toma de decisiones.

1.4 Objetivos
1.4.1 Objetivo general

Construir un modelo para un Sistema de recomendacion de tipos de productos de

canjes, utilizando Redes Neuronales basadas en Grafos.

1.4.2 Objetivos especificos

1. Analizar la informacion del Sistema de Punto de Venta para obtener los
atributos necesarios para la construccion del modelo.

2. Determinar las asociaciones entre los tipos de articulos adquiridos en una
compra como una tarea de clasificacion de grafos, utilizando filtros basados en
contenido.

3. Obtener las recomendaciones de tipos de productos generadas a partir del
analisis de las compras realizadas por los clientes.



4. Implementar el modelo seleccionado como base del motor de

recomendaciones y su correspondiente método de visualizacién de resultados.

1.5 Descripcion del problema

Las campanas de canje generalmente estan compuestas de articulos de baja
rotacién, o que corresponden a importaciones antiguas o con sobre existencias, a los
que la compafiia decide otorgar un descuento que incentive la compra por parte de sus
clientes fidelizados, con la consiguiente reduccion de los costos asociados de inventario.
Multiples estrategias se aplican para lograr este objetivo: reduccion de la cantidad
necesaria de puntos para canje, ubicacion destacada en perchas, o renovacion frecuente
de la permanencia del articulo en la lista. Es comun que muchos articulos se mantengan
en campafa durante varios meses, por cuanto no se cumplen las expectativas de compra
definidas por la Gerencia. Esto tiene como efecto secundario la poca variabilidad de la
lista de articulos canjeables, volviéndola poco atractiva a los clientes, reduciendo aun

mas las posibilidades de compra en el tiempo.

Los puntos otorgados a los clientes tienen su origen en la compra mensual de una
cantidad equivalente en ddlares que la empresa hace a otra compania afiliada, y que
debe ser devengada a través de su utilizacién a través de los canjes. de modo que pueda
recuperarse la inversion, mediante el monto parcial pagado por el cliente en el canje, y
el monto de los descuentos que se cobran a los proveedores de los articulos, conforme
a acuerdos comerciales preexistentes. La empresa fija mensualmente las metas que
deben lograrse para el consumo de esos puntos, sin embargo, estas no siempre se
cumplen, debido a que muchos clientes nunca llegan a utilizar sus puntos acumulados
dentro del periodo de vigencia desde la compra en la cual fueron ganados, siendo una
de las razones la falta de un conocimiento oportuno sobre en cuales articulos pueden
utilizarlos. Esto ocasiona que al final del mes, ademas de la sobre existencia de articulos,
se tenga una sobre existencia de puntos, que representan un costo contable importante
de valores invertidos y que no se han podido recuperar.

La empresa es consciente que la tendencia en el sector de retail esta cambiando
del concepto de la solicitud/provision de productos hacia una vision orientada a servicios
habilitados en redes y sistemas de informacion [3], con el objetivo de generar un mayor



sentido de pertenencia hacia la marca, buscando potenciar los beneficios para sus
clientes dentro de un marco de soluciones digitales. Conoce ademas que las estrategias
de mercadeo genéricas muchas veces no tienen los resultados esperados, al no ser
especificas para las personas [4, p. 572], contribuyendo a la sobrecarga de informacién
el ofrecer articulos que los clientes no estarian dispuestos a comprar o no necesitarian
en absoluto. El impulso de las campanas es genérico para todos los clientes, sin importar
su historial de consumos, o los articulos que puede canjear con puntos. El no disponer
de una manera efectiva de hacer conocer a los clientes los articulos que estarian mas
interesados en canjear no contribuye a mejorar las ventas de los articulos que la

companiia desea ofrecer.

Los reportes para seguimiento semanal que recibe la Gerencia Comercial
comprenden los totales de canjes generados desde el sistema de Punto de Venta, y de
estadisticas de ventas, generados por el area de Analitica. La informacién recibida se
unifica manualmente a través de Hojas de calculo, lo cual implica un tiempo determinado
de atencion de un dia dedicado a esta actividad al inicio de cada semana, incluyendo el
tiempo que le toma a las areas de Sistemas y Analitica entregar la informacion requerida,
y que puede aumentar en virtud de la carga de trabajo del personal a cargo de estas

actividades.

1.6 Método

La solucion propuesta tomara en consideracion las compras efectuadas por los
clientes durante un periodo de cinco meses correspondientes a la ultima campana
definida de articulos de canje, con el objetivo de construir una Red Neuronal basada en
Grafos (GNN) que analice las interacciones homogéneas entre los tipos de articulos
adquiridos, con el objetivo de recomendar, a través de un método de filtrado basado en
contenido (Content-based filtering) los tipos de articulos de canje sugeridos para sus
compras. Los datos con los que se establecera y probara la solucion estaran basados
en informacion real de ventas, correspondientes a informacion de campafias en curso y

futuras.

El sistema se compone de tres fases de implementaciéon. En la primera, los datos

de ventas provenientes del sistema de Punto de Venta de la empresa son analizados y



transformados para cargar la Red Neuronal. Luego, se modelaran los datos dentro de la
Red Neuronal para generar como resultados los articulos de canje sugeridos. En la ultima
fase, las listas de recomendacion de productos para clientes son preparadas y puestas

a disposicion para consumo de diferentes canales de presentacion.

1.6.1 Red neuronal basada en grafos

Investigaciones recientes han demostrado que uno de los mejores métodos para
modelar las entidades que intervienen en problemas relacionados a venta de articulos,
sus interacciones, y, sobre todo para el disefio de sistemas de recomendaciones, es
identificar la intencién de la cesta de compra (basket), siendo esta cesta el conjunto de
items adquiridos por el cliente en una visita de compra [5]. Una vez definida la nocion de
un basket, se busca recomendar otro articulo para agregar a dicho basket [6]. Definiendo
las diferentes clases de articulos de la venta como nodos en un grafo, se podra modelar
la solucién como una tarea de clasificacion de grafos (graph classification), donde se
busque establecer la clase de articulos de canje que se recomienda comprar. La red
neuronal ira aprendiendo de las interacciones entre los tipos de articulos del basket,
comparandolos con los tipos de articulos canjeables que se incluyeron en la transaccién

de venta original, con el objetivo de generar la lista de recomendaciones para canje.

1.6.2 Filtrado de datos

Los sistemas de recomendacion (Recommendation Systems, RS) comprenden
tecnologias de filtrado de datos que permiten predecir el interés de los usuarios por
articulos que no hayan visto antes [4, p. 571]. La lista de productos recomendados se

obtiene mediante algoritmos heuristicos basados en reglas.

Los algoritmos de filtrado colaborativo (Collaborative Filtering) permiten obtener
excelentes resultados al momento de determinar las preferencias de los clientes, sin
embargo, estos métodos requieren informacion de calificaciones u opiniones de clientes
que actualmente no registra la empresa, o retroalimenta a través del procesamiento de
datos a través de algun canal de comunicacion (redes sociales o sitio web). Por
consiguiente, para esta solucion se utilizaran técnicas de filtros basados en contenido
(Content-based filtering), donde los resultados se obtienen a partir del historial de
compras de los clientes que incluyan al menos un articulo de la lista de canjeables.



1.7 Resultados esperados

La solucion propuesta y sus componentes deberan configurarse en un servidor
con acceso a la informacion de ventas de la compaiiia, de modo que se puedan realizar
las tareas de extraccion de datos y procesamiento de los modelos de Inteligencia artificial
utilizados. Del mismo modo, el dashboard definido como capa de presentacion del
sistema tendra acceso a los resultados generados por los modelos, para que puedan ser

consultados por los usuarios finales del area de Gerencia Comercial.

Los resultados generados por el Sistema de Recomendacién incluiran lo

siguiente:

e Determinar los tipos de articulos canjeables recomendados para compra de
los clientes, de acuerdo con las compras realizadas durante la camparfa de
articulos de canje en curso.

e Los resultados obtenidos seran registrados en una base de datos de
recomendaciones para posterior uso del dashboard interactivo de la solucién
u otros sistemas.

e El dashboard definido como método de visualizacion de resultados mostrara
los tipos de articulos recomendados de tipo canje.

e Finalmente, se debe detallar el proceso de carga de nuevos datos para

evaluacion periddica de campafias en curso o futuras.

En la industria de retail, uno de los problemas fundamentales es presentar al
cliente el producto adecuado, en el lugar y tiempo apropiados. En el caso particular de
las campafas de canjes, se busca finalmente que las recomendaciones ofrecidas
promuevan la compra de este tipo de articulos, metas dificiles de alcanzar sin un plan de
conocimiento y llegada a los clientes a un nivel mas personalizado. Es claro, ademas,
que el modo en que se presentan los resultados al usuario final o cliente interno de la

compaiia tiene la misma importancia que el método utilizado para determinarlos.



1.8 Conjunto de datos

El conjunto de datos o dataset comprende 291317 registros obtenidos de 161
tiendas de la empresa, en el periodo comprendido entre los meses de junio a octubre del
2023, correspondiente al inicio de la ultima campafia de articulos canjeables. Los
registros pertenecen a cada una de las facturas o transacciones que tienen un articulo
de canje, identificado su ID de departamento. Los demas articulos o items incluidos en
la venta también se encuentran agrupados de acuerdo con su departamento, pero

considerando ademas el rango de precios al que pertenece.

El dataset final cuenta con los siguientes atributos:

Tabla 1.1 Descripcion del Dataset

Campo Tipo de Dato Descripcion
ID de venta Numérico Identificador de la transaccién de venta
Fecha Fecha Fecha de la venta
Hora Caracter Hora de la venta
ID de almacén Numérico Identificador del almacén donde se hizo la venta
ID de ciudad Numeérico Identificador de la ciudad del almacén
Nombre de ciudad Caracter Nombre de la ciudad del almacén
ID de cliente Numeérico Identificador del cliente que realizé la compra
Género Caracter Género del cliente
ID de almacén preferido Numeérico Almacén donde mas compras ha efectuado el cliente
ID de departamento Numérico Identificador del departamento del item vendido
ID departamento de canje Numeérico Identificador del departamento del articulo de canje
Nombre de departamento Caracter Nombre del departamento del articulo vendido
Precio bajo Numeérico Precio limite del primer cuartil para el item vendido
Precio medio bajo Numeérico Precio limite del segundo cuartil para el item vendido
Precio medio alto Numérico Precio limite del tercer cuartil para el item vendido
Precio alto Numérico Precio limite del ultimo cuartil para el item vendido
ID de linea de negocio Numeérico Linea de negocio a la que pertenece el item vendido
Nombre de linea Caracter Nombre de la linea de negocio del item vendido
Cantidad Numérico Cantidad vendida de los items en la transaccion
Monto Numérico Valor vendido de los items en la transaccion
item Canjeable Caracter Indicador si el item fue canjeado en la transaccion




CAPITULO 2
2. ESTADO DEL ARTE

El objetivo de este capitulo es detallar las metodologias que se utilizaran en el
desarrollo de la solucién, enmarcadas dentro de un conjunto de técnicas aplicadas a los

sistemas de recomendacion.

2.1 Marco teodrico

Una gran cantidad de las investigaciones enfocadas en el ambito de retail, esta
constituida por la aplicacion de herramientas basadas en Inteligencia Artificial y
Aprendizaje Automatico, que buscan aumentar la propuesta de valor para el negocio, a
la vez de adaptar o mejorar los algoritmos existentes, ejecutados en el entorno de un
problema real y resolviendo los inconvenientes derivados de la abstraccién de un
problema y definiendo las métricas adecuadas para evaluar los resultados, entre los que
destacan las técnicas de modelado de grafos como insumo para los sistemas de

recomendaciones.

2.1.1 Sistemas de recomendaciones

Un sistema de recomendaciones es un tipo de sistema de filtrado cuyo objetivo
principal es mostrar informacion personalizada, mejorando la experiencia de los usuarios
y buscando rentabilidad para el negocio. Estos sistemas comprenden una de las
aplicaciones tipicas del aprendizaje automatico en el mundo real, siendo de gran utilidad

en los campos de la industria y académicos [7, p. 3].

La informacidon que estos sistemas proporcionan se vuelve una ayuda para los
usuarios en sus procesos de toma de decisiones. Esto, sin embargo, plantea a la vez
algunas interrogantes, como el numero de opciones que deben mostrarse al usuario, de
igual manera que el cdmo y cuando se presentan estas opciones. Por consiguiente, un
sistema efectivo de recomendaciones requiere conocer en profundidad la idiosincrasia
del negocio para ofrecer recomendaciones que generen valor al mismo y al consumidor,
sin descuidar el cdmo se puede medir el impacto y el éxito de tales recomendaciones, o

posibles riesgos derivados de ofrecerlas [8].



2.1.2 Tipos de rating

Los ratings de un cliente son utilizados por ciertos modelos de recomendacion

para identificar sus preferencias, y pueden ser de dos tipos [9, p. 19]:

e Explicito: Por ejemplo, cuando se le solicita al cliente retroalimentacién sobre
su nivel de satisfaccion en una compra.
e Implicito: No se interactia con el cliente, sino que se deduce su

comportamiento, por ejemplo, analizando los articulos incluidos en su compra.

Los ratings explicitos tienen el inconveniente de ser dificiles de obtener, sobre
todo para soluciones diferentes de aquellas orientadas al comercio en linea, ya que no
todos los clientes realizan comentarios o evaluan su compra, y aun en este ambito, la
mayoria de los comentarios se registran debido a experiencias negativas, por lo cual
conlleva el problema de sesgos en los datos de origen, problemas por los cuales se elige
analizar el comportamiento de los clientes. Por otra parte, los implicitos evaluan
solamente la eleccidn del cliente, y no el motivo que lo llevé a tomar esa decision, por
ejemplo, si la compra tiene como destino a un tercero, por tanto, no pueden diferenciar

de qué usuario o cliente son las preferencias [9, p. 19]

Si bien en la literatura cientifica existen diferentes clasificaciones en lo que
respecta a sistemas de recomendaciéon, se pueden diferenciar dependiendo de las
interacciones que analicen. En este sentido, existen dos tipos de interacciones [9, p. 16]:
aquellas basadas en el usuario o cliente (user based), evaluando directamente sus
preferencias o ratings explicitos o implicitos, conocidos como métodos de filtrado
colaborativo (Collaborative Filtering), y aquellas basadas en los items (item based) que
tienen en cuenta atributos de ellos de los clientes, que se denominan métodos basados

en contenido (Content-based filtering).
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Figura 2.1. Interacciones basadas en usuarios o en items

2.1.3 Filtrado colaborativo (Collaborative filtering)

Estas técnicas tienen en cuenta las calificaciones de los clientes sobre un articulo,
comparando basicamente si fue o no de su agrado con las calificaciones de otros
clientes, para predecir sus preferencias [10]. Un ejemplo son las recomendaciones de
Amazon, donde los usuarios registran sus resefas y el sistema realiza sugerencias de
compras basadas en el perfil del cliente. Las relaciones entre clientes y articulos de
acuerdo con el historial de compra se realizan mediante la construccion de matrices de
similitud considerando las calificaciones o ratings de los clientes [9, p. 16]. Como se

menciond anteriormente, estos ratings pueden ser implicitos o explicitos.

2.1.4 Filtrado basado en contenido (Content-based filtering)

Estos métodos tienen en cuenta las caracteristicas descriptivas de los items. En
el ambito del retail, se utilizan atributos propios de los articulos (marca, color, tamafo o
descripciones). El objetivo es buscar similitudes entre los items a través de dichos
atributos. Si un cliente A adquiere un articulo B, pueden explorarse otros articulos de
acuerdo con los atributos analizados, y se hace una recomendacion de articulos similares
o relacionados a B [9, p. 17]. Es comun ademas el utilizar algoritmos NLP (Natural
Language Processing) para identificar palabras clave, clasificar o agrupar en vectores

matematicos términos relacionados con los items.

Las técnicas de filtrado basadas en contenido no requieren de datos de otros
clientes para generar recomendaciones, y al mismo tiempo, estan dirigidas

especificamente a sus intereses, incluyendo recomendaciones de tipos especiales de
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articulos. Esto constituye una ventaja para poder determinar recomendaciones de
productos canjeables con puntos, ademas que la informacion disponible en Retailers
S.A. comprende solamente los datos de ventas, sin un registro de comentarios o resefias

elaboradas por los clientes.

2.1.5 Estrategias de procesamiento de datos

Los modelos de aprendizaje automatico pueden ver afectadas sus resultados si
los datos de origen contienen un sesgo determinado en alguno de los atributos utilizados,
esto eso, que pertenezcan a un grupo mayoritariamente en comparacion a otros, tanto
en las variables independientes como en la variable objetivo a predecir. Dos estrategias
son comunmente aplicadas para igualar el numero de observaciones de acuerdo con el
atributo elegido: upsampling, la cual se basa en incrementar el numero de instancias de
la clase que constituye la minoria en el dataset, utilizando una muestra de los datos para
replicarlos y que estos se encuentren uniformemente representados, o generando datos
sintéticos, y downsampling, que reduce los datos a utilizar basandose en una muestra
de ellos, para igualar la cantidad de datos disponibles al grupo o clase minoritaria. El
primer método se utiliza generalmente para hacer énfasis en datos que representen
situaciones poco frecuentes o identificacion de anomalias, mientras que el segundo
busca reducir el overfitting o sobreajuste en los resultados, lo que quiere decir es que el
modelo pierda la capacidad de “aprender” patrones de los datos y mas bien “memorice”
los resultados, obteniendo rendimientos altos en conjuntos de entrenamiento, pero con

baja exactitud en datos no vistos durante este proceso.

Por otra parte, los valores atipicos también pueden afectar la capacidad de un
modelo de aprender patrones ocultos en un conjunto de datos. Para un 6ptimo analisis,
la distribucion de los datos debe acercarse a la de la curva normal, evitando estos valores
en caso de existir. Un modo de eliminar outliers en los datos es aplicando el rango

intercuartil o IQR, el cual es el intervalo entre el primer y el tercer cuartil de los datos:

IQR= (Qs5-Q: (2.1)

Los valores menores al primer cuartil menos 1.5 veces el IQR, o superiores al

tercer cuartil mas 1.5 veces el IQR, se consideran outliers.
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Otro método utilizado esta basado en el z-score, el cual determina qué tan
alejados estan los valores respecto a la media de los datos, de acuerdo con la desviacion
estandar. Es una practica comun considerar aquellos valores mayores o0 menores a 3

deviaciones estandar como outliers, y descartarlos del conjunto de datos.

Las técnicas de normalizacion de datos se aplican en tareas de aprendizaje
automatico para definir una sola unidad de medida para todos los atributos del modelo.
Esto se obtiene restando la media de los datos y dividiéndolos para la desviacion
estandar, de manera que reduzca el tiempo de calculo del algoritmo y estabilice su
entrenamiento. Por otra parte, en redes neuronales se aplican técnicas conocidas como
métodos de regularizacion, los cuales buscan reducir la complejidad y el sobreajuste del
modelo y mejorar su exactitud, ya que redes neuronales menos complejas son menos
propensas a sobreajustar los resultados e incrementar la variabilidad en ellos. Entre
estas técnicas se cuentan la de Ridge regularization o L2 regularization, conocida
ademas como weight decay, la cual penaliza valores mas grandes en los pesos que la
funcion de optimizacion de la red actualiza durante el entrenamiento de la red, la técnica
de dropout, para desactivar un porcentaje de las neuronas en cada capa de lared, y la

de early stopping, para detener el entrenamiento del modelo si no hay mejoras.

En cuanto a la cantidad de datos analizada por el modelo, la técnica de batch
processing consiste en dividir el conjunto de datos de entrenamiento en grupos mas
pequenos, e introducirlos en bloques al modelo, en lugar de en un solo bloque con todos
los datos. Esto conlleva una reduccion del tiempo y recursos computacionales utilizados

al entrenar el modelo.

2.1.6 Transformacién de datos categoéricos

Al trabajar con modelos de aprendizaje automatico, los atributos categoricos de
los conjuntos de datos deben convertirse antes a valores numéricos. Por lo general, estos
datos se convierten a vectores de longitud fija, a través de técnicas como Word2Vec,
Doc2Vec y Node2Vec.

13



Las técnicas Word2Vec y Doc2Vec son utilizadas en Procesamiento de Lenguaje
Natural (NLP) con el objetivo de aprender representaciones de palabras o documentos.
Ambos modelos se basan en una arquitectura de red neuronal que ejecuta tareas de
aprendizaje no supervisado, sin necesidad de datos etiquetados.

Los métodos Node2Vec se utilizan principalmente para representacion de grafos
en un contexto de datos estructurados de este modo. Utilizan técnicas NLP similares a
las de modelos Word2Vec para aprender representaciones de palabras, y de este modo
capturar similitudes estructurales en problemas que van mas alla de textos o palabras.
Esto se consigue definiendo una nocion flexible de los vecinos de un nodo de la red, de
modo que se aprenden representaciones que organizan los nodos basandose en los

roles de la red o las comunidades a las que ellos pertenecen [11].

2.1.7 Representacion de datos en grafos

Los grafos son estructuras de datos que buscan representar conjuntos de datos
abstractos a través de elementos denominados nodos o vértices (nodes), que
representan conceptos, conectados por medio de bordes o aristas (edges) que
representan las relaciones entre nodos, y que pueden significar causas, conexiones o
precedencia en el tiempo u orden. Esta arquitectura permite representar un gran numero
de problemas complejos, no solo en estudios cientificos sino en la industria también,
especialmente aquellos con informacién disponible en estructuras no estaticas o con un

gran volumen.

Nodos/Vértices

Bordes/Aristas G

Figura 2.2. Representacion de datos en un grafo
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Los bordes de los grafos pueden indicar como se orientan las relaciones de nodo
a nodo, las cuales pueden ir en una sola direccion o en ambos sentidos. Estas relaciones
se definen a través de una matriz de adyacencia, cuyos elementos indican los pares de
nodos conectados en el grafo. Las relaciones pueden variar en importancia, a través de

la asignacién de pesos ponderados a cada una de ellas.
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Figura 2.3. Representacion de un grafo y su correspondiente matriz de adyacencia

. En cuanto a los nodos, si estos son de un solo tipo o no distinguibles entre ellos
de acuerdo con sus atributos, constituyen un grafo homogéneo, mientras que, si son de
diferentes tipos, por ejemplo, con atributos que representan a clientes y a los articulos
que ellos compran, comprenden grafos heterogéneos. Finalmente, entre las diferentes
clases de grafos que son de particular importancia estan los grafos bipartitos, los cuales
estan compuestos de un grafo heterogéneo que comprende dos conjuntos diferentes de
nodos, donde los bordes se conectan unicamente entre nodos de conjuntos opuestos.
De manera similar, tres conjuntos de nodos dan lugar a los grafos tripartitos, y varios

conjuntos, a grafos multipartitos.

b -
’

a) b) 0

Figura 2.4. Grafo homogéneo (a), heterogéneo (b) y bipartito (c)
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2.1.8 Redes neuronales

Los algoritmos de redes neuronales, también conocidas como redes neuronales
artificiales, constituyen una de las técnicas mas avanzadas de aprendizaje automatico,
donde los sistemas aprenden a realizar ciertas tareas analizando multiples ejemplos de
entrenamiento, de los cuales se extraen diferentes caracteristicas, que la red aprende a
reconocer para determinar patrones. De manera similar a un cerebro humano, una red
neuronal esta compuesta de miles o millones de neuronas, o nodos interconectados en
diferentes niveles o capas, que analizan los datos ingresados y generan una salida para
los nodos de la siguiente capa, ajustando los resultados obtenidos de acuerdo con los

errores encontrados.

2.1.9 Redes neuronales basadas en grafos

Si bien la estructura de los grafos permite una representacion adecuada de la
informacion, el conocimiento implicito en los grafos es dificil de capturar utilizando
modelos de aprendizaje automatico tradicionales, como las redes neuronales
convolucionales (Convolutional Neural Networks, CNN) aplicadas en analisis de
imagenes, o las redes neuronales recurrentes (Recurrent Neural Networks, RNN),
utilizadas en analisis de secuencias, ya que los grafos carecen de la estructura de matriz
de las primeras, o el orden lineal de las segundas. Combinando el concepto de grafos
con el de redes neuronales, se obtienen las denominadas redes neuronales basadas en
grafos o GNN (Graph Neural Networks), las cuales se han convertido en uno de los
métodos de vanguardia para sistemas de recomendaciones en muchos aspectos,

incluyendo diferentes escenarios, objetivos y aplicaciones [7, p. 15].

Dependiendo de la arquitectura utilizada, la red neuronal se compone de una o
varias capas intermedias (hidden layers) seguidas por una funcién de activacion (por
ejemplo, ReLU, Leaky RelLU), con una operacion de pooling, por ejemplo, Global average
pooling, la cual se encarga de reemplazar las capas interconectadas de una CNN clasica,
para generar un mapa de caracteristicas para cada categoria correspondiente de la tarea
de clasificacion, tomando el promedio de cada mapa de caracteristicas, utilizando el
vector resultante cono insumo para una capa softmax [12] que hace las veces de
clasificador, que permita determinar las probabilidades de pertenencia del resultado a
cada clase, como se muestra en la figura 2.5.
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Figura 2.5. Arquitectura basica de una red neuronal de grafos para una tarea de

clasificacion

El objetivo de las GNNs es aprender una mejor representacion de los nodos
usando para ello informacién de su entorno. Basicamente, una red de este tipo trabaja
agregando informacion de las caracteristicas obtenidas de nodos vecinos o de los bordes
adyacentes iterativamente, para actualizar la representacion actual de cada nodo, a
través de cada capa que compone la red. Esta actualizacién se conoce como intercambio
de mensajes (message passing), utilizando una funcion de agregacioén, y, dependiendo
del algoritmo utilizado, puede limitarse a una muestra o numero determinado de nodos

vecinos.

A .
& e
O o3 O B
a) b)

Figura 2.6. Message passing para actualizar la representacion del nodo C en la primera

capa (a), y para el nodo B en la segunda (b)

Una ventaja importante de las redes de este tipo frente a modelos tradicionales

de aprendizaje automatico esta en que, mientras los modelos basados en arboles como
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Random Forest y XGBoost necesitan un numero fijo de atributos, las GNNs tienen la
capacidad de manejar la informacion en grafos de tamafios y estructuras diversas, lo
cual no seria posible con datos tabulares sin un extenso preprocesamiento o ingenieria
de atributos (feature engineering), lo cual, en muchos casos, implica codificar multiples
variables en grupos de bits (one-hot encoding), generando problemas de informacién
relevante muy espaciada a través de todo el conjunto de datos (sparsity), afectando la

capacidad de aprendizaje del modelo.

En la industria del retail, los sistemas de recomendaciones pueden construirse a
través de tareas de clasificacién de nodos (node classification), prediccion de enlaces
(link prediction) o clasificacion de grafos (graph classification). Existen multiples
algoritmos basados en GNNs, los cuales basicamente difieren en el método utilizado
para aprender las representaciones de los nodos, encontrando los patrones o
dependencias dentro de los grafos que buscan analizar, aplicando un enfoque de

aprendizaje inductivo (inductive learning) o transductivo (transductive learning).

2.1.10 Aprendizaje inductivo y transductivo

Un algoritmo utiliza un enfoque inductivo cuando a partir de los datos etiquetados
aprende a predecir datos que no han sido observados previamente, es decir, siguiendo
la premisa de aprendizaje no supervisado. El modelo aprende a generalizar durante el
entrenamiento, sin necesidad de observar todo el conjunto de datos.

Por el contrario, en los métodos transductivos, mientras se aprende de los datos
etiquetados en el entrenamiento, se trata de predecir las etiquetas del conjunto de datos
de prueba al mismo tiempo. El modelo usa la informacién de los datos de nodos vecinos
para mejorar las predicciones. En otras palabras, ambos conjuntos de datos, de

entrenamiento y de pruebas, se observan durante el entrenamiento.

Los modelos transductivos tienen la ventaja de alcanzar una precision mas alta
en las predicciones, a costa de perder capacidad de generalizacion. Los algoritmos
inductivos, son mas adecuados si los datos sobre los que se haran las predicciones
cambian constantemente o nuevos datos con diferentes caracteristicas surgen

frecuentemente.
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2.1.11 Analisis RFM

Una de las técnicas mas utilizadas para segmentar y clasificar clientes de acuerdo
con su importancia o fidelidad hacia la marca de una empresa es el analisis RFM, el cual
evalua las compras o servicios adquiridos conforme a su recencia (Recency), frecuencia
(Frequency) y valor monetario (Monetary value). Basicamente, se establecen diferentes
categorias de clientes segun el tiempo transcurrido desde su ultima compra, cuantas
compras han realizado durante un periodo determinado y el monto que representan, con

el objetivo de comprender sus preferencias.

Multiples variantes del analisis RFM se utilizan en el ambito del retail, las cuales
utilizan parametros adicionales para aumentar la capacidad del analisis en la
identificacion de caracteristicas de los clientes. Por ejemplo, el modelo LRFM considera
ademas la duracion de la relacion del cliente con la compafiia, donde L es el tiempo
transcurrido entre la primera y ultima compra (Length) [13], mientras que el modelo
GRFM identifica grupos (Groups) de clientes leales de acuerdo a los patrones de sus
compras y las caracteristicas de los bienes adquiridos [14], y el modelo RFM-V agrega
la variedad de los productos comprados como una cuarta variable (Variety), el cual es
recomendado en cadenas de retail que cuentan con tarjetas de membresia o fidelidad

con muchas cestas (baskets) e informacion de compra [15].

La clasificaciéon de los clientes de acuerdo a los valores de cada variable puede
realizarse de diferentes maneras, entre las que se cuentan técnicas de clustering y
algoritmos K-means, o determinando rangos fijos dependiendo de la naturaleza del
negocio, o a través del calculo de un score para cada una de las variables, de manera
que los clientes con una puntuacién mas alta conformen los grupos de mayor interés
para el negocio, para los cuales se busca disefar estrategias de mercadeo o soluciones
personalizadas, obteniendo una mayor eficiencia en los recursos invertidos, a la vez de

facilitar el analisis y evaluacién de resultados de camparas especificas.

2.2 Fundamentos del problema

Considerando que existen tantos clientes como diversidad en sus intenciones de

compra, es dificil predecir su comportamiento. Existen diferentes criterios para identificar
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los habitos de consumo de clientes. Algunos tienen en cuenta a caracteristicas
intrinsecas a la persona, como la edad, género, grupo demografico o lugar de compra,
sin embargo, en el ambito del retail, las técnicas de Basket Recommendation (BR)
buscan identificar multiples items como un todo, dentro de lo que se denomina un basket,
donde los articulos que lo componen tienen relaciones significativas entre ellos
(complementarias o consistentes) [16]. Ademas, en los ultimos afos se han propuesto
mejoras para esta técnica, que utilizan redes neuronales basadas en grafos, y que
aprenden la intencion u objetivo para el que se estan incorporando los articulos al basket,
o los patrones de multiples intenciones de compra como ayuda para encontrar relaciones

semanticas complejas de articulos [17], entre otras.

Las estrategias descritas anteriormente, a través de la aplicacion de modelos de
Inteligencia Artificial y Aprendizaje Profundo o Deep Learning, permitiran identificar los
tipos de articulos canjeables que se deben ofrecer a los clientes de un modo obijetivo y
basado en criterios técnicos, segun sus compras durante una campafia promocional. El
modelo de red neuronal a utilizarse considerara las caracteristicas de la compra y las
relaciones entre los tipos articulos no canjeables como base para generar la
recomendacion, a diferencia de la promocion estatica actual que se realiza a través de

los diferentes canales de comunicacion con el cliente.

2.3 Soluciones relacionadas de analitica y aprendizaje automatico

La evolucion de los sistemas de recomendaciones se puede clasificar en los
siguientes grupos: Modelos analiticos basados en mineria de datos (data mining),
modelos basados en factorizacion de matrices, modelos neuronales y modelos de redes
neuronales basadas en grafos. Sobre estos ultimos, los articulos pueden diferenciarse a
través de sus atributos, como precios o categorias, permitiendo inclusive la agrupacién

basada en estos atributos para la construccion de grafos heterogéneos.

Los sistemas de recomendaciones tienen diversas aplicaciones, entre las que
destacan las orientadas a comercio electronico o E-commerce, donde se busca
aumentar el valor de negocio a través de diferenciar las acciones de los usuarios, como
el agregar un articulo al carrito de compras en contraste con el acto de la compra en si.

Otras aplicaciones incluyen las llamadas recomendaciones de Punto de Interés (POI,
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Point-of-Interest Recommendation), como las realizadas por Yelp, recomendaciones de
noticias, o de peliculas, como Netflix [18], delivery o restaurantes, como Uber Eats [19],

0 musica, empleos, entre otros.

A continuacién, se detallan las caracteristicas de algunos modelos utilizados en

motores de recomendaciones desarrollados para la industria del retail.

2.3.1 Andlisis Market Basket con algoritmo Apriori

El analisis de cesta de compra o Market Basket es una técnica de data mining que
busca aumentar las ventas a través de la comprension del comportamiento o historial de
compra de los clientes. Se basa en buscar combinaciones de items que frecuentemente
aparecen juntos en una venta [20], es decir, vinculando la compra de uno o mas
productos con otros (itemsets) [9, p. 23]. Por ejemplo: “Si el cliente compra jugo de
naranja y frutas, ¢ cual es la probabilidad que compre pan?”. Esta posibilidad es los que
se conoce como Regla de asociacién, y se mide a través de tres variables

fundamentales:

frg(X.Y)

Support =
ipp N

/

Rule: P " Conﬁdencezw
\ frq(X)
Lift = Szfppor't
Supp(X') x Supp(Y)

Figura 2.7. Variables para reglas de asociacion en analisis Market Basket [20]

e Support: Es la proporcion de transacciones que contienen el itemset.

e Confidence: Es la probabilidad de compra de un item posterior dado un item
anterior.

e Lift: Es cuan frecuente la condicion se cumple realmente, comparado a la

estimacion de que ocurra.
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El algoritmo Apriori se basa en encontrar ifemsets que se presentan con
frecuencia en las transacciones, de acuerdo con un valor limite definido para la variable
support. Luego, calcula la variable confidence de todas las reglas de asociacion posibles.
De este modo, se inicia con itemsets de un solo articulo, afladiendo un item a la vez, y

descartando aquellos itemsets que no cumplen los umbrales definidos.

2.3.2 Descomposicion en valores singulares

El método SVD (Single Value Decomposition) es una técnica matematica utilizada
para descomponer una matriz en sus elementos [21]. A través de la factorizacion de
matrices, o reduccion de la dimensionalidad, se extraen los factores latentes para

representar claramente las relaciones entre clientes y articulos.

La reduccion de la dimensionalidad se consigue reduciendo el numero de valores
singulares a los primeros k valores, con lo que se obtiene una aproximacioén de la matriz
original [9, p. 26]. Esto permite escalar eficientemente los datos, incrementando ademas

la rapidez en los calculos al utilizar matrices mas pequenas.

2.3.3 Redes convolucionales de grafos (GCN)

Las redes convolucionales de grafos (Graph Convolutional Networks) extienden
el concepto de una GNN al definir una aproximacién localizada de primer orden para
operaciones convolucionales sobre los grafos en las diferentes capas definidas en la red,
con el objetivo de propagar la informaciéon entre los nodos utilizando funciones de
activacién no lineales después de cada capa [22]. Estan basadas en las redes
neuronales convolucionales utilizadas para procesamiento de imagenes, pero llevadas

al ambito de los grafos.
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Figura 2.8. Representacion esquematica de una GCN multicapa [22]

El objetivo de una GCN es generar representaciones de los nodos basandose en
la informacion de los nodos y bordes vecinos. Como resultado, cada nodo define un grafo
calculado a partir de su entorno, promediando los mensajes recibidos. Si bien estas redes
admiten caracteristicas no solo para los nodos sino también para los bordes, en estos
ultimos solo se permiten valores de una sola dimension. Esta arquitectura es
transductiva; es decir, la estructura de los grafos deberia conocerse de antemano en el
tiempo de entrenamiento. Por ello es util en tareas de aprendizaje semi-supervisado,
como clasificacion de nodos, sin embargo, también se utiliza en aprendizaje supervisado,

como en prediccion de enlaces y clasificacion de grafos.

2.3.4 Redes neuronales de grafos de orden mas alto (k-GNN)

La aplicacion de normalizacion de vecinos (neighborhood normalization) que
realizan las GNNs por defecto, si bien contribuye a reducir la inestabilidad numérica
generada por las diferencias en magnitudes de relaciones entre nodos (es decir, nodos
con grados de relaciones mucho mayores que otros), trae consigo la reduccion de la
expresividad de la red en distinguir determinadas estructuras en los grafos. Es posible
eliminar este tipo de normalizacidn por completo, teniendo en cuenta estructuras de
grafos de érdenes mas altos en multiples escalas, realizando las tareas de message
passing directamente entre estructuras de subgrafos compuestas por k nodos, en lugar
de nodos individuales [23]. Esta arquitectura se conoce como k-GNN, la cual mejora el

rendimiento de las GNNs en tareas de clasificacion y regresion de grafos.
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Figura 2.9. Arquitectura de red 1-2-3-GNN [23]

En la figura 2.9, para cada subgrafo de k nodos, se aprende una determinada
caracteristica, la cual se inicializa con las caracteristicas aprendidas de todos los

subgrafos de (k-1)-elementos.

2.3.5 Redes convolucionales en grafos con filtrado rapido espectral localizado

Este tipo de arquitectura convolucional utiliza polinomiales Chebyshev en lugar de
polinomiales generales, con el objetivo de resolver las limitaciones de las capas
convolucionales al momento de capturar estructuras localizadas de grafos a través de
filtros eficientes, tanto en el aprendizaje como en la evaluacién, manteniendo una baja

complejidad computacional [24].
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Figura 2.10. Ejemplo de agrupacion y reorganizacién de nodos para redes basadas en

polinomiales Chebyshev [24]

Esta técnica requiere obtener entornos de nodos significativos en los grafos para
las tareas de pooling o agregacion, donde los nodos similares se agrupen. Después de
este proceso, el algoritmo busca crear un arbol binario balanceado y reorganizar los

nodos, de modo que cada nodo tenga dos hijos, excepto en el nivel mas bajo. Esta
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configuracion permite que las operaciones se ejecuten eficientemente, aprovechando

inclusive los beneficios de procesamiento paralelo en GPUs.

2.3.6 Redes de atencion de grafos (GAT)

A diferencia de las GCNs, donde cada vecino de un nodo tiene la misma
importancia, en las redes de atencion de grafos (Graph Attention Networks) se
consideran a ciertos nodos mas esenciales que otros, a través de un mecanismo de
atencion que asigna a un factor de ponderacion para cada conexion entre nodos.
Mediante el apilamiento de capas en las cuales los nodos pueden atender las
caracteristicas de sus vecinos, es posible especificar diferentes pesos a diferentes nodos
sin requerir operaciones computacionalmente costosas de matrices o conocer la

estructura del grafo de antemano [25].

concat/avg

4
hi

Figura 2.11. Multi-head attention en GATs [25]

En las GATs se utiliza el mecanismo de atenciéon en reemplazo de la operacion
estaticamente normalizada de convolucion. Este paso, junto a la ejecucion de la funcion
de activacion y la normalizacion a través de una funcion softmax, puede replicarse mas
de una vez, correspondiendo cada repeticion a lo que se conoce como multi-head
attention (como muestran las flechas de la Figura 2.11), con el objetivo de promediar o

concatenar los resultados.

2.3.7 Otros modelos basados en GNNs

Existen sistemas de recomendaciones en retail que utilizan arquitecturas como

NCF o Neural Collaborative Filtering, la cual fue desarrollada con el objetivo de resolver
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el problema de establecer los ratings implicitos entre clientes y articulos [26]; Triple2Vec,
la cual se enfoca en representar en vectores los bordes de los grafos [27], o el modelo
Light Graph Convolution Network (LightGCN), que busca resolver problemas de
implementaciones basadas en redes convolucionales basadas en grafos que tienen baja
contribucion, o incluso degradan, el rendimiento del filtrado colaborativo, como son la
transformacién de caracteristicas (feature transformation) y activacién a través de
funciones no lineales, simplificando el disefio de la red convolucional, volviéndola mas
concisa y con mejores resultados en la recomendacion. Este modelo incluye solamente
el componente mas esencial de la red convolucional basada en grafos, que es la

agregacion en base a vecinos (neighborhood aggregation), para filtrado colaborativo [28].
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Figura 2.12. Arquitectura del modelo LightGCN [28]

Otros métodos, como el de Agregacion de Interacciones Heterogéneas, parten de
la premisa que las recomendaciones dentro de la cesta de compra deben relacionarse
con la intencion u objetivo del usuario para dicha cesta. Definiendo una entidad “cesta’,
para representar esa intencién, la recomendaciéon se puede modelar como una tarea de
prediccidn de enlace entre cesta y articulo en el grafo Usuario-cesta-item o UBI (User-
Basket-ltem graph). Denominado como BasConv, este modelo incluye tres tipos de
agregadores para tres tipos de nodos, que aprenden las representaciones tanto de su
entorno como de un contexto de orden superior, utilizando un esquema de grafo tripartido

entre usuario/cliente, cesta y articulo [29].
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Figura 2.13. Recomendaciones de BasConv y grafo UBI de interacciones [29]

2.4 Meétricas de evaluacion

El objetivo mas importante de un sistema de recomendaciéon es, desde luego,
evaluar las predicciones realizadas para todas las clases existentes a través de la
exactitud (accuracy) del modelo en general, la cual esta definida como:

TP+ TN
Accuracy =

TP+ FP+FN+TN (2.2)

Es decir, la proporcion que existe entre las predicciones correctas y el total de
predicciones. Esta métrica mide el nimero de veces que se ha previsto correctamente

cualquier clase.

Otras medidas utilizadas en los modelos a evaluar y en el desarrollo de la solucién
seran la precision (precision), que es la proporcion de predicciones correctas en las
predicciones totales de la clase positiva:

TP
Precision =

TP + FP (23)

Igualmente, la sensibilidad o recall, definida como la proporcion de predicciones

correctas en una clase positiva.
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TP
Recall =

TP + FN (2.4)

También el F1 Score, que representa la media armdnica de precision vy

sensibilidad, y se usa como medio de balance entre las métricas que la componen.

Precision * Recall
F1=2*

Precision + Recall (2.5)

2.4.1 Métricas por clases

Los diferentes tipos de articulos de canje que sean recomendados por la solucion
propuesta pueden constituir diferentes clases objetivo, de tal manera que las métricas
anteriores pueden aplicarse individualmente a cada clase, tomando en consideracion los
datos de la matriz de confusién generada, considerando cada clase por separado como
la clase “positiva”, y el resto como “negativas”. Esto permitira determinar cuales son las
clases que los modelos pueden predecir con mejores resultados. También es posible
promediar las métricas utilizando un promedio ponderado, el cual considera el equilibrio

entre las clases, de acuerdo con su representacion en el dataset.

2.4.2 ROC y AUC

La curva ROC (Receiver Operating Characteristic curve) es un grafico que
presenta el rendimiento de un modelo de clasificacidén en todos sus umbrales de decision.
Esta curva se grafica considerando los valores de tasa de falsos positivos en el eje X'y
la tasa de verdaderos positivos (que es igual al recall) en el eje Y. Entre mas cercano
esté el arco de la curva hacia arriba y a la izquierda, mejor es el rendimiento del modelo.
Por otra parte, AUC o Area under the (ROC) Curve, mide toda el area que se encuentra
por debajo de la curva ROC, con valores entre 0 y 1. Entre mas cercano a este ultimo se
encuentre el valor del AUC, el modelo hara mejores predicciones.
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Figura 2.14. Ejemplo de una curva ROC y su correspondiente AUC

De modo similar a las métricas descritas previamente, al tratarse con predicciones
de multiples clases como salidas del modelo, se pueden determinar los valores de ROC
y AUC para cada clase objetivo.

2.4.3 Tasa de conversion

En los sistemas de recomendacion, una métrica de importancia corresponde a la
tasa de conversion o Conversion rate, la cual puede medir directamente el valor para el
negocio generado a partir de las recomendaciones [30]. Esta tasa permitira identificar en
qué proporcion las recomendaciones que genera el sistema se traducen en ventas de
canjes segun las sugerencias a los clientes. En el contexto de los articulos de canje
ofrecidos, la formula a utilizar estara definida del modo siguiente:

Niumero de Canjes correctamente predichos
Conversion rate =

Total de recomendaciones (2.6)

2.5 Limitaciones de los modelos

Los modelos descritos utilizan diferentes técnicas de analitica o inteligencia
artificial para obtener recomendaciones; si bien estos son utilizados en retail, tienen
limitaciones inherentes a su arquitectura base, la demanda de recursos tecnolégicos o

al cumplimiento de los objetivos de la empresa, entre las cuales se detallan:

e Por lo general, las soluciones de mayor impacto en demanda de recursos de

procesamiento son aquellas basadas en redes neuronales, si bien presentan
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ventajas al momento de interpretar las relaciones entre articulos dentro de una
transaccion modelada como grafo. Las soluciones de analitica pueden ofrecer
una solucién menos compleja que las de redes neuronales, sin embargo, estas
ultimas proporcionan un mayor nivel de aprendizaje de patrones de compra de
los clientes, lo que se traduce en mejores recomendaciones.

e Aun cuando se pueden utilizar en escenarios de aprendizaje inductivo, los
modelos GCN o LightGCN son inherentemente transductivos; los mejores
resultados se obtienen al conocer la estructura completa de los grafos durante
el entrenamiento, por lo cual se pierde la capacidad de generalizar para nuevos
datos con diferentes estructuras.

e Las redes GAT requieren un procesamiento intensivo y extenso para
entrenamiento, con mejores resultados que las redes GCN, aun cuando tienen
cierta tendencia al sobreajuste a los datos debido al gran numero de
parametros y a la falta de supervision especifica al ponderar los mecanismos
de atencién.

e Los modelos Chebyshev requieren una eleccion apropiada del numero de
polinomiales, al igual que el numero de attention heads en las GATs; valores
inadecuados afectan significativamente el rendimiento del modelo.

e Configuraciones mas complejas o de mayor profundidad en las redes no
siempre van de la mano con un mayor nivel de precision en los resultados
entregados, por el contrario, pueden producir sesgos en los resultados, o

sobreajustes.

Todos los modelos detallados dentro del estado del arte pueden ofrecer
recomendaciones de articulos o analisis de cestas de compra, sin embargo, la utilizacion
con los datos de la compainiia, con las caracteristicas de las transacciones y sus tipos de
articulos de canje es algo que debera ser puesto a prueba, ademas que las
recomendaciones de articulos que se busca obtener no corresponden a articulos

comunes a incluir en una venta, sino resultados en funcion de los articulos canjeables.

2.6 Software y recursos de desarrollo

El desarrollo de la solucién sera realizado bajo el lenguaje de programacion,

Python, considerando un ambiente local para los notebooks de modelamiento en grafos
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y bajo el entorno de programaciéon Google Colab para el entrenamiento de los modelos,
por cuanto estas tareas demandan recursos mas potentes de servidores, tanto a nivel
de CPU y RAM para las pruebas necesarias, y especialmente por la disponibilidad y
ventaja de ofrecer procesamiento con GPU, lo cual es una necesidad al trabajar con

modelos de redes neuronales.

Entre las librerias de Python mas importantes a utilizar se incluyen:

e Scikit-Learn, la cual esta especializada en modelos de aprendizaje
automatico.

e Pandas, la cual permite transformacion y exploracién de datos.

e NumPy, para manipulacion de datos y funciones matematicas.

e PyTorch, la cual se especializa en la implementacion de algoritmos de Deep
Learning.

e Pytorch Geometric, o PyG, basada en PyTorch, permite el disefo y

programacion de Redes Neuronales basadas en Grafos.

Los resultados a obtener de los modelos se almacenaran en una base de datos
residente en un servidor de la empresa, para consumo de las diferentes areas del
negocio que la requieran. Inicialmente, la base de datos sugerida corresponde al RDBMS
MSSQL Server en version Express; con monitoreo del crecimiento mensual para
determinar politicas de borrado y pase a histéricos o si amerita un upgrade de version,

con el respectivo costo de licencias.

2.7 Visualizacion de resultados

Los resultados entregados por la solucidbn permitirdn establecer las
recomendaciones de productos canjeables segun las ventas de los usuarios. Esta
informacion también podra consultarse a través de un dashboard interactivo basado en
Microsoft PowerBl, ya que actualmente la compafiia ya usa esta plataforma a nivel del
area de Analitica, y por tanto es familiar tanto para los usuarios de esta area como para

los de alto nivel que tienen acceso a los reportes gerenciales.

31



CAPITULO 3

3. DISENO E IMPLEMENTACION

La implementacion de la solucion propuesta requiere varias etapas que inician con
el tratamiento de los datos originados desde el sistema de Punto de venta, luego con el
disefio de los algoritmos de Aprendizaje Automatico que extraeran los patrones y
caracteristicas de estos datos para determinar las recomendaciones de tipos de articulos
canjeables a partir de todos los demas tipos de articulos adquiridos en una transaccion,
y finalmente, el detalle de la plataforma requerida para el funcionamiento y visualizacién
de resultados, junto con los indicadores y métricas que se usaran para evaluar los
resultados de los modelos. Este capitulo tiene como objetivo la presentacion de estos

aspectos.

3.1 Exploracion y validaciéon de datos

Los datos obtenidos para establecer las recomendaciones comprenden la
informacion de las ventas que incluyan articulos canjeables, especificando la informacion
intrinseca de cantidad, volumen y del tipo de articulo o departamento al que pertenece
el articulo vendido, asi como del cliente, en lo referente a su género y la tienda con mayor

cantidad de compras realizadas durante el periodo.

3.1.1 Datos de ventas

Como se mencion6 anteriormente, Los datos originales de ventas se obtuvieron a
nivel nacional de 161 tiendas de la empresa, en el periodo comprendido entre los meses
de junio a octubre del 2023, correspondiente al inicio de la ultima campafa de articulos
canjeables. El total de ventas con al menos un articulo de canje comprende 446345
registros, pero debido a que en una transaccion pueden existir diferentes SKUs (stock
keeping unit, o codigos de articulos) para articulos altamente similares, pero que varian
en atributos como la presentacion o tamario, color, medida, disefio o marca, se agruparon
dichos cddigos por el departamento al que pertenecen, directamente a través de vistas
de base de datos Si bien los atributos mencionados constituyen informacién muy util para
establecer caracteristicas unicas del articulo que enriquecen el analisis, en el sistema de

ventas de la empresa no se existe informacion sobre ellos en la mayoria de registros.



Tabla 3.1 Estadisticas de atributos secundarios de articulos

Atributo Valor
SKUs distintos vendidos 29957
Porcentaje de articulos con datos de color validos 2.59%
Porcentaje de articulos con datos de presentacién/tamanos validos 5.53%
Porcentaje de articulos con datos de unidad de medida validos 5.78%
Porcentaje de articulos con datos de marca validos 6.60%

La falta de informacion en estos atributos implica que no se puedan utilizar como
insumo para el analisis, sin embargo, con el objetivo de no perder expresividad en
articulos pertenecientes al mismo departamento, las vistas de base de datos incluyen
caracteristicas de niveles de precio, dependiendo del cuartil al que pertenece el precio
unitario del SKU. Asi los articulos se agrupan en los rangos de precio bajo (desde el
minimo precio al primer cuartil de los precios para el departamento), precio medio-bajo
(hasta el segundo cuartil), medio-alto (hasta el tercer cuartil) y alto (hasta el maximo
precio). Para estas agrupaciones se considero el total de unidades vendidas y su precio

total.

A través de vistas de base de datos se excluyeron aquellas ventas que solo tenian
articulos canjeables, ya que se necesita tanto de este tipo de articulos como de aquellos
de venta normal para determinar las recomendaciones de los primeros de acuerdo con
los segundos presentes en una transaccion. Para definir el ambito del analisis, se
tomaron en cuenta ademas las ventas con un solo articulo de canje. De igual modo, no
se consideran los registros de articulos que hayan sido devueltos, para analizar

solamente las ventas netas y efectivas.

Para efectos de las recomendaciones, se consideran como una familia y
departamento diferente a aquellos que incluyan los articulos canjeables, es decir, si un
articulo es canjeable, para aquellas transacciones donde se haya adquirido de esta forma

representara un departamento y familia diferente a la original.
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Las ventas de articulos canjeables estan orientadas solamente a clientes
fidelizados de la empresa, de los cuales se consideran como atributos adicionales el

género y la tienda en la que han realizado el mayor numero de compras.

Finalmente, el conjunto de datos con la informacién agrupada por departamentos

y niveles de precios comprende 291317 registros en total.

3.1.2 Exploracion

Para este andlisis se exploraran las caracteristicas de clientes y ventas que
permitan definir los algoritmos a utilizar. A continuacion, se listan estadisticas basicas del

conjunto de datos:

Tabla 3.2 Estadisticas del conjunto de datos

Caracteristica Valor
Total de registros 291317
Cantidad de transacciones/ventas 37914
Cantidad de clientes unicos 32365
Cantidad de departamentos canjeables 22
Cantidad de departamentos normales 281
Numero de Tiendas con informacion para analisis 150

Las cantidades obtenidas en los tipos de articulos normales y canjeables unicos
que existen (281 y 22, respectivamente), permitiran que las recomendaciones se basen
en sugerir departamentos de articulos, y no sobre articulos individuales en si, por lo que
las relaciones entre ventas y articulos para el modelamiento se definiran de esta forma.
El nimero de tiendas se redujo al considerar solamente las transacciones con articulos

de canje y normales combinados, y aquellas con mas de un articulo canjeado.
Las campanas de canjes que realiza la compafia son evaluadas semana a

semana, considerando especialmente el numero de ventas de canjes por dia, como se

observa en la figura 3.1, que contiene un subconjunto de los datos originales.
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Figura 3.1. Ventas de articulos canjeables por dia de la semana

La muestra obtenida corresponde a la ultima semana del conjunto de datos. Se
observa que la mayor cantidad de canjes se realizan los sabados y domingos, en ese
orden (516 y 481, respectivamente), con una reduccion del 48% en los lunes y martes,

con un incremento desde el miércoles (4992) hasta el viernes (6243).
El conjunto de datos incluye también informacién del género del cliente. Se puede

comprobar si los valores presentes de esta caracteristica se encuentran uniformemente

distribuidos entre las ventas de articulos canjeables.
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Figura 3.2. Transacciones por género del cliente
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En la figura 3.2 se puede observar que, del total de canjes en todo el conjunto de
datos, 19925, es decir, el 52.55% es realizada por clientes de género masculino, mientras
que el 47.45% corresponde al género femenino. La diferencia es de solo el 5.10%, por

lo que se considera que no existe un desbalance significativo.

3.1.3 Balanceo de datos y eliminacién de outliers

Es importante que los datos obtenidos no se encuentren desbalanceados, siendo este
un problema muy frecuente en datasets reales. Si bien las redes neuronales son un
método muy utilizado en clasificar datos no balanceados, a menudo esto afecta
negativamente al modelo [31]. La mayoria de las tiendas de la empresa se encuentran
en la ciudad de Guayaquil, por consiguiente, se debe verificar si efectivamente, en esta
ciudad se realiza el mayor numero de canjes. Debido a que no necesariamente los
habitos de consumo de un cliente de Guayaquil son iguales a los de clientes de otras
ciudades, las recomendaciones que se obtengan para estos ultimos no deben estar

sesgadas con datos de los primeros.
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Figura 3.3 Ciudades con mayor cantidad de transacciones de canje

La figura 3.3 muestra las cinco ciudades con mayor numero de transacciones de
canje; como se observa, las transacciones de canje en Guayaquil comprenden mas del
50% de todo el conjunto de datos, mientras la ciudad siguiente representa el 7% del total.
Considerando la diferencia en cantidad, el analisis se limitara a la informacién obtenida

de Guayaquil al ser la mas representativa del conjunto de datos.

El objetivo del sistema de recomendaciones sera determinar los tipos de articulos

de canje para sugerir al cliente, de modo que el departamento correspondiente al articulo
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constituira la variable objetivo del modelo de clasificacién. Analizando las transacciones

se puede determinar la cantidad de facturas para cada departamento:

LICORES
ELECTRON/ELECTROD
HOGAR FERRET

MUEBLES

JARDIN Y EXTERIORES

HOGAR

Departamento

HERRAMIENTAS 723

JUGUETES NINAS -500
AUTOMOTRIZ -442

JUEGOS DE MESA -323

o

1000 2000 3000 4000 5000
Cantidad de transacciones de canje

Figura 3.4 Departamentos con mayor numero de ventas de canje en Guayaquil

La figura 3.4 muestra los diez primeros departamentos en cantidad de
transacciones de articulos canjeables para Guayaquil, siendo, en este orden, los de
licores, electronicos/electrodomésticos, hogar de ferreteria, muebles y jardin/exteriores,
representando el 79.36% del total. Sin embargo, la diferencia en cantidad del primero
con el quinto es de mas del triple. Por consiguiente, para trabajar con clases objetivos
balanceadas se considera un aspecto técnico, que es el de basar el analisis en las
muestras mas representativas, y el aspecto de interés del negocio, tomando en cuenta

aquellas clases donde es mas importante que los clientes incrementen sus compras.

Para el area comercial de la empresa, promover las ventas de canjes en los
departamentos de licores (por tratarse de un producto perecible), electrénicos y hogar
de ferreteria (por el grado de obsolescencia que rapidamente pueden adquirir ante
nuevas versiones con mas o distintas funcionalidades) tienen mayor prioridad sobre los
departamentos como muebles y jardin, de los cuales ademas dispone de un numero
menor de existencias. Los departamentos objetivo para este analisis seran por tanto los
mencionados, considerando que, a futuro, con un periodo mayor de datos para la

campanfa de canjes se incluya un mayor numero de departamentos.
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En una tienda de retail, con multiples secciones pertenecientes a varias lineas de
negocio (supermercado, juguetes, ferreteria, ropa), donde los clientes pueden adquirir
sus productos en cualquier punto de venta del local, la cantidad de articulos de diferentes
departamentos entre dos transacciones puede ser significativa, y por tanto afectar
también el analisis. Las relaciones que se determinen en una venta de pocos articulos
seran muy diferentes a aquellas en una venta con decenas de ellos, aun con la

agrupacion por departamentos.

LICORES ED—{-OOoo'oooo.ooooooo... ........

ELECTRON/ELECTROD D:’—{............................. ......

Departamentos de canje

HOGAR FERRET -—4 ............

0 10 20 30 40 50 60 70
Cantidad de departamentos por transaccion

Figura 3.5 Diagrama de caja de departamentos normales por grupo de canje

En la figura 3.5 se observa la variabilidad en la cantidad de articulos para las
diferentes transacciones, con una alta presencia de valores que deben excluirse del
modelamiento. Para evitar este inconveniente, se aplicd una seleccion basada en el
rango intercuartil o IQR, con el objetivo de eliminar las transacciones con outliers en el

numero de items y garantizar la estabilidad del modelo.

Sin embargo, aun con esta consideracion, hay una diferencia importante en la
cantidad de transacciones para cada clase objetivo. Para resolver este inconveniente, se
aplicé una estrategia de downsampling, tomando en cuenta el numero de transacciones

de la menor de las clases, y utilizando esa cantidad para el analisis de todas las demas.

3.2 Definicion de atributos

El conjunto de datos disponible contiene datos especificos de la venta (ID, fecha),

relativos al lugar de la compra (tienda, ciudad), relativos al cliente (género, tienda en la
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que frecuentemente compra), y relacionados con los articulos (categorias de precios,
departamentos, cantidad y monto). Estos atributos pueden utilizarse en diferentes

configuraciones de grafos y de los modelos en si.

Como fue indicado en parrafos anteriores, el lugar de la compra se limitara a la
ciudad de Guayaquil. Con respecto a los datos del cliente, estos son muy utilizados en
sistemas de recomendaciones actuales para construir grafos heterogéneos o bipartitos.
Sin embargo, un numero importante de caracteristicas del cliente mas alla del género,
como su edad, grupo demografico o cantidad de puntos disponible es recomendable para
realizar un analisis considerando el impacto de esas variables sobre las compras de
articulos de canje. Por otra parte, los datos de la venta son utiles en un periodo mayor a
una campafa de canje, o de considerarse obtener recomendaciones para diferentes
temporadas. En ambos casos, seria necesario un numero mayor de observaciones que
cubran varios meses 0 anos, en los cuales se debe considerar ademas los cambios en

los articulos pertenecientes a las campanias.

El objetivo del sistema de recomendaciones es determinar qué departamentos
sugerir considerando los articulos normales presentes en la transaccién. Es decir, para
una transaccién especifica, las relaciones ocultas entre tipos de articulos determinaran
la clase de departamento que se aplic6 como canje. Esto implica que los datos propios
de la transaccién, relacionados a los articulos vendidos, se utilizaran para el modelo de
red neuronal, mientras que el valor correspondiente del ID del cliente se utilizara para
relacionarlo con las recomendaciones obtenidas y almacenadas en base de datos. Por
lo tanto, se consideraran como atributos los niveles de precio definidos desde las vistas
de base de datos, junto con la cantidad vendida.

Sin embargo, también es necesario considerar los datos categéricos que
constituyen los nombres de departamentos como representaciones (embeddings) de
vectores numéricos que pueda interpretar el modelo de red neuronal. Para ello, se
utilizara el algoritmo Node2vec, transformando estas descripciones en vectores de cinco

elementos, utilizando la configuracion predeterminada de este algoritmo.
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Tabla 3.3 Ejemplos de valores vectorizados de nombres de departamentos

Departamento Embeddings generados por node2vec
ACEITES Y GRASAS -0.041127 | -0.021407 | -0.045548 | -0.119437 | -0.059314
AIRE LIBRE -0.181932 0.121849 | -0.081555 | -0.100302 | -0.049237
ARTICULOS DE OFICINA -0.167562 0.041395 | -0.038856 | -0.061794 | -0.032309
SNACKS 0.023875 0.006561 0.085867 0.031220 | -0.030537
UTILES ESCOLARES -0.175601 -0.029528 | -0.078964 | -0.076857 | -0.115927

3.3 Modelamiento de grafos

Las recomendaciones de articulos de canje pueden modelarse como una tarea de
clasificacion de grafos, donde cada grafo representa una transaccion de venta, y donde
los nodos estan compuestos Unicamente por los departamentos normales vendidos. La
relacion entre dos nodos, la cual constituye un borde del grafo, ira en ambos sentidos, y
cada nodo esta relacionado con todos los demas. Lo que se busca predecir para cada
grafo es la clase a la que pertenece, representada por el departamento del articulo de
canje que fue adquirido en la venta, el cual constituye la variable objetivo, el cual se
reemplaza por un valor secuencial entre 0 y 2. De este modo, se construye un grafo
homogéneo para que la red neuronal aprenda las relaciones entre los diferentes tipos de
articulos y pueda determinar a qué departamento de canje pertenece dicho grafo o

transaccion.

Para definir los grafos a analizar por la red neuronal se deben diferenciar los
atributos que constituiran los nodos y bordes. En estos ultimos, se pueden definir
atributos dependiendo del algoritmo de red neuronal utilizado. Como atributos de los
grafos se definiran los niveles de precio y los vectores de nombres de departamento,
mientras que la cantidad de items sera un atributo para otorgar pesos (weights) a los
bordes.

Las matrices de adyacencia estan construidas a partir de los indices de cada
departamento normal presente en la venta; al estar relacionados todos los articulos entre
si, se generaran todas las posibles combinaciones entre nodos a través de la funcién
itertools.permutations de Python. La figura 3.6 muestra un ejemplo de una transaccion

del conjunto de datos modelada como un grafo.
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Nivel de Precio:
Lowprice: 1
Midlprice: 0
Midhprice: 0
Highprice: 0
Embeddings departamento:
0.023875
0.006561
0.085867
0.031220
-0.030537

\ Cantidad vendida:
3
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Highprice: 0 /
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-0.021407
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-0.119437
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Figura 3.6 Transaccion de venta modelada como grafo

3.4 Segmentacion del conjunto de datos

En tareas de aprendizaje automatico, es importante la division del conjunto de
datos en los correspondientes subconjuntos de entrenamiento, validacion y test,
utilizando los dos primeros para prueba y mejoramiento del modelo. Para ello, se realizd
una separacion aleatoria de los tres conjuntos, utilizando la funcion train_test _split del
paquete scikit-learn de Python, respetando la proporcidén de clases objetivo en cada uno
(haciendo uso de la propiedad stratify), de modo que en ninguna etapa del proceso se
presente un desbalance de clases que afecte a la capacidad del modelo de aprender de
los datos, reduciendo el riesgo que aprenda las relaciones de tipos de articulos de una
clase en detrimento de otras. Los valores definidos para separaciéon fueron del 70% de

los grafos para entrenamiento, 15% para validacion y 15% para prueba.

A través de Dataloaders proporcionados por PyTorch, la carga de datos para
analisis del modelo se realizdé utilizando batches de grafos, de modo que el
procesamiento se ejecute de forma mas agil al procesar grupos de n grafos a la vez.
Diferentes tamanos de batches se evaluaron para encontrar el valor mas adecuado en
cada modelo.
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3.5 Diseino de algoritmos y modelos

Para la eleccion del algoritmo a utilizar se consideraron cinco arquitecturas de
redes neuronales de grafos implementadas como capas convolucionales en PyTorch
Geometric: GCN a través de GCNConv, k-GNN mediante GraphConv, GAT utilizando
GATConv, modelos Chebyshev con ChebConv y finalmente, la arquitectura GraphSAGE
implementada en PyG a través del operador SAGEConv, para los cuales se evaluaron

las métricas de rendimiento detalladas en el capitulo 2.

3.5.1 Experimentos

Para el entrenamiento de los diferentes modelos se realizaron multiples
experimentos con diferentes valores de hiperparametros, entre los que se consideraron

los valores que se muestran en la tabla 3.4:

Tabla 3.4 Valores de hiperparametros utilizados en entrenamiento

Hiperparametro Valores de prueba
Numero de neuronas 16, 32, 64, 128
Learning rate 0.1, 0.05, 0.01, 0.005, 0.001, 0.0005, 0.0001
Numero de capas 2,3,4,56
Tamanio del batch 1,4, 8,16, 32, 64
Regularizacién L2 1e-5, None
Porcentaje de dropout 0.1, 0.15,0.2,0.25, 0.3, 0.5, 0.6
Multi-attention heads™ 2,4,8
Polinomiales™* 2,4
Numero de épocas 1000, 1500, 2000, 2500, 3000, 5000

* Para arquitectura GATConv

** Para arquitectura ChebConv

En lo referente a la configuraciéon interna de las redes, las configuraciones de
dropout utilizadas se aplicaron para cada capa convolucional, con el método de Global
average pooling previo a una capa lineal totalmente interconectada como capa de salida
del modelo. Adicionalmente, se aplicd normalizacion de los datos de atributos de los
nodos y los bordes de los grafos, para cada batch procesado en cada época de

entrenamiento.
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Se utilizaron ademas las funciones Adam (Adaptative moment estimation) para
optimizacion, incluyendo el valor mencionado como regularizacion L2, vy
CrossEntropylLoss como funcion de pérdida, la cual en PyTorch internamente ejecuta
una funcion softmax que permitira establecer las probabilidades de pertenencia del grafo
a cada clase objetivo. Pruebas iniciales con SGD (Stochastic gradient descent), otra de
las funciones de activacion utilizadas con frecuencia en redes neuronales, arrojaron
resultados con rendimientos considerablemente mas bajos en comparacion con la
funcion Adam. La figura 3.7 muestra el pipeline de entrenamiento utilizado en los

experimentos.
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Figura 3.7 Esquema general del pipeline de entrenamiento

3.5.1.1 Modelos GCNConv, GraphConv, GATConv y ChebConv

Las cuatro arquitecturas indicadas tienen en comun que permiten trabajar con
atributos en los bordes de los grafos, incorporandolos como una caracteristica mas al
modelo para analizar las relaciones entre los nodos. Los modelos GATConv y ChebConv
tienen ademas dos hiperparametros de interés que no poseen GCNConv y GraphConv:
Para GATConv, el numero de muilti-attention heads que representan subredes separadas
ejecutandose en paralelo dentro del modelo, y, para ChebConv, el numero de
polinomiales que determina el tamafo de los vecinos de los nodos que seran
considerados por cada convolucion. A diferencia de los otros modelos, se seleccion6
LeakyReLU con el parametro de negative_slope en 0.2 como funcion de activacion en el

modelo GATConv de acuerdo con la documentacién del modelo original [25, p. 3], la cual
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asegura que todas las neuronas de la red (exceptuando las inactivas por dropout)

contribuyan al resultado, aun si sus entradas son negativas.

3.5.1.2 Modelo SAGEConv

Ademas de los modelos descritos anteriormente, se evalud la arquitectura
GraphSAGE. La fortaleza de este modelo inductivo se basa en obtener atributos de
nodos para generar eficientemente representaciones de nodos para datos no vistos con
anterioridad, mediante el aprendizaje de una funcion de muestreo y agregacion de
atributos de los vecinos locales de un nodo determinado, en lugar de entrenar
representaciones individuales para cada nodo. Contrario a los métodos de
representacion de nodos basados en factorizacién de matrices como GCN, en este
modelo se incorporan caracteristicas del nodo en el algoritmo para aprender
simultdneamente la estructura topoldgica de los vecinos de cada nodo como la
distribucion de las caracteristicas de los nodos entre sus vecinos [32]. Esta arquitectura
es usada como base en sistemas de recomendacién de Uber Eats [19], o Pinterest [33],

quienes aprovechan la escalabilidad a miles de millones de nodos que permite el modelo.

7%
-

(]
1. Sample neighborhood 2. Aggregate feature information 3. Predict graph context and label
from neighbors using aggregated information

Figura 3.8 llustracion de la técnica de muestreo y agregacion de GraphSAGE [32]

PyG implementa GraphSAGE a través de una variante llamada SAGEConv, la
cual mejora la arquitectura original a través del uso de un operador convolucional mas
expresivo. A diferencia de GraphSAGE, SAGEConv utiliza el promedio de la
representacion de los vecinos de los nodos, normalizado por el grado de cada vecino,
como funcion de agregacion, lo cual permite la identificacion de caracteristicas mas
complejas en los nodos y capturar informacion con mayor granularidad sobre la

estructura del grafo [34].
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A diferencia de modelos anteriores, las capas convolucionales SAGEConv no
trabajan con atributos en los bordes de los grafos, por consiguiente, la cantidad de items
normales vendidos que se utilizé para asignar pesos a los bordes se incorpora como un

atributo mas de los nodos, y de este modo conservar dicha informacion para el analisis.

3.6 Seleccion del modelo

Una vez definidos los algoritmos a evaluar, se procede a entrenar los modelos.
Los mejores rendimientos obtenidos para cada hiperparametro de acuerdo con la

arquitectura utilizada se detallan en la de la tabla 3.5.

Tabla 3.5 Valores de hiperparametros con mejor rendimiento por modelo

Hiperparametro GCNConv | GraphConv GATConv ChebConv SAGEConv
Numero de neuronas 32 64 64 64 64
Learning rate 0.001 0.001 0.001 0.001 0.001
Numero de capas 3 3 3 3 3
Tamanio del batch 16 16 8 8 8
Regularizacion L2 1e-5 1e-5 1e-5 1e-5 1e-5
Porcentaje de dropout 0.15 0.15 0.25 0.25 0.25
Multi-attention heads™ N/A N/A 8 N/A N/A
Polinomiales™* N/A N/A N/A 2 N/A
Numero de épocas 3000 3000 3000 3000 3000

Se determind que algunos hiperparametros no tienen mayor variacion entre
modelos, como son el numero de capas, épocas y de regularizacion L2. El numero de
neuronas y de dropout coincide en la mayoria de los modelos, por lo que se deduce que
estos se benefician de una arquitectura de baja complejidad, sin necesidad de una gran

profundidad en capas o un numero elevado de neuronas.

Los valores obtenidos por el algoritmo SAGEConv obtuvieron los rendimientos
mas altos durante el proceso de entrenamiento y validacion, seguido por el método
GATConv. Los métodos ChebConv, GCN y GraphConv tuvieron rendimientos
significativamente mas bajos. Esto se explica principalmente por la naturaleza inductiva
de los dos primeros métodos, los cuales estan disefiados especialmente para generalizar

las relaciones sin conocer de antemano la estructura de los grafos, y realizar mejores
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predicciones en datos no observados. Si bien la arquitectura GATConv incluye una
mejora sobre SAGEConv en tanto se calculan coeficientes de atencién para determinar
cuan importante es un nodo respecto a otro, en los grafos modelados con los datos
disponibles todos los nodos se relacionan entre si, y por tanto contribuyen del mismo
modo. En este método, solo las cantidades vendidas otorgan peso a los bordes, pero en
el modelo SAGEConv, al considerarse la cantidad se considera como un atributo mas
del nodo, el modelo enfocandose enteramente en ellos y agregar las caracteristicas de
los vecinos obtenidos como muestra para obtener las representaciones, de modo que

adquieren mas informacién a incorporar mas significativamente en el aprendizaje.

Si bien entre el método SAGEConv y GATConv la diferencia en exactitud fue del
8.75%, otro factor considerado fue el tiempo y recursos utilizados en el entrenamiento
del modelo. Mientras SAGEConv tardé 2.7 horas en entrenarse con a GATConv le tomd
1.8 dias, lo cual constituye un inconveniente a medida que se incrementen los datos
disponibles en la empresa. Por consiguiente, la arquitectura SAGEConv se eligié como
la mas adecuada para el motor de recomendaciones. La figura 3.9 muestra un esquema

de la arquitectura del modelo aplicado a los datos de la empresa.

ENTRADA CAPAS CONVOLUCIONALES SALIDA
Transaccion de venta
SALEID SALEDATE SALETIME STOREID CITYID CITYNAME CUSTOMERID
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Figura 3.9. Esquema de la arquitectura de red neuronal seleccionada para el motor de

recomendaciones

46



3.7 Métricas y resultados

Como se menciond en el capitulo anterior, las métricas para evaluar los resultados
entregados por el entrenamiento del modelo utilizado en la solucion propuesta incluyen
la exactitud (accuracy), precision (precision), sensibilidad (recall) y F1 Score, las cuales
analizan la cantidad de predicciones correctas (positivas o negativas) al mismo tiempo
que los falsos positivos o negativos. La tabla 3.6 muestra los resultados obtenidos luego
del entrenamiento, correspondiente al conjunto de datos de validacion, mientras que la

figura 3.10 muestra las curvas de accuracy a través de las diferentes épocas.

Tabla 3.6 Resultados del entrenamiento de modelos evaluados

Modelo Accuracy | Precision Recall F1 Score
GCNConv 0.6268 0.6278 0.6268 0.6263
GraphConv 0.6385 0.6500 0.6385 0.6325
ChebConv 0.7668 0.7735 0.7668 0.7641
GATConv 0.8163 0.8185 0.8163 0.8156
SAGEConv 0.9038 0.9055 0.9037 0.9034

Model
—— SAGEConv
GATConv
—— ChebConv

09

GraphConv
GCNConv

06 ' / '
~ / » N
N e ““-\____,\; I o 0 \‘-._/.’/\./ ““\_/r\“ﬁ ‘\‘v/
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Accuracy
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Figura 3.10. Accuracy de los modelos evaluados

Para el modelo utilizado, una prediccion correcta positiva se define si la compra
efectuada por el cliente incluye el tipo de articulo de canje entregado como resultado por
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el modelo. Un falso positivo implica que en la compra se incluyé un tipo de articulo de
canje distinto a la clase que predijo el modelo, y un falso negativo corresponde a tipos
de articulos de canje que se determinaron diferentes a la clase evaluada, pero que en
realidad si se adquirieron. Los sistemas de recomendacion son altamente sensibles a los
casos de falsos positivos, por cuanto representan recomendaciones comprobadas como
no relevantes [35]. Desde el punto de vista del negocio, no es recomendable un numero
alto de falsos positivos, pues esto indicaria que el modelo no esta realizando buenas
recomendaciones de interés para los clientes. A través de la matriz de confusién se

pueden verificar estos valores:

100

80

60

True label

- 40

- 20

T

0 1 2
Predicted label

Figura 3.11 Matriz de confusion del modelo SAGEConv

Considerando los valores para las diferentes clases en la matriz de confusién, se
determina que, en total, 33 observaciones son clasificadas como falsos positivos, el
9.62% del total de observaciones del conjunto de validacion, lo cual no se considera un
valor que pueda preocupar a la empresa. A partir de los datos de la matriz, se pueden
determinar ademas los valores de las métricas para cada una de las clases, como
muestra la tabla 3.7, donde, si bien no existe una diferencia considerable en los valores

de accuracy, se observa que el modelo tiene una precision superior en el numero de
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transacciones pertenecientes a las clases de electrénicos/electrodomésticos y hogar

ferreteria, con un resultado ligeramente menor para la clase de licores.

Tabla 3.7 Métricas por clase en el modelo SAGEConv

Clase Accuracy Precision Recall F1 Score
0: Licores 0.9329 0.8813 0.9043 0.8927
1: Electronicos/Electrodomésticos 0.9475 0.9417 0.8508 0.8940
2: Hogar Ferreteria 0.9271 0.8934 0.9561 0.9237

Finalmente, se pueden graficar las curvas ROC para cada clase, con su

correspondiente valor AUC, como se indica en la figura 3.12.
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Figura 3.12 Curvas ROC y AUC para las clases del modelo SAGEConv
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3.8 Mobdulos del sistema
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Figura 3.13 Arquitectura del sistema de recomendaciones

Una vez entrenado el modelo, se debe utilizar para generar recomendaciones
sobre ventas subsiguientes. Como se menciono6 en el primer capitulo, el Sistema de
Recomendaciones propuesto se compone de tres médulos, segun se observa en la figura

3.13, y que se detallan a continuacion:

3.8.1 Médulo de captura

Obtiene los datos de la base de datos de ventas del sistema transaccional de
punto de venta de la empresa, a través de un job de base de datos configurado en el
motor RDBMS MSSQL Server, el cual ejecuta un Stored Procedure que extrae la
informacion de las tablas de la base de datos central de ventas y las almacena en tablas
de preprocesamiento en una base de datos creada especialmente para la solucién y
denominada RECSIS. Esta base contendra tanto las tablas con los datos de origen, como

aquellas con los datos de resultados del analisis realizado por los modelos.

La ejecucion de las operaciones de carga se realizara al inicio de cada semana

laboral, extrayendo los datos del periodo semanal anterior, los cuales se identificaran a
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través de un ID y fecha de proceso, para poder relacionarse posteriormente con las

recomendaciones generadas.

Durante la fase piloto de implementacion, las ventas extraidas para analisis
incluiran los articulos de canje para confirmar las predicciones realizadas por el modelo,
Luego de este periodo, las ventas que se carguen en el sistema no tendran articulos de
canje. Al igual que en el tratamiento de datos previo al entrenamiento del modelo, la

informacion obtenida se validara para no incluir articulos devueltos.

3.8.2 Motor de recomendaciones

Su funcion es ejecutar semanalmente los scripts desarrollados en Python que
toman la informacion de las tablas alimentadas por el médulo de captura, filtrando todas
las ventas del ultimo proceso de carga ejecutado, y realizando las transformaciones de
datos a grafos requeridos por el algoritmo SAGEConv y ejecutar el modelo entrenado
para determinar los articulos recomendados. Las probabilidades entregadas por el
modelo se almacenaran en estructuras de resultado creadas en la base RECSIS, donde
se incluye ademas la informacion del cliente y la fecha en la que se generan las

recomendaciones.

La ejecucion de estos scripts se realizara mediante llamadas a linea de comandos
mediante un archivo de procesamiento por lotes (.bat), y programadas a través de la

herramienta Task scheduler del servidor Windows que albergara las aplicaciones.

3.8.3 Modulo de visualizacion

Comprende el dashboard definido en PowerBl al que tendran acceso los usuarios
de las areas Comercial y de Publicidad, donde podran visualizar los resultados
semanales de las ventas con canjes, y cuales son las recomendaciones entregadas por
el motor para el desarrollo de las campafias publicitarias, o modificaciones en la
estrategia de mercadeo de los articulos canjeables o en la lista de ellos, sean codigos,

puntos, o descuentos otorgados.
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El dashboard interactivo estara configurado para conectarse directamente a la
base de datos RECSIS y las recomendaciones a mostrar por defecto se visualizaran para

los clientes a los que no se han generado recomendaciones en el ultimo mes.

3.9 Infraestructura para procesamiento y almacenamiento

La solucidn propuesta requiere de tres componentes basicos para su
funcionamiento, como son un motor de base de datos para almacenamiento de la
informacion extraida de ventas, un servidor de aplicaciones para las librerias Python y el
modelo entrenado y un servidor para la ejecucion del dashboard de recomendaciones.
Todos los componentes de hardware corresponden a equipos O servicios que ya posee
o a los que tiene acceso la empresa, por ende, solo se requiere la definicion de las bases
de datos en el primero la instalacion del ambiente de ejecucion Python en el segundo y

la publicacion del dashboard en el PowerBl Service del tercero.

ElI RDBMS Microsoft SQL Server se eligio para la solucion por cuanto es el motor
utilizado en el sistema de ventas de la empresa, ademas de garantizar compatibilidad en
la conexiéon desde PowerBl Service para facilitar la extracciéon de datos para el
dashboard. Por consiguiente, la base de datos RECSIS se creara en ese mismo servidor,
teniendo la ventaja que la instancia instalada cuenta con la version Standard, por lo tanto,

no existen limitaciones de tamano maximo de la base.

El servidor de aplicaciones requiere la instalacion de las librerias Python, Scikit-
Learn, Pandas, NumPy, PyTorch y PyTorch Geometric, ademas de la configuracion de
la tarea semanal de analisis de la informacion de ventas. Este servidor contara con los
permisos de firewall y politicas de acceso a la red necesarias para conectarse desde y
hasta el servidor de base de datos. El PowerBl Service que actualmente posee la
empresa permitira la publicacion del dashboard de recomendaciones; del mismo modo,
se solicitara al area de redes la habilitacion de los permisos de acceso al servidor de
base de datos.

El detalle de las caracteristicas de hardware y software requeridos por la solucion

se lista en la tabla 3.8.
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Tabla 3.8 Caracteristicas de hardware y software

Funcion del Servidor

Hardware

Software

Base de Datos

Intel Xeon CPU - 2.8 GHz

24 GB RAM

Particion de datos: 1.6 TB SSD
Particion de log: 550 GB SSD

Windows Server 2019 Datacenter
Microsoft SQL Server 2014 SP3

Aplicaciones Intel Xeon CPU — 2.8 GHz Windows Server 2019 Datacenter
16 GB RAM Python 3.10
500 GB SSD (Incluye libreria NumPy 1.23.5)
PyTorch 2.0.1
PyTorch Geometric 2.0.2
(Incluye librerias Scikit-learn 1.2.2 'y
Pandas 1.5.3)
Visualizacion N/A PowerBI Service (SaaS)

3.10 Plataforma de visualizacion

A través del servicio de PowerBl se podra acceder al Modulo de Visualizacion
compuesto por el dashboard interactivo, el cual mostrara las ventas realizadas a través
de la modalidad de canje de puntos, asi como las recomendaciones de articulos de canje

para conjuntos especificos de articulos vendidos.

Los graficos implementados permitiran elegir filtros especificos de rango de

fechas, grupo de articulos y tiendas, los cuales se aplicaran a cada una de las siguientes

opciones:
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3.10.1 Vista resumen

@ Retailers S.A. | Dashboard de Canjes @ D =

Resumen @ | $1.11343352
Ultima Actualizacién: 29/03/2024 3| ventas Acumuladas

11849¢
Articulos Canjeados Ticket Promedio Recomendaciones

uentos otorgad Articulos mas canjeados por tipo de local

Ticket promedio semanal por tipo de tienda
@EXPRESS @FERRETERIA @JUGUETES @MEGAMERCADO @ROPA * SUPERMERCADO || @ELECTRON/. @HOGAR FE. @LICORES

Monto (O O

Figura 3.14 Vista Resumen del dashboard de visualizaciones

Presenta informacion general sobre las ventas con canjes realizadas por formato
de tienda y articulos durante un periodo determinado, asi como la cantidad de
recomendaciones realizadas, los valores de ticket promedio por linea del negocio y

estadisticas de canjes totales durante la ultima semana.

3.10.2 Vista analisis de ventas

@ Retailers S.A. | Dashboard de Canjes @ D =

Anadlisis de Ventas [5) I $12,97 149
—

Utima Actualizacién: 29/03/2024 Precio Prm. Art. Canje Tiendas con Canjes Variacion Vias. P. Ant. Diferencia Descuentos
o Cantidad de canjes por almacén Cantidad de articulos canjeados por dia Secciones con mayor nimero de canjes
@EXPRESS @ FERRETERIA @ JUGUETES @ MEGAMERCADO @ROPA B

(-4
3 Pl r M v v . 20K
Cantidad ™ Dia Cantidad
Total de canjes Gltimo periodo vs. periodo anterior Totales de descuentos otorgados por proveedor Descuentos de la empresa vs. proveedores
=
30K
I ¢ 20
oK C 0K
( K dic 20 ene 2024 feb2024  mar 2024
Momdic 202 202 b 202 ar 202
Descuentos Periodo

Figura 3.15 Vista de Andlisis de Ventas en dashboard
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Permite observar el comportamiento de las ventas de articulos canjeables por
almacén, dia o seccidn, asi como los valores de descuentos otorgados por la empresa y

los proveedores de los articulos.

3.10.3 Vista recomendaciones

@ Retailers S.A. | Dashboard de Canjes @ D —
Recomendaciones e $14,30
Ultima Actualizacién: 29/03/2024 =3 | Ticket Prn. Cites. Rec Canjes Basados en Rec. Tasa de Conversion P. Clientes Unicos Rec.
Recomendaciones por periodo y departamento Cantidad de ventas basadas en recomendaciones  Tasa de conversién semanal

o RON/EL @ HOGAR FERRET @ LICOF 1

1 1 |

O—0

e | '
™ |«

Cantidad Inicio de semana

Cantidad Fecha Fecha
Monto de ventas basadas en recomendaciones  Tiendas con mayor cantidad de clientes recomendados Recomendaciones generadas
@ELECTRON/E @ HOGAR f ® @ELECTRON/ELECTROD @HOGAR FERRET @LICORES

Monto Fecha Cantidad de clientes

Figura 3.16. Vista Recomendaciones en dashboard

Muestra los departamentos mas recomendados para los diferentes transacciones
y clientes, asi como las cantidades y montos de compras realizadas sobre la base de las
recomendaciones de acuerdo con la tasa de conversion obtenida para un periodo

determinado.
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CAPITULO 4

4. ANALISIS DE RESULTADOS

Los resultados obtenidos por la solucion propuesta se analizan en este capitulo,
a partir de las estrategias utilizadas para validarlos, los beneficios de la implementacién

y las técnicas de recoleccion para datos futuros.

4.1 Estrategias de validacion

Se consideraron dos fases para validacién, correspondientes a la implementacién
de la solucion en un ambiente pre-productivo de la empresa, y al proceso de evaluacién
de los resultados. Para la primera fase, la solucion se implementdé en modo de piloto,
accesible unicamente por el usuario encargado de la revision de ventas de articulos
canjeables para la linea de retail. El objetivo de este piloto fue la validacién del
funcionamiento correcto de la solucion, sus tiempos de proceso y resultados entregados,
por consiguiente, se conté con acceso a datos extraidos semanalmente del sistema de

ventas.

El usuario final estuvo encargado de revisar el progreso de la campafa de
articulos canjeables semanalmente, y verificar las recomendaciones generadas por el
modelo a través de la interfaz compuesta por el dashboard de recomendaciones. La
informacion que se muestra a través de esta herramienta incluye las visualizaciones y
estadisticas que forman parte de los reportes que se consolidan manualmente en la
actualidad a partir de la informacion total de canjes generada por el area de Sistemas, y
que sirven de insumo para la revision semanal de gerencia de compras sobre los

articulos que deben mantenerse o no en las camparias de canje.

Por otra parte, las recomendaciones que se generan desde el modelo de red
neuronal permitieron determinar los departamentos sugeridos para compra de los
clientes. Si bien para el usuario no es posible realizar una comparacion directa con
sistemas existentes al no contarse en la actualidad con una solucion dinamica de
recomendaciones, si es posible consultar los departamentos mas recomendados a

través de diferentes criterios, ya sea por tienda o rango de fechas.



La segunda fase de la evaluacién se divide a su vez en dos etapas, compuestas
por un periodo de validacion offline basado en el segmento de datos de test del conjunto
de datos original, sobre el que se calcularon las métricas utilizadas en la etapa de analisis
de resultados del entrenamiento del modelo, y otra etapa de validacion online compuesta
por un periodo de captura de datos de compras sin articulos canjeables, en el cual se
determind un grupo especial de clientes para el cual se generaron recomendaciones por
un tiempo determinado, seguido de un periodo de verificacion de su comportamiento de

compra para confirmar el cumplimiento de las predicciones generadas.

4.2 Criterios de evaluacién

Se utilizaron los siguientes criterios para determinar el cumplimiento de los

objetivos de la solucion:

e Integracion de la arquitectura propuesta con los datos de origen del sistema
de punto de venta, para la extraccion y tratamiento de ellos.

e Tiempos de ejecucioén, tanto en lo referente a la ejecucién del modelo como a
la entrega y visualizacion de resultados de canjes.

e Comparacion de los resultados de canjes con los reportes manuales que se
utilizan en la actualidad.

e Facilidad de uso y seleccion dinamica de parametros y filtros en graficos de
ventas de la interfaz.

e Registro de resultados de recomendaciones en base de datos.

Los tiempos de ejecucidon se evaluaron conforme a lo que requiere la solucion
para el procesamiento de los datos de venta a través del modelo de red neuronal, el cual
se realiza en horas de la madrugada para no afectar los procesos de contabilizacion de
la empresa ni el registro en linea de transacciones desde el punto de venta. El dashboard
de recomendaciones debe a su vez garantizar una consulta rapida a los datos,

especialmente durante la aplicacién de los filtros configurados.

A través de los filtros por rango de fechas, la informacién visualizada en el
dashboard puede compararse con los reportes generados manualmente por los usuarios

del area de Publicidad para garantizar que el analisis se lleva a cabo con la informacién
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del periodo de ventas correspondiente de acuerdo con los criterios de seleccién que

actualmente se utilizan.

4.3 Recoleccion de datos

La informacién extraida del sistema de punto de venta para la primera fase de
evaluaciéon estuvo basada en el subconjunto de test correspondiente al 15% de las
ventas originales, el cual no fue utilizado durante la fase de entrenamiento del modelo. A
partir de los grafos generados para cada transaccion se alimentdé el modelo de red

neuronal para generar las recomendaciones a evaluar.

En la segunda fase de evaluacion se obtuvo la informacion de ventas realizadas
a clientes durante el mes de diciembre del 2023. A diferencia de la fase de entrenamiento
del modelo, los datos extraidos en este proceso incluyeron las ventas a clientes
fidelizados sin articulos canjeables, sin embargo, para garantizar la similitud de los datos
respecto a los utilizados durante el entrenamiento, se filtraron las ventas realizadas
unicamente en las tiendas pertenecientes a la ciudad de Guayaquil. El pipeline de
extraccion definido a través de stored procedures y vistas de |la base de datos de ventas,
junto al tratamiento realizado a través del cédigo Python para el modelamiento de las
transacciones en grafos y la generacién de recomendaciones se detalla en el diagrama

de la figura 4.1.

EXTRACCION PREPROCESAMIENTO DE DATOS

ViSTAS DE BASE DE DATOS

STORED PROCEDURES £}

—_— — N9 SELECCION DE = ELIMINACION
SISTEMA DE VENTAS DE CLIENTES MEJORES CLIENTES DE OUTLIERS
i Lt

VENTA

GENERACION DE ;
DETERMINACION
A — —
GrAFOS DE ATRIBUTOS

GRAFOS DE VENTAS k¢

v
REGISTRO DE VENTAS Y
CLIENTES PARA
RECOMENDACIONES

FILTRADO DE CLIENTES
YA RECOMENDADOS

'

R

BASE DE DATOS
MODELAMIENTO E INFERENCIA RECsIS

GENERACION DE
RECOMENDACIONES

Figura 4.1 Pipeline de recoleccion y procesamiento de datos para evaluaciéon
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4.3.1 Grupo objetivo de clientes

Con el propésito de enfocar el analisis de las recomendaciones generadas por la
solucion, se consideraron las ventas de clientes preferentes con mayor sentido de
pertenencia hacia la marca de la empresa, el cual es un grupo que al negocio interesa
mantener. Para este fin se utilizé la metodologia RFM-V (Recency, Frequency, Monetary
value, Variety) como base para determinar el grupo de mejores clientes de la compafia
durante el periodo de recoleccion, por cuanto considera, ademas de las ventajas del
analisis RFM tradicional, la variedad de articulos, o en este caso, diferentes
departamentos, que intervienen en una transaccion, partiendo del principio que la
compra de variedad de bienes adquiridos es uno de los parametros principales para
determinar el comportamiento de los clientes [36], y de este modo reflejar de un modo
mas representativo los diferentes escenarios de compras que ocurren en las diferentes

tiendas.

Adicionalmente, la cantidad de puntos con la que cuenta un cliente es importante,
ya que un valor considerable de puntos disponibles le facilitara adquirir aquellos
productos que representen una ganancia mayor, a la vez que no es posible realizar
recomendaciones de productos a clientes que no cuenten con un valor suficiente por
haberlos utilizado al final de periodo de captura; al considerar este valor como una quinta
variable P (Points) en conjunto con aquellas definidas por el modelo RFM-V, se obtiene
un analisis especifico para la empresa, y permite determinar con mayor precision la

importancia de los clientes para el negocio.

Para el calculo de la recencia (R) se considero el valor del dia del periodo de
evaluacion, siendo 1 el dia mas antiguo y 30 el mas reciente. La frecuencia (F) estuvo
determinada por el numero de transacciones efectuadas por un cliente en las diferentes
tiendas, y el valor monetario (M) comprende el total de sus compras en el periodo. Como
ya se indicd previamente, la variedad (V) se definidé de acuerdo con el numero de
departamentos diferentes presentes en la venta, y los puntos (P) corresponden a la
cantidad disponible al final del periodo de captura de datos. La tabla 4.1. muestra las

estadisticas descriptivas para cada una de estas variables.

59



Tabla 4.1 Estadisticas de variables para determinar clientes objetivo

Estadistica Recency Frequency Monetary Variety Points
Minimo 1 1 0.07 1 0
Primer Quintil 11 1 9.69 12 420
Segundo Quintil 18 2 24.99 14 1630
Mediana 21 2 37.27 15 3900
Media 19 3 54 .49 17 5720
Tercer Quintil 23 3 84.78 18 7750
Cuarto Quintil 27 5 122.89 22 8600
Maximo 29 174 21364.05 136 24692

A través del método de dividir los valores en quintiles, se consigue una separacion
clara entre los diferentes niveles de clientes, y se identifica claramente a aquellos con
los valores mas altos en cada variable. Para ello se asigné un score entre 1y 5, con 1
para aquellos valores en el primer quintil, y 5 para aquellos en el quinto quintil. Las
recomendaciones generadas para analisis fueron consideradas para aquellos clientes
con score de 5 en todas las variables. De este modo se evita afectar el analisis
seleccionando clientes con un valor significativo en una variable en particular, por
ejemplo, clientes con multiples compras de poco valor o con una sola compra de un valor
considerable. Del total de 526 691 clientes fidelizados en las ventas del periodo, 3985
representaron a aquellos con el score mas alto. Con ello se pudo obtener el tamano de
la muestra recomendada de clientes para los que se generaron las recomendaciones, a
través de la calculadora del sitio web calculator.net, con la que se determiné que 351
clientes eran necesarios como muestra significativa de la poblacion, con un nivel de
confianza del 95%. Estos clientes fueron elegidos aleatoriamente a través del uso de una

vista de base de datos.

En cuanto a los datos del periodo de evaluacion de las ventas con articulos de
canje, se obtuvo un total de 13264 transacciones de venta con 10729 clientes unicos, de

las cuales 705 corresponden a los clientes dentro del grupo objetivo con mayor score.
4.4 Evaluacion
Se delimitaron ademas las transacciones del grupo de clientes objetivo para

excluir las ventas con un numero de departamentos correspondiente a valores
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considerados como outliers en el conjunto de datos. Las estadisticas de los datos a
evaluar se detallan en la tabla 4.2, los cuales fueron almacenados en estructuras
indexadas de la base de datos RECSIS para consulta a través de vistas desde los scripts
Python, e identificados bajo un grupo determinado por el afio y semana de
procesamiento, para evitar que clientes analizados en posteriores ejecuciones
semanales del proceso dentro del mismo mes sean considerados nuevamente para la
generacion de recomendaciones, con el objetivo de cumplir con uno de los principios de
los sistemas de este tipo, el cual es evitar los problemas de sobrecarga de informacion
para los clientes [37], lo cual impacta de manera negativa en su predisposicién para
adquirir los bienes ofrecidos. Finalmente, se extrajeron los atributos de interés para el

modelo, generando los grafos que utiliza la red neuronal para realizar las predicciones.

Tabla 4.2 Estadisticas del conjunto de datos para generaciéon de recomendaciones

Caracteristica Valor
Total de registros 30753
Cantidad de transacciones/ventas 1384
Cantidad de clientes unicos 351
Cantidad de departamentos diferentes 268
Numero de Tiendas con informacién para analisis 46

Un método valido para evaluar sistemas de recomendaciones es a través de un
analisis offline a manera de simulacion o backtesting, esto es, utilizar los datos histéricos
para estimar como un usuario pudo reaccionar a recomendaciones ofrecidas a partir del
conocimiento de sus habitos de consumo posteriores, buscando resultados predictivos
del rendimiento online de los sistemas [38], con la ventaja de requerir menos tiempo y
riesgos respecto a los métodos online. Si bien este método es adecuado para validar el
subconjunto de test [39], no es posible reflejar el comportamiento real de los usuarios
una vez que se generan las recomendaciones al grupo seleccionado de clientes, y, por
consiguiente, no se puede determinar con seguridad su grado de incidencia y cuanto
influyen en el proceso de decision de compra del cliente. Por otra parte, el método de
validacién online o de A/B test, permite obtener resultados mas cercanos a la realidad,
reflejando el grado de influencia de la recomendacion ofrecida en compras
subsiguientes, como lo muestran diferentes experimentos y soluciones [40],

convirtiéndolo en el mas conveniente para los datos generados durante el periodo de
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captura y analisis posterior, ofreciendo las recomendaciones a través de una de las
opciones de la app de fidelizacion en reemplazo de la informacion estatica actual,
seleccionando aleatoriamente los articulos del departamento sugerido de acuerdo con
los puntos disponibles en la cuenta del cliente durante un periodo de prueba de una
semana, para luego analizar las compras de articulos canjeables realizadas por los

clientes seleccionados durante las cuatro ultimas semanas del mes de enero.

Las transacciones representadas a través de grafos en el segmento de test del
conjunto de datos original, que representa la fase de validacion offline, asi como el detalle
de las ventas generada durante el periodo de captura, que a su vez representa la fase
online, se cargaron en el modelo entrenado SAGEConv para establecer las
recomendaciones de acuerdo con la probabilidad que la estructura del grafo o

transaccion pertenezca a una de las clases objetivo.

En el caso de las transacciones del analisis online, los resultados entregados por
el modelo, sus probabilidades y la identificacion del cliente al que pertenecen se
registraron en las tablas resultado de RECSIS, identificando la clase con la probabilidad
mas alta, que finalmente representa el departamento a recomendar. Para aquellos
clientes con mas de una transaccién en el conjunto de datos, la recomendacién
determinada fue aquella con la probabilidad mas alta entre sus transacciones. Luego del
proceso de generacion se obtuvieron los siguientes resultados de recomendaciones por

departamento:

LICORES 129

ELECTRON/ELECTROD 17

Departamento

20 40 60 80 100 120
Cantidad de recomendaciones

o

Figura 4.2 Recomendaciones por departamento



Como se observa, el departamento de Licores es el que mayor numero de
recomendaciones alcanzoé en el periodo de analisis, lo cual indica que las transacciones
de venta del grupo de clientes seleccionado tienden a asemejarse a las transacciones
histéricas de canjes de licores con las que fue entrenado el modelo SAGEConv.

4.4.1 Validacion de resultados

Las métricas detalladas en los capitulos 2 y 3, es decir, precision, recall, F1 Score
y ROC/AUC se utilizaron en primera instancia contra el conjunto de datos de test para
determinar si las predicciones realizadas por el modelo SAGEConv sobre datos no

observados en el entrenamiento guardan relacién con los valores de rendimiento

reportados.
Tabla 4.3 Métricas en el conjunto de test
Clase Accuracy Precision Recall F1 Score
0: Licores 0.9360 0.8965 0.9123 0.9043
1: Electronicos/Electrodomésticos 0.9302 0.9043 0.9043 0.9043
2: Hogar ferreteria 0.9360 0.9026 0.8870 0.8947
Rendimiento general 0.9012 0.9012 0.9012 0.9011
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Figura 4.3 Curvas ROC y AUC para el conjunto de test
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Los valores obtenidos para las métricas detalladas en la tabla 4.3, asi como la
grafica de la figura 4.2, muestran que los resultados se asemejan a lo obtenido al final
del entrenamiento, lo cual quiere decir que el modelo esta generalizando correctamente

la informacién de los grafos para establecer las recomendaciones.

Para la etapa de validacion online, se compararon las compras posteriores al
periodo de recomendacién realizadas por los clientes seleccionados con las
transacciones del resto de clientes del mismo grupo objetivo, segmentandolos
aleatoriamente en diferentes grupos de control para considerar las compras de articulos
canjeables que los clientes pueden realizar sin la influencia de recomendaciones
recibidas. Esta segmentacion también se hizo a través de extraccion de datos a través
de vistas de la base RECSIS. Para evaluar el valor que aporta al negocio el modelo de
recomendaciones, se utilizé el Conversion rate, comparando los canjes que se predijeron
correctamente contra el total de recomendaciones, y asi cuantificar qué tanto se siguen
las recomendaciones al hacer la venta de articulos de canje. Ademas, se verificaron otras
transacciones de los clientes con canjes de departamentos diferentes a los predichos.
La tabla 4.4 muestra los resultados de la evaluacién de compras de clientes de acuerdo

con las recomendaciones realizadas:

Tabla 4.4 Compras de clientes en funcion de las recomendaciones

Caracteristica Valor
Cantidad de clientes con recomendaciones 351
Clientes sin compras de articulos de canje 256
Clientes con compras de articulos de canje 95
Clientes con compras de otros departamentos de canje 36
Clientes con compras de departamentos diferentes a recomendados 13
Clientes con compras iguales a recomendaciones 44
Conversion rate 12.54%

Al finalizar el periodo de evaluacion de cuatro semanas, se encontré que 95
clientes de los 351 que recibieron las recomendaciones efectuaron compras de articulos
de canje, de los cuales, 36 adquirieron articulos de departamentos distintos a los grupos
de Hogar ferreteria, Electronicos/Electrodomésticos y Licores, mientras 57 si adquirieron
articulos de estos grupos, de los cuales, 13 no coincidieron con los departamentos

determinados en la recomendacion. Un total de 44 clientes si compraron exactamente

64



articulos del departamento recomendado, representando un conversion rate del 12.54%,
lo que se traduce en una concrecién de venta importante e indicativa de la fiabilidad de

la solucion.

Luego de separar los 351 clientes del grupo objetivo de los 3985 mejores clientes,
se establecieron 10 grupos de control, 9 de ellos con 351 clientes y un grupo de 124, se
compararon los resultados de los clientes que recibieron las recomendaciones contra el
resto, comprobando cuantos realizaron canjes de los departamentos evaluados, y
determinar si efectivamente, al recibir recomendaciones se produce un incremento sobre
lo que normalmente compran los mejores clientes, sin recomendaciones de por medio.
La figura 4.4 muestra los clientes que canjearon articulos de los departamentos
recomendados en los grupos de control y en el grupo objetivo.

GRUPO OBJETIVO [IED i 34 4
GRUPO CONTROL 3 |,
GRUPO CONTROL + N
GRUPO CONTROL 5 —28

GRUPO CONTROL 7 [ 27
GRUPO CONTROL S ] 25
]

GRUPO CONTROL 1 I, 5

I
GruPO conTROL ¢ [N 5
GRUPO CONTROL 2 |, 2

GRUPO CONTROL 9 |, 16

0 10 20 30 40 20
Grupo

Numero de clientes

Figura 4.4 Compras de departamentos recomendados en grupos de clientes

Como se indicdé anteriormente, de los 57 clientes con compras de los
departamentos de canje recomendados, 44 realizaron compras de los mismos
departamentos sugeridos, lo cual representé un incremento del 71.40% sobre el
promedio de 25.67 clientes entre los demas grupos. Sobre el grupo inmediato inferior,
que tuvo 31 clientes, las recomendaciones efectivas representaron a su vez un
incremento del 41.94%. De este modo, es posible concluir que ofrecer las

recomendaciones de canje si tiene un efecto sobre las compras de los clientes.
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4.5 Puesta en marchay funcionamiento

Una vez configurados los procesos batch de extraccion, carga e inferencia sobre

los datos de ventas, se determinaron los tiempos de ejecucion, en cumplimiento de lo

detallado al inicio de este capitulo y de acuerdo con las siguientes tareas:

Se definid un job de extraccion de datos en la base RECSIS durante la
madrugada para obtener las ventas de cada semana anterior mediante un
stored procedure, y de este modo generar las recomendaciones para la
siguiente semana. Para ello se determiné el tiempo que generaba el proceso,
el cual, en el periodo de evaluacion tardé cerca de dieciocho minutos. Es de
resaltar que esto corresponde a una extraccién completa de ventas de cuatro
semanas.

Un segundo stored procedure definido en el mismo job realizé el
preprocesamiento de datos y la generacion de grafos, con un tiempo de tres
minutos y dieciséis segundos adicionales, hasta el registro correspondiente en
tablas intermedias.

Sobre la base de los tiempos obtenidos, se definié la hora de ejecucién del
proceso de generacion de recomendaciones a través de una tarea programada
del servidor para 15 minutos después de la ejecucion del job anterior.

Se observé adicionalmente que la ejecucidon del job y la tarea ocasiond un
impacto moderado en el procesamiento y uso de memoria RAM del servidor
(65% y 83%, respectivamente), lo cual se enmarca en lo tolerable para un
proceso ejecutado durante un periodo de nula transaccionalidad.

4.6 Pruebas de funcionalidad

El objetivo de estas pruebas fue obtener informacién relevante de las

transacciones de articulos de canje, recomendaciones y su visualizacién. La informacién

obtenida a través del dashborard PowerBl permitio la seleccion intuitiva de diferentes

criterios de filtrado y atributos de las ventas de departamentos canjeables, lo cual

contribuyé a la rapida comprension de su funcionamiento por parte del usuario final.

El usuario del area comercial con acceso al dashboard validé que la informacién

necesaria para su analisis semanal comprendia las graficas utilizadas para el
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seguimiento de las campanas de articulos canjeables, destacando el grado de
interaccioén de la interfaz. De igual modo, el tiempo de espera para obtener la informacion
necesaria para los analisis semanales se reduce a cero, ya que la ejecucion de los
procesos en la madrugada le permite contar con los insumos necesarios a primera hora
del dia, en cumplimiento de la eficiencia en los procedimientos que busca el negocio al

evitarse la solicitud de informacion a las areas de Sistemas y Analitica.

4.7 Beneficios

Los resultados obtenidos permitieron determinar los beneficios contrastados a los
costos actuales y al costo de implementacion y mantenimiento de la solucion. Los valores
calculados corresponden al periodo regular en el que sera utilizada la solucién, el cual

es de una semana.

Tabla 4.5 Costos actuales

Rubro Cantidad Valor / hora Total
Operacion
Usuario de &rea Comercial 6 horas $7.50 $45.00
Operador de Sistemas 1.5 horas $12.50 $18.75
Operador de Analitica 1.5 horas $11.25 $16.88
Total $ 80.63

Los valores detallados en la tabla 4.5 corresponden a los costos por hora actuales
en los que incurren los operadores de las areas de Sistemas y Analitica para preparar la
informacion semanal de seguimiento de articulos canjeables, y en el tiempo que el
usuario final del area comercial invierte en analizar la informacion recibida y generar la

informacion y graficos relevantes que utiliza la gerencia.

La tabla 4.6 detalla los rubros en los que la empresa deberia invertir para
desarrollar una solucion similar considerando los costos promedio del mercado, en un
tiempo estimado de desarrollo de 6 semanas, incluyendo la programacién, pruebas e

implementacion del sistema.
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Tabla 4.6 Costos de la solucién por desarrollo externo

Rubro Cantidad Valor
Desarrollo
Analista de Datos/Programador 1 $ 1200.00
Cientifico de Datos/Jefe de Proyecto 1 $ 1900.00
Total $ 3100.00

A diferencia de los valores actuales y de desarrollo externo indicados, para la
solucion implementada solo debe considerarse el costo semanal de operacion,
compuesto por tiempo designado para supervision de Operador de Monitoreo nocturno,
cuya funcion es el monitoreo general de sistemas en ejecucion batch dentro del negocio.

La tabla 4.7 muestra los valores comparativos de cada opcion.

Tabla 4.7 Comparacion de costos

Rubro Valor
Costos operativos semanales actuales $80.63
Costos de desarrollo $ 3100.00
Costos de la solucién (Operador nocturno, 1 hora/semana) $ 6.50

En cuanto a los resultados obtenidos mediante las recomendaciones generadas,
es posible cuantificar los beneficios del sistema de acuerdo con el valor total de las
transacciones que fueron iguales a las recomendaciones durante el periodo de
evaluacion. Considerando que el valor de canje promedio entre los grupos de control fue
de $ 16.47, y el promedio de clientes que realizaron compras sin recibir las

recomendaciones, es posible determinar los valores que muestra la tabla 4.8.

Tabla 4.8 Ingresos por conversiones

Grupo de clientes Valor Canje Cantidad de clientes Total
Compras iguales a recomendaciones N/A 44 | $794.27
Promedio en grupos de control $16.47 2567 | $422.78
Diferencia clientes con y sin recomendaciones $ 371.49

Cabe mencionar que estos valores corresponden al periodo acumulado de 4

semanas de evaluacion, por consiguiente, se puede calcular el costo de operacion del
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sistema en el mismo periodo para contrastarlo ante los ingresos obtenidos, y asi estimar

un beneficio mensual de la solucidn.

Tabla 4.9 Beneficio mensual de la solucion

Rubro Valor
Diferencia ingresos por recomendaciones $371.49
Costo operativo solucion (4 semanas) $26.00
Beneficio $ 345.49

4.8 Estrategia de recoleccion de datos futuros

Para el analisis de los periodos subsiguientes, se tendran en cuenta los siguientes

aspectos al momento de la recoleccion de datos:

e Los clientes con una recomendacién previa deben marcarse a nivel de la base
de datos para ser excluidos del envio de comunicaciones personalizadas.
Seran considerados nuevamente en el mes siguiente.

e Se establecera semanalmente el grupo objetivo de clientes para
recomendaciones, aplicando los métodos definidos en la etapa de evaluacion.

e Para un despliegue de la solucion posterior al piloto, se aplicara un esquema
de seguridad para varios usuarios en el dashboard de recomendaciones,
implementado a través de las opciones proporcionadas por PowerBI.

e Los cambios que se definan para departamentos de canje nuevos deberan
evaluarse por parte del personal del area comercial; se acordd que un cambio
mayor al 10% del total de departamentos para canje, si bien poco frecuente,
requerira un reentrenamiento del modelo. De igual manera, se considera un
incremento del 5% en el numero de tiendas en la ciudad de Guayaquil como
umbral para reentrenamiento.

e El periodo para reentrenamiento se establece en seis meses, aun si no se
presentan las variaciones descritas, sin embargo, la Gerencia comercial y el
area de Publicidad pueden solicitar una revision de la conveniencia de un

reentrenamiento sin necesidad de llegar a los niveles definidos.
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CONCLUSIONES

5. CONSIDERACIONES FINALES

La empresa considera de importancia el analisis de ventas realizadas por
concepto de canjes cada semana, y las recomendaciones que aporte la solucién, tanto
para optimizar las tareas actuales de analisis como para el incremento de dichas ventas.
En este sentido, y conforme a lo detallado en documento presente, se pueden definir
algunas conclusiones sobre el proceso de desarrollo de la solucidon y recomendaciones

a implementar a futuro.

5.1 Proceso de desarrollo

e Los sistemas de recomendaciones basados en la implementacion de técnicas
de aprendizaje automatico constituyen herramientas cada vez mas usadas por
las empresas, especialmente en el ambito del retail, para determinar mas
efectivamente el comportamiento de compra de sus clientes.

e La cantidad de articulos presentes en los conjuntos de datos de entrenamiento
y evaluacion, tanto de tipos canjeables como normales, hizo necesaria la
agrupacion por departamentos y la seleccion de aquellos mas importantes
para la generacion de recomendaciones.

e La utilizacion del algoritmo Node2Vec permitio una representacion numérica
de las descripciones de los departamentos en una cantidad reducida de
variables, a diferencia de las que hubieran sido necesarias mediante la
aplicaciéon de técnicas one-hot encoding.

e Las transacciones de ventas con y sin articulos de canje fueron representadas
adecuadamente a través del modelamiento y clasificacion de grafos. Al no
disponerse de un numero significativo de atributos de clientes en el conjunto
de datos para entrenamiento, el analisis se enfocd en las caracteristicas
intrinsecas a la venta, como los departamentos a los que pertenecen los
articulos modelados a través de nodos.

e Deigual manera, las redes neuronales de grafos se constituyeron en el modelo

idéneo para el descubrimiento de las caracteristicas ocultas en las diferentes



transacciones de venta, al no poseer estas una longitud fija de variables o
elementos.

Se consideraron para el modelamiento las transacciones de la ciudad de
Guayaquil, debido a su cantidad considerablemente mayor en comparacion a
otras ciudades, al igual que los tres departamentos de canje con mayor
demanda y mas importantes para el negocio.

Entre los algoritmos evaluados, SAGEConv, en combinacion con la
normalizacion de atributos, regularizacion L2, procesamiento en batches e
inclusion de capas dropout, permitio clasificar mejor los tipos de transacciones
de canje de acuerdo con las métricas de accuracy, precision, recall y F1 score
elegidas.

Se definié un pipeline de extraccion de datos del sistema de ventas en un
ambiente pre-productivo para la evaluacion de resultados, a través de la
implementacion de tareas programadas, vistas y stored procedures en una
base de datos definida para almacenar los resultados de las recomendaciones
generadas, con el objetivo que estén disponibles para consumo de otras
soluciones, y facilitar el filtrado de clientes ya recomendados.

Mediante la aplicacion del modelo RFM-V, al cual se agregd una variable
adicional P basada en los puntos (points) del cliente, se obtuvo un score para
determinar a los mejores clientes, de los cuales se seleccioné una muestra
estadisticamente representativa como el grupo objetivo que recibiria las
recomendaciones, para compararse posteriormente con grupos de control.
Luego de la validacién de resultados, se determind que ofrecer las
recomendaciones a clientes si tuvo un impacto significativo en las compras de
articulos de canje realizadas por los clientes del grupo objetivo.

El procesamiento y visualizacion de resultados, tanto de las ventas con canjes,
como de las recomendaciones a través del dashboard interactivo basado en
PowerBIl permitié una consulta flexible e intuitiva de los datos, a la vez de
reducir los tiempos dedicados a la extraccion y manipulacion actuales en las

que interviene personal de las areas de Sistemas, Analitica y Publicidad.
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5.2 Recomendaciones a futuro

e Para incorporar un numero mayor de departamentos de canje a recomendar,
es conveniente analizar un conjunto de datos mas extenso para
entrenamiento, disponiendo de un mayor volumen de estas ventas y
considerando ademas variaciones a través de diferentes periodos. Es posible
que esto requiera generar otros modelos basados también en el algoritmo
SAGEConv, pero especificos para aquellos departamentos, sin embargo, esto
permitira un analisis mas preciso de las transacciones para estos canjes.

e Del mismo modo, para incluir en el analisis la informacion de ventas otras
ciudades, se recomienda la generacién de otros modelos diferentes al
evaluado, debido a que clientes con una cultura y habitos diferentes de
compras podrian no ajustarse correctamente a las caracteristicas encontradas
por la red neuronal definida en la solucion.

e Si bien la identificacion de los mejores clientes que se requiere para la
generacion de recomendaciones puede utilizarse también en el desarrollo de
estrategias promocionales del area de Marketing, es posible realizar para este
fin una categorizacion de grupos de clientes a través de técnicas de clustering,
segun evaluen las areas de Gerencia comercial y Analitica.

e La solucién fue desarrollada bajo el concepto de omnicanalidad en la
comunicacion de los resultados a través del registro en base de datos, por
tanto, es recomendable que otras herramientas implementadas por el negocio,
tales como la generacion de correos electronicos para los clientes o el portal
web accedan a las recomendaciones generadas.

e El alcance de los modelos de recomendaciones puede extenderse a ventas
distintas a canjes, de tal manera que se utilicen como base de otras soluciones
aplicables al retail, tales como asistentes virtuales interactivos en apps,
recomendaciones personalizadas en sitios de E-commerce, o carritos de
compra (shopping carts) inteligentes, en los que las sugerencias al cliente se
efectuen en tiempo real, a medida que elige los articulos a adquirir, fomentando
estrategias de upselling y cross-selling. Por consiguiente, se recomienda a la
empresa la creacion de un departamento especifico de Machine Learning
Operations (MLOps) que lidere la ejecucion de proyectos de este tipo u otros

donde se aplique Inteligencia artificial.
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GLOSARIO

A/B Testing. Técnica utilizada para validar dos versiones diferentes de un sitio web o
solucion informatica, con el objetivo de determinar cual genera un mejor resultado en dos
0 mas grupos seleccionados aleatoriamente.

Adaptive Moment Estimation (ADAM). Algoritmo de optimizacion utilizado
comunmente en machine learning para actualizar los pesos de una red neuronal durante
el entrenamiento, es una extension del algoritmo Stochastic Gradient Descent (SGD),
disefiado para mejorar tiempos de entrenamiento.

Area Under the Curve (AUC). Métrica que evalua el area bidimensional debajo de la
curva Receiver Operating Characteristic (ROC), para determinar el rendimiento de un
algoritmo al distinguir entre clases.

Artificial Neural Network. Conocida también como red neuronal artificial, modelo de
inteligencia artificial compuesto de un conjunto de neuronas agrupadas en capas, que
simula los procesos de aprendizaje efectuados por el cerebro humano.

Backtesting. Método de validar las predicciones generadas por un modelo utilizando
datos historicos.

Basket Recommendation. Técnica en la que se busca recomendar items para la
siguiente cesta (basket) de una compra, basandose en cestas de compra examinadas
anteriormente.

Basket. Conjunto de articulos o items presentes en una compra o en un subconjunto de
esta, que guardan alguna relacion entre si.

Batch processing. Método utilizado para procesamiento de datos de manera
automatica o en segmentos para optimizar los recursos computacionales disponibles.
Clustering. Método utilizado para agrupar datos u objetos en grupos de acuerdo con su
similitud, de tal manera que compartan atributos o caracteristicas comunes dentro de
cada grupo al que pertenecen.

Collaborative filtering. Técnica utilizada en sistemas de recomendaciones, basada en
identificar los items de interés para un usuario de acuerdo con las reacciones de otros
usuarios similares.

Content-based filtering. Método que considera las caracteristicas de los items para
recomendar otros similares a los usuarios, analizando sus elecciones previas conforme

a sus preferencias.



Conversion rate. Porcentaje de usuarios que realizaron una accién determinada.
Convolutional Neural Network (CNN). Modelo de deep learning basado en una red
neuronal especializada en procesar datos estructurados en arreglos, aprendiendo las
caracteristicas de los atributos a través de filtros.

Cross-selling. Estrategia de venta que consiste en sugerir a los clientes articulos
adicionales o complementarios a los que desea adquirir.

Dashboard. Herramienta de visualizacion de datos obtenidos desde un sistema
informatico a través de resumenes o graficos estadisticos.

Data mining. Proceso de analizar y extraer informacion de grandes volumenes de datos
con el objetivo de identificar patrones o relaciones de interés para el negocio.
Dataloader. Método o clase que permite cargar datos de forma eficiente en un modelo
de aprendizaje automatico.

Dataset. Conjunto de datos almacenados en o extraidos desde sistemas de informacion.
Deep learning. Conocido también como aprendizaje profundo, clase de métodos de
machine learning que utilizan redes neuronales, generalmente con multiples capas para
extraccion, aprendizaje e identificacion de caracteristicas de los datos.

Downsampling. Proceso para reducir el tamano de una muestra de datos.

Dropout. En redes neuronales, técnica que consiste en descartar un numero
determinado de nodos o neuronas en las capas de la red para evitar el sobreajuste de
resultados.

Early stopping. Técnica utilizada para evaluar la capacidad de generalizar de un modelo
y detener su entrenamiento cuando esta capacidad tiende a decrecer.

Embedding. Técnica de natural language processing para representar palabras en
forma de vectores matematicos.

Feature engineering. Manipulacion de los datos de acuerdo con sus caracteristicas para
mejorar el entrenamiento y predicciones de modelos de machine learning.

Feature transformation. Técnica de machine learning utilizada para transformar una
determinada caracteristica a través de una funcion matematica, con el fin de mejorar el
rendimiento de un modelo.

Global Average Pooling. Operacién de pooling que sustituye capas totalmente
conectadas (fully connected) de las CNNs, calculando una salida promedio de cada
mapa de caracteristicas, reduciéndolo a un solo valor para cada categoria
correspondiente a la tarea de clasificacion que se desea ejecutar.
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Graph Neural Network (GNN). Tipo de red neuronal artificial en la cual los datos a
procesar estan representados como grafos.

Grafo. Tipo de datos abstracto compuesto por nodos o vértices y las relaciones entre
estos nodos, llamadas bordes o aristas.

Graph Attention Network (GAT). Arquitectura de red neuronal de grafos que se basa
en aprender la importancia de la relacion entre nodos especificando diferentes pesos
para diferentes nodos vecinos.

Graph classification. Tarea de clasificacion utilizada en datos estructurados como
grafos, en la cual se busca la clase a la que pertenece un grafo en particular.

Graph Convolutional Networks (GCN). Variante de redes neuronales convolucionales
utilizada para datos representados en grafos, que aprende representaciones en las
capas ocultas (hidden layers) que codifican la estructura del grafos y atributos de sus
nodos.

Hidden layer. Capa intermedia entre las capas de entrada y salida en una arquitectura
de red neuronal, donde las neuronas que la componen utilizan pesos como entradas y
producen salidas de acuerdo con una funcioén de activacion.

Inductive learning. Técnica de aprendizaje donde se observan casos de entrenamiento
para establecer reglas generales, aplicables luego a datos de prueba.

Interquartile Range (IQR). Medida de dispersion de los datos, basada en la divisién de
los datos en cuartiles, que comprende el rango entre el primer y el tercer cuartil.
Itemset. Conjunto de articulos que forman parte de una cesta (basket) de compra.

Job. Tarea automatica programada en un sistema informatico o motor de base de datos.
K-means. Algoritmo utilizado para particionar los datos en k grupos (clusters), con cada
observacion perteneciente al cluster con la media mas cercana.

L2 regularization. Conocida también como Ridge regression, Ridge regularization, o
Weight decay, técnica que agrega un factor de penalizacion a la suma de los cuadrados
de los pesos en la funcion de pérdida de una red neuronal, para prevenir el sobreajuste.
LeakyReLU. Funcion de activacion utilizada en redes neuronales, similar a la funcion
RelLU, pero con una pendiente pequefia para valores negativos en lugar de una
pendiente cero, ocasionando que la funcién no se detenga al evaluar valores negativos.
Learning rate. Hiperparametro de ajuste en un algoritmo de optimizacion que perite
determinar qué tanto se actualizan los pesos en cada iteracién y controlar cuanto debe

cambiar el modelo en respuesta al error estimado.
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Link prediction. Tarea en analisis de redes y grafos que consiste en predecir enlaces
faltantes o conexiones futuras entre dos nodos.

Machine learning. Campo de la inteligencia artificial que estudia los métodos y técnicas
necesarias para que las computadoras identifiquen patrones en datos y elaboren
predicciones.

Message passing. Intercambio de mensajes entre programas o nodos de una red.
Multi-Head Attention. Mddulo de capas paralelas para mecanismos de atencion en el
que se procesan independientemente y a la vez las secuencias de entrada y de salida.
Natural Language Processing (NLP). Tecnologia de Inteligencia artificial que permite
a las computadoras interpretar el lenguaje humano, a través de algoritmos de machine y
deep learning.

Neighborhood aggregation. Técnica utilizada en redes neuronales de grafos donde la
representacion matematica de un nodo se actualiza a través de las representaciones de
sus nodos vecinos.

Node classification. Tarea comunmente ejecutada en modelos de machine learning
basados en grafos, que consiste en asignar etiquetas a los grafos de acuerdo con sus
propiedades o relaciones.

One-hot encoding. Técnica mediante la cual se convierten las variables categéricas a
conjuntos de numeros expresados como bits, donde solo un valor es ‘1’ y el resto son
ceros, para mejorar el rendimiento de algoritmos de machine learning.

Outlier. Conocido también como valor atipico, se refiere a una observacion cuyo valor
es numéricamente distante, muy por encima o debajo de la mayoria de las
observaciones.

Overfitting. En aprendizaje automatico, se produce cuando el modelo se ajusta
exactamente a los datos observados durante el entrenamiento, producto de un excesivo
proceso de este tipo, ocasionando que el algoritmo pierda capacidad de generalizacion
en las predicciones.

Pipeline. Conjunto de procesos, entidades o actividades que intervienen organizada o
secuencialmente en la recopilacion, tratamiento, analisis y presentacion de resultados de
un proyecto determinado.

Point-of-Interest (POI) Recommendation. Recomendaciones generadas con el
objetivo que el usuario visite lugares nuevos basandose en el historial de sus consumos

o actividades previas.
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Pooling. Técnicas aplicadas en deep learning que buscan reducir o simplificar la
representacion de atributos en mapas de caracteristicas.

Rating. En sistemas de recomendaciones, valor o categoria que representa la
retroalimentacion o feedback recibido de los usuarios de acuerdo con alguna opinion o
preferencia.

Relational Database Management System (RDBMS). O Sistema de administracion de
bases de datos relacionales, se utiliza para crear, mantener y gestionar bases de datos
relacionales, compuestas por tablas a las que se accede por medio de sentencias SQL.
Receiver Operating Characteristic Curve (ROC Curve). Grafico que muestra el
rendimiento de un algoritmo clasificador a través de sus diferentes umbrales de
discriminacion.

Rectified Lineal Unit (ReLU). Funcién de activacion utilizada en redes neuronales
artificiales, que transmite la informacion generada por la combinacién lineal de los pesos
y entradas a través de las neuronas.

RFM score. Valor numérico resultante de un analisis RFM o similar que se asigna a cada
cliente y permite establecer su categoria o importancia para el negocio.

Recurrent Neural Network (RNN). Modelo de deep learning que recibe y procesa datos
de entrada secuenciales, como series de tiempo o secuencias de palabras y voz,
transformandolos en una salida secuencial especifica.

Spasity. En machine learning, se refiere a un conjunto de datos, secuencia de numeros
0 matrices con un alto numero de valores en cero, los cuales tendran poca o ninguna
relevancia en los calculos o inferencias.

Structured Query Language (SQL). O Lenguaje de consulta estructurada, es un
lenguaje de programacion con sentencias especiales para extraer o manipular datos de
una base de datos relacional.

Stochastic gradient descent SGD. Algoritmo iterativo de optimizacién, el cual empieza
en un punto aleatorio de la funcién y va bajando hasta alcanzar el punto mas bajo de la
misma.

Stock Keeping Unit SKU (SKU). Codigo de referencia utilizado para identificar o
mantener un articulo dentro de una tienda o en el sistema que esta utilice.

Stored procedure. Conjunto de sentencias SQL agrupadas en forma de un programa
con un proposito especifico, almacenado en un motor relacional de base de datos.
Task scheduler. Componente del sistema operativo Microsoft Windows que permite

ejecutar programas automaticamente de acuerdo con una programacion definida.
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Transductive learning. Técnicas de machine learning en las que se observan todos los
datos de antemano durante el entrenamiento del modelo, aplicando los resultados a
casos de prueba especificos.

Upgrade. Mejora o actualizacion aplicable a un determinado hardware o software.
Upsampling. Método que se usa para aumentar el tamafio de la muestra u
observaciones en un conjunto de datos para analisis, generalmente cuando existen
pocas observaciones de una clase en particular.

Upselling. Tactica de venta que consiste en persuadir al cliente para que realice la
compra de un producto o servicio de un valor superior al solicitado originalmente.
Validacion Offline. Técnica de evaluacion de sistemas de recomendaciones que
consiste en utilizar datos histéricos para estimar las reacciones de los usuarios a partir
de un punto determinado, basandose en su comportamiento posterior al mismo.
Validacion Online. Método de validacion de sistemas de recomendaciones que consiste
en seleccionar una muestra aleatoria de usuarios para analizar sus datos en un entorno
real de interaccion.

Weight. En una red neuronal artificial, es el valor numérico que representa la intensidad

y direccion de la influencia que ejerce una neurona sobre otra.
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