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RESUMEN

El reduccionismo cientifico crea soluciones casi perfectas, inflexibles y
especificas para una gran cantidad de problemas. Por lo general, estas
soluciones son modelos de deduccion causal que van desde las causas
hacia los efectos. En esta tesis se presenta 3 algoritmos inteligentes de
induccion causal que van desde los efectos hacia las causas: El reconstructor
de imagenes mentales, el caracterizador evolutivo y el ruteador causal
jerarquico. Estos algoritmos usan redes de nodos interrelacionados que
exploran el espacio de patrones para encontrar las mejores causas 0
soluciones que explican los efectos o problemas presentados como
evidencia. Para cada algoritmo, se presenta una aplicacion. Pero son muy
generales y aplicables a muchos problemas. El reconstructor de imagenes
mentales resuelve el juego del buscaminas en pocos segundos. El
caracterizador evolutivo infiere la tridimensionalidad de fotos bidimensionales
mediante un sistema basico de vision artificial. Y el ruteador causal jerarquico
se presenta como una solucién tedrica para el aprendizaje y auto-
organizaciéon en tiempo real de las geometrias causales de un brazo
robdtico y de todo tipo de robot. Pero este problema es una frontera de la

ciencia. No se lo resuelve pero se sugieren estrategias para resolverlo.
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INTRODUCCION

Esta tesis tiene 3 partes. Se presenta 3 algoritmos inteligentes de induccién

causal con sus respectivas aplicaciones:

La parte 1 es el reconstructor de imagenes mentales (capitulo 2) que

resuelve el videojuego del buscaminas en pocos segundos (capitulo 3).

La parte 2 es el caracterizador evolutivo (capitulo 4) que infiere la
tridimensionalidad de fotos bidimensionales mediante un sistema basico de

vision artificial (capitulo 5).

La parte 3 es el ruteador causal jerarquico (capitulo 6) que se presenta como
una solucion tedrica para el aprendizaje y auto-organizacion en tiempo real

de las geometrias causales de un brazo robaético (capitulo 7).



CAPITULO 1

1. ANTECEDENTES Y JUSTIFICACION

1.1. Descripcidén del Problema

El reduccionismo trata de abstraer los fendmenos naturales tomando
en cuenta solo los aspectos mas relevantes y desechando los detalles
que no son importantes para la resolucion de un problema en
particular [1]. En inteligencia artificial, el reduccionismo ha
influenciado el pensamiento de muchos investigadores en la creacion

de algoritmos que resuelven problemas de manera especializada y



2
que en muchos casos no son capaces de aprender nuevas
habilidades en otros dominios [2]. El reduccionismo ha creado
grandes teorias e invenciones, incluyendo los computadores que son

muy rapidos, precisos y confiables.

Sin embargo, el cerebro no es un conglomerado de mddulos
separados, innatos, hardwired y reduccionistas como lo es el software
actual. El cerebro esta conformado de redes holistas [3], sinérgicas
[4], auto-organizativas [5], autbnomas [2], invariantes [6] y capaces de
aprender empiricamente [7]. Las soluciones reduccionistas como el
software actual, los inventos, las teorias, la ciencia, la programacion y
las matematicas son el producto final de la inteligencia, pero no la

inteligencia per se [3].



Figura 1.1: El conectoma [8]

Esta tesis explota las redes de nodos abstractos con el fin de que el
computador sea capaz de aprender a partir de la experiencia [7]; de
resolver ambigiedades explorando el contexto en los niveles
superiores de complejidad [3]; de reconocer patrones de manera
invariante y flexible [6,9]; de auto-organizar el conocimiento aprendido
[5] y de generar autbnomamente comportamientos y percepciones

[10].

La computacion cognitiva es una rama de las ciencias

computacionales que estudia los sistemas cognitivos que tratan de



1.2.

4
imitar los aspectos mas relevantes de la cognicion (por ejemplo:
sensar, percibir, inferir, predecir, buscar, planificar, crear, aprender,
pensar, etc.) con el fin de flexibilizar las habilidades de los
computadores, extender su dominio de aplicabilidad en el mundo real

e interactuar mas naturalmente con los seres humanos [11].

En esta tesis se presenta 3 algoritmos basicos de la computacion
cognitiva: El reconstructor de imadgenes mentales, el caracterizador
evolutivo y el ruteador causal jerarquico. Estos algoritmos fueron
implementados y programados por el autor de la tesis basandose en
varias ideas, conceptos, principios, teorias y otros algoritmos de la
neurociencia, la inteligencia artificial, la programacién y las

matematicas.

Justificacion

La gran mayoria del software actual no aprende nuevas habilidades a
partir de la experiencia, ni resuelve las ambigtiedades del mundo real,

ni reconoce patrones de manera invariante y flexible, ni auto-organiza
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el conocimiento  aprendido, ni  genera  autbnomamente

comportamientos y percepciones.

El presente trabajo, sin pretender resolver completamente el dilema
de cédmo funciona la inteligencia, es un intento basico para superar las
limitaciones del software actual con el objeto de que los
computadores sean cada vez mas capaces de ayudarnos a progresar

como civilizacién y de resolver los problemas de nuestra sociedad.

Solucién Propuesta

Para superar las limitaciones del software actual, se propone 3
algoritmos inteligentes de induccién causal que van desde los efectos
hacia las causas [12]. Estos algoritmos tienen un gran rango de
aplicabilidad porque usan redes de nodos interrelacionados que

exploran el espacio de patrones para encontrar las soluciones.
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1.5.

Objetivos

El presente trabajo tiene varios objetivos: Hacer ingenieria inversa de
ciertos aspectos basicos de la cognicion [13]. Entender estos 3
algoritmos bésicos de la computacion cognitiva no sélo a nivel de
teoria cientifica que descansa en un papel inerte sino también a nivel
de tecnologia que funciona. Demostrar que los algoritmos funcionan
con aplicaciones practicas. Y crear un conjunto de herramientas de
programacion en Haskell que puedan usarse en proyectos mas

ambiciosos [9].

Metodologia

Estos algoritmos fueron inspirados indirectamente por la neurociencia
[14]. Se puede hallar correspondencias analdgicas entre los sistemas
nerviosos bioldgicos y las redes de nodos abstractos. Las neuronas
biolégicas corresponderian a nodos abstractos en el espacio de la
mente [15]. Estos algoritmos no son réplicas exactas de como el

cerebro funciona; pero son mezclas sinérgicas de matematicas y
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algoritmos de inteligencia artificial que son usados actualmente por la
comunidad cientifica. Cada algoritmo ser4 demostrado con una
implementacion y una aplicacion practica en el lenguaje de
programacion Haskell, lo cual garantiza su validez [9]. Los algoritmos
expuestos en la tesis fueron formulados con el propdsito de crear un
conjunto de herramientas abstractas y versatiles que sean capaces
de resolver una cantidad casi ilimitada de problemas. Cada algoritmo

tiene un gran rango de aplicabilidad.

Se eligi6 Haskell para la programacién de los algoritmos y las
aplicaciones de esta tesis porque es un lenguaje puramente funcional
y avanzado cuyas funciones tienen transparencia referencial
(funciones 100% deterministicas y sin estado cambiante) y carecen
de estados compartidos por otras funciones [9]. Los estados
compartidos son peligrosos porque hacen que las funciones se
comporten de manera no deterministica y generan colisiones de
acceso en sistemas multi-hilo de mdaltiple concurrencia. La carencia
de estados compartidos a nivel de funciones permite la delegacién de
procesos en multiples procesadores (paralelismo masivo) [16]. La
transparencia referencial ayuda a razonar el comportamiento del

programa, a probar su coherencia, a simplificar algoritmos y a
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optimizar el cédigo a través de memorizacion, eliminacion de
subexpresiones redundantes, evaluacion vaga y paralelizacion
masiva. Haskell es perfecto para programar todo tipo de sistema,
especialmente para solucionar problemas dificiles y complejos como
los sistemas de inteligencia artificial. Es impresionante como los
programas casi siempre funcionan muy bien a la primera ejecucion.
Gracias a su sistema de tipos expresivo, inferencial, fuerte y estético,
todos los errores se detectan al momento de la compilacion, no en la
ejecucion [17]. Y si hay errores en la ejecucion, estos son errores
|6gicos del programador que no expresé bien sus ideas. En otras

palabras, no es culpa de Haskell.



Figura 1.2: Logotipo de Haskell [18]

1.6. Resultados Esperados

Se pretende explicar bien estos algoritmos basicos de la computacién
cognitiva y potenciarlos a través de la gran velocidad, confiabilidad y
precision de los computadores actuales. Se espera que para ciertas
funciones cognitivas especificas, el rendimiento de los algoritmos

superara el rendimiento humano.
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También se quiere enfatizar la importancia del holismo en la
inteligencia artificial y sus redes de nodos interrelacionados que
exploran el espacio de patrones para encontrar las mejores causas 0
soluciones que explican los efectos o problemas presentados como

evidencia [3,19].



CAPITULO 2

2. ALGORITMO: RECONSTRUCTOR DE IMAGENES

MENTALES

2.1. Introduccion

El reconstructor de imagenes mentales sirve para hacer induccion
causal. El nombre de esta red sugiere que a partir de la evidencia
presentada en forma de sensaciones, se puede reconstruir
causalmente las percepciones o imagenes mentales de lo que ocurre

en la realidad [20]. La inducciébn es uno de los aspectos mas
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importantes de la inteligencia [12]. Por ejemplo, la percepcion fluye en
el sentido inverso de la causalidad: Va de sensaciones (efectos) a
percepciones (causas). En el curso online “Visual Perception and the
Brain”, el neurocientifico Dale Purves analizo varias modalidades de
la percepcion y explicé los mecanismos de la fenomenologia en base
al problema inverso de la inteligencia. Es decir, todo el curso de

neurociencias lo dedic6 a la inducciéon causal.

El reconstructor de imagenes mentales es una red causal conformada
por un conjunto de campos de causalidad traslapados que al trabajar
juntos pueden reconstruir una percepcion de la realidad a partir de la
evidencia presentada como sensaciones. Segun esta idea, las redes
de neuronas son vistas como dispositivos de causalidad donde los
arboles dendriticos son los campos causales que capturan efectos
(sensaciones) y las partes mas profundas de la red sugieren causas
(percepciones). EI método de maxima entropia informacional podria
resolver esta red causal de manera mas eficiente que un analisis
combinatorial de fuerza bruta cuyo orden algoritmico es exponencial
[21]. En la tesis, se presenta una solucion parcialmente exponencial
donde se explota la zona de crecimiento suave de la exponencial

previniendo las explosiones combinatoriales a través del analisis
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parcial de los constraints por separado. El algoritmo genera patrones
de percepcidn coherentes [22] basandose en la evidencia de los
patrones de sensacién y en los constraints. Esta teoria es muy
versatil porque la induccion no sélo es usada en la percepcién (cortex
perceptivo) sino también en la planificacion (cértex ejecutivo) gracias

al isomorfismo de las columnas corticales.

Explicacidn Intuitiva del Algoritmo

El cerebro percibe la realidad a través de los campos causales
traslapados de las neuronas [14]. Estos campos causales tienen una
semantica asociada que sirve para inferir una imagen mental
coherente de la realidad. Esta inferencia se realiza en las regiones
cerebrales de mayor nivel y asi sucesivamente las jerarquias van
creciendo en nivel de complejidad. Los campos causales inicialmente
son sensoriales 0 motrices, luego asociativos o multi-modales y luego

conceptuales o de orden mayor [23].

Por el momento, la neurociencia no ha revelado el mecanismo exacto
que explique precisamente como el cerebro infiere causas a partir de

efectos. Pero existen muchas especulaciones con sus respectivos
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modelos matematicos [24]. En este capitulo se sugiere un algoritmo
especulativo que funciona muy bien para ciertos tipos de induccién

causal.

La programacion tradicional es deductiva que es lo contrario a la
inducciéon causal. Los programas tradicionales generalmente son un
conjunto de causas que generan una gran cantidad de
comportamientos o efectos. Por ejemplo: Los gréaficos por computador
(efectos) son generados por un conjunto de patrones y férmulas
matematicas (causas) [25]. La inteligencia artificial general en cambio
es inductiva porque esta observa los efectos generados por la
realidad y trata de inducir o inferir el conjunto de causas que
generaron tales efectos [12]. Por ejemplo: La vision por computador
observa los fotones (efectos) que rebotan en los objetos (causas) y
los algoritmos de inteligencia artificial infieren como los objetos
(causas) estan distribuidos en el entorno y como estos se
interrelacionan entre si (causas de orden mayor) [26]. Una vez
finalizado el proceso de induccidon causal, se puede decir que el

computador entiende lo que observa.
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Figura 2.1: Cémo el cerebro reconstruye causalmente una
imagen del entorno [27]

La intuicibn detrds del algoritmo de reconstruccion de imagenes
mentales es muy sencilla. Pero puede ser expresada de mdltiples
formas dependiendo del tipo de campo causal con el que se trabaja.
Se podria definir un campo causal como las multiples posibles causas
gue activan a un nodo mental abstracto. Es decir, si se activa un nodo
mental, significa que esta activacion se debe a una o varias de las
multiples causas conectadas a este. Y si no se activa un nodo mental,
significa que las mdultiples causas conectadas a este no estan
presentes. Estas asociaciones causales podrian ser aprendidas o pre-
programadas [3]. Y asi mismo el tipo de campo causal podria ser
exacto o flexible [28]. También podria ser continuo o discreto. O

también puede ser jerarquico o plano [23]. O incluso puede ser
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perceptivo o0 ejecutivo [23]. Y pueden haber diferentes tipos de
clasificaciones de campos causales que todavia estan por

descubrirse.

Intuitivamente, se puede decir que si un nodo mental se activa, una
de sus posibles causas asociadas esta presente. Pero no se sabe
cual de ellas estd presente. Para saberlo y para resolver la
ambigiiedad, se examina el contexto [3]. Es decir, se examina la
activacion de sus campos causales vecinos que tienen traslapamiento
de causas o, en otras palabras, posibles causas comunes que los
vincula. El traslapamiento causal elimina las posibles causas que no
son coherentes con ambos campos causales [22] y asi
sucesivamente a través de las cadenas de traslapamiento causal. Y
mientras mas traslapamiento causal hay y mas evidencia de
activaciones es presentada, menos causas son coherentes porque es
poco probable que una causa satisfaga muchos campos causales
asociados a esta. Es decir, las imagenes mentales se vuelven muy
claras y pierden ambigiiedad. Ademas, las percepciones se vuelven
indebatibles cuando todos los campos causales estdn completamente
apoyados por evidencia (hechos) o carecen totalmente de evidencia

(incoherencias).
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Figura 2.2: Ejemplo de campos
causales traslapados

En la figura anterior se puede ver un ejemplo muy explicativo y
sencillo de un campo causal traslapado de sensores. El sensor 1 esta
conectado causalmente con los eventos 1, 2, 3y 4. El sensor 2 esta
conectado causalmente con los sensores 3, 4y 5. Y el sensor 3 esta
conectado causalmente con los eventos 4, 5y 6. Los sensores 1y 2
estan traslapados causalmente porque tienen en comun los eventos 3
y 4. Los sensores 2 y 3 estan traslapados causalmente porque tienen
en comun los eventos 4 y 5. Los sensores 1 y 3 estan traslapados
causalmente porque tienen en comun el evento 4. Si se analiza los

campos causales de los sensores 1 y 2, estos estan activados y
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quiere decir que los eventos coherentes que causaron sus
activaciones son los eventos 3 y 4. Si se analiza los campos causales
de los sensores 2 y 3, el sensor 2 esta activo y el sensor 3 esta
inactivo. Esto quiere decir que de los eventos coherentes con el
campo causal del sensor 2 hay que restar la interseccion de eventos
traslapados con el campo causal del sensor 3. En este caso, ya se
habia analizado previamente los campos causales de los sensores 1
y 2, como resultado se obtuvo que los eventos coherentes fueron los
eventos 3 y 4. Si a estos eventos coherentes se resta la interseccion
de eventos traslapados con el campo causal del sensor 3, solo
guedaria 1 solo sensor coherente con todos los campos causales: El

evento 3.

El problema se vuelve mas complejo a medida que se incrementan
las posibles causas y sus respectivos campos causales. Las redes
causales complejas pueden tener poco o mucho traslapamiento
causal [19]. También pueden tener pocas o muchas causas [19]. O
también pueden tener pocos o muchos campos causales [19]. O
también pueden percibir el entorno o actuar sobre el entorno [23].
Incluso, en modelos causales muy complejos, los campos causales

podrian tener multiples jerarquias, anidamiento y composicion [23].
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Para simplificar la tesis, se explicara minuciosamente un sélo tipo de
campo causal que es pre-programado (no aprendido), exacto (no
flexible), discreto (no continuo), plano (sin jerarquias) y perceptivo (no
ejecutivo). Es el tipo de campo causal que encontramos en el juego
del buscaminas. Se recomienda jugar mucho el juego del buscaminas
y volverse un experto en este para entender el siguiente capitulo de la

tesis.



CAPITULO 3

3. APLICACION: RESOLUCION DEL JUEGO DE

BUSCAMINAS EN POCOS SEGUNDOS

3.1. Introduccion

El videojuego del buscaminas es tan famoso como Microsoft Windows
y en realidad no necesita introduccién. Pero para todos aquellos que

no lo conocen, aqui va una pequefia explicacion:

Basicamente, es un tablero con celdas en las cuales pueden haber
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minas que explotan. Inicialmente todas las celdas estan cubiertas o,
en otras palabras, no se sabe si hay minas en ellas. Pero a medida
que se va explorando el tablero, donde no hay minas alrededor
aparecen espacios vacios (correspondientes al numero cero que se
omite) y donde hay un cierto numero de minas alrededor aparece un

namero entre el 1 y 8 como en la figura siguiente:

® O O Minesweeper
Game Help
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Figura 3.1: Juego del
Buscaminas

Los numeros que aparecen son los campos causales del buscaminas.

Los numeros significa que un sensor imaginario en el videojuego
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indica la presencia de una cantidad de minas alrededor de la celda
que contiene el numero. Por lo general, cada celda tiene 3, 5 u 8
celdas vecinas. De estas celdas vecinas, un niumero N entre 1 y 8
indica cuantas de ellas son minas. Es decir, las minas son la causa y
los sensores detectan el efecto; por lo tanto, es un campo causal. El
objetivo del juego es inferir ddnde estan las minas (causas) en base a
la evidencia de los sensores (efectos). Es un videojuego de induccién

causal.

El juego termina de manera satisfactoria cuando se marcan
correctamente la ubicacion de las minas y se descubren todas las
celdas que no tienen mina. Con el botén derecho del raton se marcan
las minas. Y con el boton izquierdo del ratdn se descubren las celdas.
En caso de descubrir una celda que contiene una mina, esta celda

explota y se pierde el juego como en la figura siguiente:
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® O O Minesweeper
Game Help

LFigura 3.2: Juego perdido del
Buscaminas

Este es un juego probabilistico que su resultado depende
parcialmente de la inteligencia del jugador, sea este un jugador
humano o un algoritmo de inteligencia artificial. Hay juegos muy
faciles cuyas redes causales son muy claras y casi nada ambiguas.
Estos juegos se resuelven muy facilmente. Y también hay juegos
cuyas redes causales son muy complejas y muy ambiguas. Tanto asi
que si el mejor jugador humano del mundo o el mejor algoritmo de
inteligencia artificial tratan de resolver esos juegos muy complejos y

muy ambiguos, podrian perder sin importar que tan inteligentes sean.
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En esta tesis, se ha programado a un agente virtual que es mejor que
cualquier ser humano que se atreva a intentar superarlo. En las
pruebas de la tesis, los mejores tiempos de este agente virtual que

juega automaticamente al buscaminas son los siguientes:
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ElFas!EtMinESWEEpEL’S mlﬁdyz 1 1 1/1/4 1Eyl
33 101 11111 2{1/1
Beginner: 1 seconds Juan Caros Kur l; 112/11 1/12/1/1
Intermediate: 1 seconds Juan Carlos Kuri [, = 23132 EEHE:" 1
Expert: 2 seconds Juan Caros Kuri Jyy;y;yi 2122221
pii3212221 1121|
21 111112293
521111111115233
= —————r i1f1/1 1f1/4/1/1/1 /1|2 1132
4 ij6/4 2 33&'21 1|1222§|22 112|121
33112121111 12111/1 12 171 111 :I.y
FLl541j1/4/142/1/1] 213/1/1/12/1|1 13322 22
1131322321 315321 1/1|1/1 1|3j=2/2|2 1
334311121 23111;112Q§2331512
113112344111 251522121 12331%22222
1f1/213/1/1 402(1/1/1 213 112] [1]1(1(1(12[1/2 1/4] [1 4]
Figura 3.3: Mejores tiempos del reconstructor de imagenes

mentales

Esta captura de pantalla no se trata de ningun efecto de Photoshop y
ni de ningun tipo de trampa. En la sustentacion de la tesis se

demostrara que el sistema de inteligencia artificial puede lograr
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tiempos similares que varian dependiendo que tan facil o dificil sea el
juego aleatorio en ese momento. Estos mejores tiempos
corresponden a juegos cuyas redes causales fueron muy faciles.
Como se dijo previamente, el sistema de inteligencia artificial también
puede perder debido a la naturaleza probabilistica del videojuego, sin
importar que el algoritmo de induccién causal sea matematicamente

optimo.

Campos Causales del Buscaminas

Se analizar4d en detalle el algoritmo de induccidon causal con un

ejemplo muy sencillo:
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Figura 3.4: Primer ejemplo de
un campo de minas

En la figura anterior se puede observar 2 campos causales generados
por las celdas Copo Y C.o. Algebraicamente se pueden expresar de la
siguiente manera:

Co1tCiptCi =1 (3.1)

Co+C,,+C,y, =2 (3.2)

Los valores de Cij pueden ser uno o cero, dependiendo si hay una
mina en la celda Ci; o no hay mina, respectivamente. Existen varios

métodos para obtener las probabilidades y los patrones de minas que
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son coherentes con los campos causales del problema. Por el
momento, se explicara el analisis exhaustivo y combinatorial de

fuerza bruta.

Andlisis Exhaustivo y Combinatorial de Fuerza Bruta

El analisis exhaustivo y combinatorial de fuerza bruta es el método
mas sencillo de entender pero el mas costoso en términos
computacionales  porque literalmente  genera  explosiones
combinatoriales que demoran mucho en calcularse y consumen

mucha memoria [2].

Tabla 1: Analisis exhaustivo y combinatorial de fuerza bruta
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Coherente con Coherente con
C0,1 C1,0 C1,1 CZ,l
Co1+C10+C11=1 C10+Cy1+C, =2
0 0 0 0 0 0
0 0 0 1 0 1
0 0 1 0 1C 1
0 0 1 1 1C 2C
0 1 0 0 1C 1
0 1 0 1 1C 2C
0 1 1 0 2 2C
0 1 1 1 2 3
1 0 0 0 1C 0
1 0 0 1 1C 1
1 0 1 0 2 1
1 0 1 1 2 2C
1 1 0 0 2 1
1 1 0 1 2 2C
1 1 1 0 3 2C
1 1 1 1 3 3

Entonces, de todas las 16 (2*) posibles combinaciones de patrones

para las celdas Co1, Cio, C11 Y Caa1, SOlO 2 patrones son coherentes:

¢,,=0,¢,,=0,C,,=1,C,,=1

Cy,=0,Cp=1,C,,=0,C,,=1

(3.3)

(3.4)

Para calcular las probabilidades de que las celdas contengan minas,

simplemente se suman las minas por celda en cada patron coherente

y se las divide para el nimero de patrones coherentes. De esta forma,

se obtiene la frecuencia relativa de los patrones coherentes:



29

1 1
P(Co,1>:O:P(CLO):E:P(Cm):E:P(CzJ):l (3.5)

El nidmero 16 (2%) tiene un significado: Son 2 posibles valores
multiplicados 4 veces. Las 4 veces corresponden al nimero de
variables. Es decir, 16 = 2*. La férmula siguiente se puede extrapolar

para mas variables y mas valores:

O (valores™™™) (3.6)

Es decir, este algoritmo explota exponencialmente con el numero de
variables. Hay que buscar un algoritmo mas eficiente. Si se dan
cuenta, el numero de patrones coherentes es mucho menor al
namero de posibles combinaciones de patrones. Y esto no es una
simple coincidencia porque siempre ocurre lo mismo. Es decir, existe
un algoritmo mas eficiente: El analisis combinatorial con eliminacién

de patrones incoherentes que se explicara mas adelante.

Si reemplazamos los patrones coherentes de (3.3) dentro de los
campos causales de (3.1) y (3.2), obtenemos las siguientes

ecuaciones:
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(C0,1:0)+<C1,0:0)+<C1,1:1):1 (3.7)

(C1,0:0)+(C1,1:1)+(C2,1:1):2 (3.8)

Si reemplazamos los patrones coherentes de (3.4) dentro de los
campos causales de (3.1) y (3.2), obtenemos las siguientes

ecuaciones:

(Co,1:0)+<C1,o:1)+(C1,1:0):1 (3.9)

(C1’0=1)+(C1]1=0)+<CZ,IZI)ZZ (3.10)

Si se suma (3.7) y (3.9), y al resultado se lo divide para el nimero de
patrones coherentes que es 2, se obtiene las probabilidades

(frecuencia relativa) de los patrones coherentes:

P(C0,1)+P(C1,o)+P(C1,1):1 (3.11)

Si se suma (3.8) y (3.10), y al resultado se lo divide para el nUmero de
patrones coherentes que es 2, se obtiene las probabilidades

(frecuencia relativa) de los patrones coherentes:
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P(C1,0)+P(C1,1)+P<C2,1):2 (3.12)

Para los escépticos, simplemente comparen el procedimiento que
genero (3.11) y (3.12) con el procedimiento que generd (3.5). Asi de

simple.

Al observar (3.11) y (3.12), uno se da cuenta que hay 4 variables y 2

ecuaciones. Esto crea un subespacio vectorial de R". Y si agregamos
las desigualdades asociadas a cada probabilidad ( 0<P(X,)<1 ),

obtenemos una porcion de un subespacio vectorial de R" [29].

Para resolver esta ambigledad se podria aplicar el teorema de
méxima entropia informacional (la entropia de Shannon en (3.13))
que distribuye probabilidades similares de manera equitativa [21,30].
De hecho, las probabilidades de las celdas C,oy C11 son iguales. Y lo
mismo ocurre con probabilidades similares en redes causales mas
complejas. Pero este método genera ecuaciones logaritmicas que se
maximizan con el método de multiplicadores de Lagrange y cuya
resoluciébn es un tanto complicada de automatizar porque no se

generan formulas exactas sino mas bien es necesario analizar
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desigualdades dado que las probabilidades correspondientes a la

maxima entropia caen fuera del rango permitido de las

probabilidades: 0<P(X,)<1

n

H(X)==2_ p(x,)log,p(x) (3.13)

i=1
Entonces hay que utilizar otros métodos mas sencillos como el
andlisis exhaustivo y combinatorial de fuerza bruta y finalmente el
andlisis combinatorial con eliminacion de patrones incoherentes.
También se podria resolver el problema con estadistica bayesiana

[31].

3.4. Analisis Combinatorial con Eliminacion de Patrones

Incoherentes

Para el analisis combinatorial con eliminacibn de patrones
incoherentes, se usara un ejemplo no tan simple de un campo de

minas:
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0 1 2
Co,0 Co,1 Co,2
0 1 P=0
Ci1o0 Ci11 Ci2
1 P=1 P=1 2
Ca0 Ca21 C2,2
2 2 P=1 P=1

Figura 3.5: Segundo ejemplo de un
campo de minas

En este ejemplo, hay 5 variables: Co1, Ci0, C11, C21 Yy Co2. Y hay 3
campos traslapados de causalidad (3 sensores de minas) que se

describen con las siguientes ecuaciones algebraicas:

Co1tCp+Cy =1 (3.14)
CiotCi G, =2 (3.15)
CoitCi +Cy +C,,=2 (3.16)

En el andlisis combinatorial con eliminacion de patrones incoherentes,

no se analiza simultdneamente todos los campos causales, sino mas
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bien uno por uno.

Tabla 2: Analisis combinatorial del primer campo causal

Coherente con
Co1 Cio Cia1
Co1+C10+C1 =1

0

1C

1C

2

1C

il ol ] Sl (el o))
il e llell i Jlelle)]
llell el el o]

2
2
3

Luego se analiza el segundo campo causal pero esta vez sélo se
toma en cuenta a los 3 patrones coherentes del andlisis anterior.
Existen 2 variables en comun entre los campos de causalidad
traslapados: C.o y C11. Para el segundo andlisis combinatorial, estas
variables ya fueron combinadas y no es necesario combinarlas
nuevamente. Pero hay una variable nueva C,; en el segundo campo
causal con la cual es necesario encontrar sus posibles combinaciones

con los patrones coherentes anteriores:

Tabla 3: Analisis combinatorial del segundo campo causal sin los

patrones incoherentes del andlisis anterior
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Coherente con Coherente con
Cza Coa Cuio Ci1
Co1+C10+Cy =1 C1,0+C1+C;1=2
0 0 0 1 1C 1
0 0 1 0 1C 1
0 1 0 0 1C 0
1 0 0 1 1C 2C
1 0 1 0 1C 2C
1 1 0 0 1C 1

Luego se analiza el tercer campo causal pero esta vez solo se toma

en cuenta a los 2 patrones coherentes del andlisis anterior. Existen 3

variables en comun entre el tercer campo causal y las variables

previamente combinadas: Coi, Ci1 y Co1. Para el tercer analisis

combinatorial, estas variables ya fueron combinadas y no es

necesario combinarlas nuevamente. Pero hay una variable nueva C,,

en el tercer campo causal con la cual es necesario encontrar sus

posibles combinaciones con los patrones coherentes anteriores:

Tabla 4: Analisis combinatorial del tercer campo causal sin los

patrones incoherentes del andlisis anterior
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Coherente con Coherente con Coherente con

Cz2 | C21 | Cox | Cipo | Cua
Co1+C10+C11=1 C10+C11+C21=2 | Co1+C;11+C;1+C, =2
0 1 0 0 1 1C 2C 2C
0 1 0 1 0 1C 2C 1
1 1 0 0 1 1C 2C 3
1 1 0 1 0 1C 2C 2C

Entonces, de todas las 32 (2°) posibles combinaciones de patrones
para las celdas Co1, Cio, C11, C21 Y Cs», Se han examinado 8+6+4=18

patrones y de estos, s6lo 2 patrones son coherentes:

C,1=0,C,,=0,C,,=1,C,,=1,C,,=0 (3.17)
Cy,=0,C¢,,=1,C,,=0,C,,=1,C,,=1 (3.18)

Para calcular las probabilidades de que las celdas contengan minas,
simplemente se suman las minas por celda en cada patron coherente
y se las divide para el nUmero de patrones coherentes. De esta forma,

se obtiene:

1
P(Co,1):0,P(C1,0): :P<C1,1): ,P(C2,1):1:P(C2,z):§ (3.19)

N | =

1
2

Una vez obtenidas las probabilidades de la frontera en la busqueda
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de minas, simplemente se les da preferencia a las probabilidades
deterministas (P(X) = 0 6 P(X) = 1). Se descubren las celdas que no
tienen minas (P(X) = 0) y se marcan las celdas que tienen minas
(P(X) = 1). Si no existen probabilidades deterministas, se descubre
s6lo una celda: La celda con la minima probabilidad de que tenga
mina. La eleccion se realiza entre las celdas de la frontera y las
celdas cubiertas que no estan en la frontera. La probabilidad de que

una celda que no esta en la frontera tenga mina es la siguiente [32]:

_ nmsm—spf

ncff

P(celda fuera de frontera) (3.20)

Donde:
nmsm = numero de minas sin marcar
spf = suma de probabilidades en la frontera

ncff = ndmero de celdas fuera de la frontera

Las fronteras pueden ser muy complicadas y tener muchas celdas. Lo
cual dificulta el calculo de probabilidades. Para esto, es necesario
hacer un analisis de independencia causal que separe la frontera de
probabilidades en clusters o agrupaciones que son mas faciles de

analizar. No es necesario calcular toda la frontera de probabilidades
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en conjunto si existe independencias causales que particionan la

frontera en varios clusters independientes.

Por cierto, el orden de complejidad del algoritmo es el siguiente:

0 (2npvcc + ( cc—1 ) nppcec: 2npvccfnpvyecc ) (3 . 21)

Donde:

cC = numero de campos causales

nppccc = namero promedio de patrones coherentes por campo causal
npvcc = niumero promedio de variables por campo causal

npvyecc = numero promedio de variables ya examinadas por campo

causal

El algoritmo parece exponencial pero los exponentes son pequefos y
NO crecen mucho con el numero de variables en la frontera. Si la
frontera crece, el valor que crece mas es (cc-1)*nppccc. Esta es una
demostracion de cémo un algoritmo con O(NP) se puede transformar
en un algoritmo con O(P). En ciertos algoritmos de planeacion,
bldsqueda y creatividad, también se puede aplicar un método similar.

Pero ese analisis es tema de otra tesis.
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(3.21) tiene 2 términos. El primer término se calcula en base a la
primera busqueda de patrones coherentes en el primer campo causal
a examinar. Y el segundo término se calcula en base a las (cc-1)
basquedas de patrones coherentes en los demas campos causales.
Cada busqueda examina a los patrones coherentes anteriores
multiplicados por todas las posibles combinaciones de variables por

examinar.

El algoritmo tiene un muy buen tiempo, pero cuando las fronteras son
muy grandes, el minesweeper-solver puede demorar mucho en

resolver la frontera:

.06 Minesweeper
[ BE
1 11[zaf1 1afaf2] [af1 /1]
1 122322 25141 11/11 |
1 2132401 1gaa(a/a[23 8]
2] (316431 1(3 232 (1222
NRNEREEFEEIEE HEE 1 1241
11112 (211 [1 3312221 | 22z 11
| 101 | A 2 | [22aa=1] i(11/111/1
211 123 114111 1111113
WEEEE 12 32141421 iiz}z[2
D=2 1 3 | (132121 2i2
212 2 | (1] | 1312
Z(12(11]1 1(21
3223 1=21]1]1]
AT 11
I3 [2[1 42 4]
] 5 o o

Figura 3.6: El algoritmo tarda mucho
en resolver fronteras muy grandes
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En fronteras tan grandes como esta, lo mejor que se puede hacer es
particionar la frontera arbitrariamente en clusters mas pequefios. Se
pierde algo de precision en el calculo de las probabilidades. Pero es
muy probable que en una frontera tan grande hayan varias
probabilidades deterministicas (P(Ci)=0 6 P(Ci)=1); lo cual hace
innecesario que se calcule las probabilidades no deterministicas de

manera exacta.

Riesgo Total de cada Juego

Para calcular el riesgo total de cada juego, es necesario observar este
modelo grafico probabilistico [15] donde las X representan los juegos

perdidos o explosiones:
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Figura 3.7: Modelo gréfico
probabilistico para calcular el
riesgo total de cada juego

Observando bien la figura anterior, el riesgo total que se toma en cada

juego se calcula con las siguientes férmulas:

n

P(ganar)=| | (1-P,) (3.22)

i=2

Riesgo Total=1— P( ganar) (3.23)

Donde:

Pi = Riesgo tomado en el intento i

El riesgo en el primer click no se toma en cuenta porque el juego del

buscaminas fue programado en Haskell para que el primer click



3.6.

42
siempre tenga cero minas alrededor y asi se abra una buena porcién
de frontera. Por esto, el indice del multiplicatorio comienza con =2 y

no con i=1.

Uso y Demostracion de la Aplicacion

Primero se abre un terminal. Se entra al directorio de la tesis. Luego
se ejecuta el script minesweeper.sh. Inicialmente, la dificultad del
buscaminas es el nivel experto. Pero uno puede cambiar la dificultad
con el botdn intermedio del raton. Para emular el boton intermedio del
raton en Mac, se presiona la tecla “alt” méas click izquierdo. Para
emular el botén intermedio del ratébn en Ubuntu, se hace click con los
2 botones del ratén a la vez. Una vez presionado o emulado el botén
intermedio del raton, aparece un menu popup para seleccionar el

nivel de dificultad: Principiante, intermedio y avanzado.

Posteriormente, se abre otra ventana de terminal. Se entra al
directorio de la tesis. Se verifica si el juego del buscaminas es nuevo
y si no lo es, se presiona el botén de la carita amarilla para renovarlo.
Es importante que el juego sea nuevo porque el reconocimiento de la

ventana del buscaminas s6lo es posible en este estado. La ventana
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del juego debe estar completamente visible para su posterior captura.
Hay que evitar que la sombra de las otras ventanas caiga sobre la
ventana del buscaminas. Si una sombra apenas cubre al buscaminas,
el programa que resuelve el buscaminas no podra ver bien al juego
del buscaminas y habran errores de vision. Luego se ejecuta el script
minesweeper-solver-for-<OS>.sh donde <OS> es el sistema operativo
con el que se trabaja. Solo hay soporte para 2 sistemas operativos:

Mac OS Xy Ubuntu.

Al ejecutarse el minesweeper-solver, este pregunta cuantos juegos se
desea resolver. Luego este resuelve el juego del buscaminas
automaticamente. Lee muy rapido la captura de pantalla, calcula las
probabilidades de la frontera y automaticamente hace clicks muy
rapidos en los lugares que corresponden para intentar ganar. En cada
sesion, se juega N veces y al final aparecen las estadisticas de los
tiempos y resultados. Ademas, en el directorio “screen-capture-for-
minesweeper” se guarda en subdirectorios con fecha y hora las

capturas de pantalla de los resultados de los juegos.
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Figura 3.8: Demostramon del Mlnesweeper y el Mlnesweeper Solver
en accion

3.7. Estadisticas del Buscaminas
El sistema de inteligencia artificial resolvio el juego del buscaminas
600 veces: 6 series de 100 juegos cada una. Aqui estan los

resultados:

Tabla 5: Estadisticas del Buscaminas
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Tiempo en Segundos: Riesgo Total: Numero de Clicks:
Serie de Nivel: Tipo de Namero de | Promedio: | Desviaciéon | Promedio: | Desviacion | Promedio: | Desviacién
Juegos: Juegos: Juegos: Estandar: Estandar: Estandar:
1 Experto Perdidos 70 4.1808 2.9564 0.5048 0.2002 267.6571 105.2146
1 Experto Ganados 30 4.3142 1.4130 0.2774 0.3097 333.9667 16.4725
1 Experto Todos 100 4.2208 2.5846 0.4366 0.2588 287.55 93.4222
2 Experto Perdidos 62 4.1429 5.3462 0.5084 0.2293 240.9516 107.9836
2 Experto Ganados 38 4.4261 1.4608 0.3925 0.3390 324.5526 25.4396
2 Experto Todos 100 4.2505 4.2928 0.4643 0.2802 272.72 95.3408
3 Intermedio Perdidos 17 1.1914 0.2710 0.4602 0.1585 117.2941 29.3657
3 Intermedio Ganados 83 1.2369 0.2603 0.0939 0.1896 137.4096 14.2880
3 Intermedio Todos 100 1.2292 0.2613 0.1562 0.2301 133.99 19.1346
4 Intermedio Perdidos 20 1.1987 0.3509 0.4389 0.1773 119.1 30.5973
4 Intermedio Ganados 80 1.1570 0.2227 0.0714 0.1694 130.7625 15.2068
4 Intermedio Todos 100 1.1653 0.2520 0.1449 0.2253 128.43 19.6516
5 Principiante Perdidos 3 0.3817 0.1093 0.4444 0.0962 21.0 1.0
5 Principiante Ganados 97 0.3775 0.1190 0.0257 0.1095 31.9588 8.2537
5 Principiante | Todos 100 0.3776 0.1182 0.0383 0.1303 31.63 8.3432
6 Principiante | Perdidos 8 0.4490 0.1778 0.4644 0.1677 23.625 12.3397
6 Principiante | Ganados 92 0.4043 0.1180 0.0303 0.1206 33.2282 7.7744
6 Principiante | Todos 100 0.4079 0.1233 0.0651 0.1714 32.46 8.5545
Tabla 6: Mas Estadisticas del Buscaminas
Record de Ganar: El Juego Mas Lento: Namero de Tiempo
Serie de Tiempo en | Numero de Riesgo Tiempo en | Resultado: | Namero de Riesgo Juegos: Total en
Juegos: Segundos: Clicks: Tomado: Segundos: Clicks: Tomado: Segundos:
1 2.4595 316 0.0 21.5702 Perdido 228 0.8742 100 422.0810
2 2.6427 315 0.0 43.4602 Perdido 307 0.6565 100 425.0510
3 0.7058 102 0.0 1.9334 Ganado 148 0.0 100 122.9161
4 0.6621 103 0.0 2.307 Perdido 156 0.6667 100 116.5306
5 0.172 16 0.0 0.9915 Ganado 41 0.2186 100 37.7655
6 0.1697 17 0.0 0.9573 Ganado 55 0.5873 100 40.7891




CAPITULO 4

4. ALGORITMO: CARACTERIZADOR EVOLUTIVO

4.1. Introduccioén

El caracterizador evolutivo es un algoritmo muy versatil y configurable
que sirve para hacer optimizacion de soluciones, induccién causal,
resolucion de problemas inversos y reconocimiento de patrones [20].
Este algoritmo riega una lluvia de patrones a evolucionar en un
espacio multidimensional. Los patrones a evolucionar son como gotas

que se acumulan en los minimos locales y global de la curva
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multidimensional de error [11]. Las acumulaciones de gotas pueden
ser representadas por un solo patrén en vez de varios para ahorrar
recursos computacionales. La técnica de descenso de gradiente es
usada como una metafora de la seleccion natural puesto que la
direccion del gradiente es el camino mas directo para llegar a los
optimos locales y globales. Segun el neurocientifico Gerald Edelman,
el cerebro funciona mediante un principio llamado darwinismo
neuronal. Los memes, la contraparte mental de los genes,
evolucionan en la mente combinando, mutando y seleccionando
patrones de actividad neuronal que representan percepciones y

planes [33,34,35].

Explicacion Matematica del Algoritmo

El caracterizador evolutivo es la generalizacion de la regresion lineal,
regresion polinbmica y redes neuronales [20]. Para generalizar
algoritmos, es necesario pensar de manera abstracta tratando de
describir los aspectos comunes de todos estos algoritmos y perdiendo

algunos detalles especificos.

Basicamente, se tiene una superficie parametrizable F que es



continua y derivable:

F:R"™"->R™

F<i1)i21'-':inlypl:pZN")pnp>:(ol)02)~": Ono)

F(I,P)=0

| e P son los hiper-vectores de entrada.

I=(iy, iy, ... I,)

P:(plpr'"’pnp)

O es el hiper-vector de salida.

O:(ol,oz,...,onu)

Pair; es el patrdn que asocia un hiper-vector de entrada I; con un

hiper-vector de salida O..

Pair,=(I;,0;)

Si tenemos una lista de patrones asociativos {Pairi, Pair,, ...
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(4.1)

(4.2)

(4.3)

(4.4)

(4.5)

(4.6)

(4.7)

, Pairg},
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el objetivo es encontrar los parametros P que maximizen la igualdad

de F y que minimizen su error de (4.8) [20].

Normalmente, las hiper-funciones o campos vectoriales en R" como F
van desde un hiper-vector de entrada y generan un hiper-vector de
salida. Ese es el método deductivo que va desde la causa al efecto.
Pero como se desea programar inteligencia artificial, el objetivo es
hacer induccion causal que va desde el efecto (un hiper-vector de
salida) hacia las posibles causas (varios hiper-vectores de entrada).
Los hiper-vectores de entrada tienen 2 componentes: Las constantes
| y las variables o parametros P. Es posible que una optimizaciéon no

tenga constantes I, s6lo hiper-vectores de salida O y parametros P.

Al igual que la regresion lineal, este método inductivo emplea el
método de optimizacion de minimos cuadrados [2]. En donde se
minimiza la suma del cuadrado de los errores o diferencias entre los
hiper-vectores de salida reales O y los hiper-vectores de salida

calculados por la funcion:

Error=)_|0,~F(I,,P)|} (4.8)

i=1
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Si uno desea calcular los parametros P Optimos que minimizen
localmente o globalmente la curva del error, es necesario calcular el

gradiente del error con respecto a los parametros P [36]:

VErrorzﬁError:(éError OError - 6Error)

opP op, = 0p, op, (4.9)

Yy

Las derivadas parciales del error con respecto a los parametros

pueden aproximarse numeéricamente con la siguiente ecuacion [36]:

OError(py paspn) _ . Error(pyps .., pi+Ap, .., p,)=Error(p, py...pi=Ap,... pa)
op, _Alif?o 2-Ap (4'10)
Luego se iteran los parametros para que desciendan por la curva del

error hasta llegar a un minimo local o global [37]:

V Error

P .=P —factor ———
n+l n f ||VETTOT'||

(4.11)
Hasta aqui no hay nada nuevo, es simplemente la técnica del
descenso de gradiente aplicada a la curva del error cuadratico de un
campo vectorial F(I,P) = O. Pero este algoritmo se vuelve mas rapido
y mas preciso cuando los factores que multiplican al gradiente se

ajustan por separado. Un ejemplo de este fendmeno se ve claramente
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cuando en esta tesis se evolucionaban en conjunto parametros de
angulos y parametros de coordenadas cartesianas. Cuando el factor
de descenso comun a todos estos parametros era muy grande, los
angulos saltaban sin coherencia. Y cuando el factor de descenso era
muy pequefio de tal manera que los éangulos evolucionaban
coherentemente, las coordenadas cartesianas evolucionan
demasiado lento. Al separar un factor de descenso para los angulos y
otro factor de descenso para las coordenadas, la evolucion mejoré
tremendamente, no s6lo en precision sino también en rapidez. Y
cuando se separaron todos los factores de descenso a un factor por

variable, la precision y la rapidez mejoraron ain mas.

0 Error factor OError
op, ’ >0 p:

(factor, ,~~~,faC[Orn;66E—;mn) (4 12)

(P1.P o P s = (PP Po ™ 57 o]

Los factores de descenso se los ajusta tentativamente por ensayo y
error. Cada factor se lo prueba 3 veces por iteracién: Un factor un
tanto mayor para acelerar el descenso, el mismo factor anterior para
continuar el descenso a la misma velocidad y un factor un tanto
menor para frenar un poco el descenso y ganar precision. De los 3
factores a probar, se escoge el factor que produce el menor error. Es

decir, si un factor mayor produce un menor error que los demas, es
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necesario acelerar un poco la evolucién. Y si un factor menor produce
un menor error que los demas, es necesario frenar un poco porque
nos acercamos a un minimo local o global, 0 a un punto silla [36].

Entonces es necesario evolucionar lentamente para ganar precision.

Hablando en términos matematicos, se define un factor para saltar
ordenes de magnitud en pequefios intervalos. Es decir, cada orden de
magnitud implica una multiplicacién o division por 10. Pero se puede
escalar o descender en intervalos mas pequefios con la siguiente

ecuacion:

1
FactorMagnitud= 0.1

(4.13)

En base al factor anterior, se definen los 3 factores de evolucion: El

que frena, el estable y el que acelera:

FactorFrenando, =factor ,_,- FactorMagnitud (4.14)
FactorEstable,=factor, _, (4.15)

factor_,
FactorAcelerando,,= (4.16)

FactorMagnitud
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Y luego se elige el factor que produce el minimo error:

NuevoFactor = argmin Error(x) (4.17)

x €| FactorFrenando , FactorEstable, FactorAcelerando |

La evolucién de un grupo de pardmetros finaliza cuando los factores
de descenso se vuelven muy pequefios. Eso es un indicador de que
ya hubo convergencia. La convergencia puede darse en un minimo
local o global dependiendo de los parametros iniciales. Es decir, el
espacio de patrones esta particionado por campos de atraccion. Para
explorar mas exhaustivamente el espacio de patrones y sus minimos
locales y global, es necesario regar una lluvia de patrones iniciales
que poco a poco evolucionan, descienden y se acumulan en los

minimos.

Por ahora, todo parece tan abstracto. En el siguiente capitulo se
explicaran 2 ejemplos practicos del caracterizador evolutivo en
accion: La caracterizacion de puntos de referencia elipticos y la

caracterizacion del campo vectorial de la vision.

Vale la pena mencionar que en el curso online “Coding the Matrix:

Linear Algebra through Applications to Computer Science” [38], el



54
Prof. Philip Klein indica que la regresion lineal es una proyeccion del
plano parametrizable con respecto a los hiper-puntos a ajustar con la
curva del error. Entonces, si el caracterizador evolutivo es una
generalizacion de la regresion lineal, el caracterizador evolutivo es
una proyeccion de la superficie parametrizable con respecto a los
patrones a ajustar con la curva del error. En otras palabras, es una
proyeccion de patrones que es muy flexible (no exacta) y que seria la
generalizacion de las férmulas matematicas exactas. Su flexibilidad
es perfecta para el campo de Ila inteligencia artificial y el
reconocimiento de patrones. Y de hecho las redes neuronales
artificiales demuestran todo su potencial con respecto a la flexibilidad
como Douglas Hofstadter lo enfatiza claramente en sus publicaciones
[28]: “The entire effort of artificial intelligence is essentially a fight

against computers’ rigidity.”



CAPITULO 5

5. APLICACION: SISTEMA BASICO DE VISION

ARTIFICIAL

5.1. Introduccién

Bésicamente, en este sistema basico de vision artificial, el usuario
debe tomar una captura de pantalla de un programa que permita ver
lo que una webcam filma. Un programa como QuickTime para Mac
(Opcion: File — New Movie Recording) o Cheese Webcam Booth

para Ubuntu. El objetivo es capturar una foto de una hoja con puntos
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de referencia circulares como en la Figura 5.1 y con alguna imagen
en el centro de la hoja. Para luego hacer una reconstruccion
tridimensional de la foto bidimensional. Es decir, inferir la posicion,
angulos y factores de conversion de la webcam. Y finalmente corregir

la perspectiva de la imagen en el centro de la hoja.

o 2

Figura 5.1: Hoja
con puntos de
referencia

Normalmente cuando se programa gréaficos tridimensionales por
computadora, las férmulas de la perspectiva nos permiten ir de las
coordenadas tridimensionales de los objetos (causas) hacia las
coordenadas bidimensionales de la proyeccién en el plano de vision
(efectos) [25]. Es un proceso de deduccién. Pero cuando se programa
inteligencia artificial, el proceso se invierte. Se transforma en un

proceso de induccion causal que va de los efectos a las causas. En
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este sistema basico de vision artificial, la inteligencia artificial nos
permite ir de los puntos bidimensionales (efectos) proyectados en el
plano de la vision hacia los parametros tridimensionales de la camara

gue generaron dicha proyeccion (causas).

® VisionHD File Window Help © 8 8B O + @@ Fin0 1711 Q =

Flgura 5. 2 Captura de pantalla de un programa que permlte ver
lo que una webcam filma

En resumen el usuario captura la imagen que filma la webcam desde
un punto de vista como en la Figura 5.2. Luego el sistema basico de
vision artificial ubica bien los puntos de referencia con ayuda del
usuario. (Esto paso se explicara en el subcapitulo “Uso vy
Demostracidon de la Aplicacion”) Para después inferir el punto de vista

y la direccion de la webcam.
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5.2. Caracterizacion de los Puntos de Referencia

Se puede decir que cuando se proyecta un circulo en el campo
vectorial de la vision, este circulo puede aproximarse a una elipse
escalada, rotada y trasladada en el plano 2D. Entonces esta es la

forma con la cual se caracterizan los puntos de referencia.

y

Figura 5.3: Elipse escalada, rotada y
trasladada en el plano 2D

Tradicionalmente, en sistemas deductivos uno calcula la elipse en el

siguiente orden: Escalacion, rotacion y traslacion. Pero en un sistema
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inductivo, el orden cambia y sus operaciones también se vuelven
inversas: Traslacion (el punto menos el desplazamiento), rotacion
(sentido contrario a las manecillas del reloj) y escalacion (division

para los radios de la elipse).

Para caracterizar la elipse rotada, se usa la funcion radio inverso que
toma como parametros las coordenadas (X,y) de cualquier punto en el
plano 2D y dice si este punto esta dentro de la elipse (Radiolnverso <
1) o fuera de la elipse (Radiolnverso > 1). En términos matematicos,

el radio inverso de la elipse es:

1
~ 0 '
Radiolnverso(x, y)=|| | ™ Ol (:l)zg _Czl:ee : Xizx (5.1)
0 — y—ay
ry

La funcion sigmoide de (5.2) y Figura 5.4, también conocida en el
campo de las redes neuronales como la funcion desigualdad
continua, es de gran utilidad para determinar el color correspondiente
de los pixeles que dibujan a la elipse y al fondo que rodea a la elipse.
Dentro de la elipse es gris oscuro casi negro (aproximadamente 0) y

fuera de la elipse es gris claro casi blanco (aproximadamente 1) [37].
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1

inclinacion * (x— desplazamiento) (5 . 2)

sigmoide (x , inclinacién ,desplazamiento )=
1+e

— a=lf2

— =13

L] L]
2 3 4 5 6 7T B 9 10

Figura 5.4: Funcién sigmoide con diferentes inclinaciones
[39]

El color negro es menos susceptible a los cambios de iluminacién que
el color blanco. Para saber la correcta tonalidad de la elipse y del
fondo que rodea a la elipse, es necesario usar un algoritmo de
clustering que clasifica 2 clusters: los colores parecidos al negro
(dentro de la elipse) y los colores parecidos al blanco (fondo que

rodea a la elipse).

En la tesis se usa un algoritmo de clustering aglomerativo que

empieza con N grupos de 1 elemento cada uno y luego va agrupando
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los grupos con menor diferencia de promedios o0 elementos
estereotipicos hasta que se obtienen un nimero de grupos fijo. En el
caso de los colores descrito anteriormente, sélo hay 2 grupos: El
grupo de pixeles parecido al color negro y el grupo de pixeles

parecido al color blanco.

color (x, y)=negro+(blanco—negro)-sigmoide ( Radiolnverso(x,y),15,1) (5.3)

Con la ecuacion anterior se obtiene el color en escala de grises para
cada punto en el plano 2D. El parametro 15 en la inclinacién significa
que la pendiente es muy empinada. Y el parametro 1 en el
desplazamiento significa que la division de regiones ocurre cuando el

radio inverso es 1, como se dijo anteriormente.

Es importante que esta funcién sea continua para que pueda ser
usada por la técnica de descenso de gradiente. Por eso sus regiones,
fuera y dentro de la elipse, fueron separadas por la funcion sigmoide y
no con funciones de pertenencias basadas en < (menor que) 6 >

(mayor que) que no son continuas.

Es importante darse cuenta que esta férmula caracteriza elipses

rotadas completamente negras y no tienen nimeros dentro de ellas.
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De hecho, los nimeros son errores que son ignorados gracias a la

flexibilidad del caracterizador evolutivo.

Una vez que el usuario y el sistema inteligente han localizado bien los
puntos de referencia, se procede a inferir los parametros del campo

vectorial de la vision.

Caracterizacion del Campo Vectorial de la Vision

La caracterizacion del campo vectorial de la vision se realiza en cinco
pasos: Encontrar una férmula de rotacién generalizada en 3D. Rotar
la base ortonormal (i,j,k) en torno a j (angulo A), en torno al i rotado
(angulo B) y en torno al k rotado (angulo C). Trasladar los puntos 3D
de los objetos de tal forma que la ubicacion de la camara quede en el
origen de ese espacio. Proyectar los puntos 3D trasladados sobre la
base ortonormal rotada [29]. Calcular la perspectiva en base al

método de los triangulos rectangulos.

El orden de estos pasos es importante porque con la formula de
rotacion generalizada en 3D se rotan las bases ortonormales en torno

a j (dngulo A), i (dngulo B), y k (angulo C). Con estas bases
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ortonormales rotadas se proyectan los puntos de los objetos [29].
Pero antes de proyectar los puntos, se debe trasladarlos para que la
camara sea el centro del mundo virtual como lo es el ojo humano.
Una vez proyectados los puntos, se calcula su perspectiva para que
los objetos cercanos se vean grandes y los objetos lejanos se vean
pequefios, con respecto a la camara caracterizada con las bases

rotadas y trasladadas.

La ecuacion de rotacion generalizada es la siguiente:

+c0s0-p+————-sin0 (5.4)

r><(p”—n)

Donde:
p= puntoarotar
p' =punto rotado en 3D
0 =dngulo derotacion

n,r=vectores delarecta derotacion RR(t)=n+r-t

Graficamente, se puede observar:
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_ 7
p /\"ﬂ
RR(t) p

n

Figura 5.5:
Rotacion
generalizada en
3D

Al rotar la base ortonormal (i,jk) en torno a j con un angulo A,
obtenemos la base ortonormal (i,j2,K2). Al rotar la base ortonormal
(i2,j2,k2) en torno a i, con un angulo B, obtenemos la base ortonormal
(is,js,k3). Y al rotar la base ortonormal (is,js,ks) en torno a ks con un
angulo C, obtenemos la base ortonormal (is,js,Ks). O mejor dicho
(ir,jr,:kr) donde el subindice R significa rotado. El resultado es el

siguiente:

sin A-sinB-sinC+cos A-cos B
ip= cosB-sin C (5.5)
cos A-sin B-sin C —sin A-cos B

sin A-sin B-cos C —cos A-sinC
Jr= cosB-cosC (5.6)
cosA-sin B-cosC+sin A:sinC
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sin A-cosB
k,=| —sinB (5.7)
cosA-cosB

Entonces cada punto de cada objeto debe ser trasladado al sistema
de coordenadas de la camara. Para esto a cada punto se le resta la

posicion de la camara:

v=p—o, (5.8)

Y esta resta vectorial se proyecta con respecto a la base ortonormal

rotada [29]:

H:{iR:jR:kR] (5.9)

prOYHVZ(V'iR)iR"'(V'jR)jR"'(V'kR)kR (5.10)

A los puntos proyectados se les debe calcular la perspectiva por
medio de la relacion de triangulos. Viendo la Figura 5.6, facilmente se

puede deducir las siguientes ecuaciones:
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_ | Xp-D-factor2D Yp- D-factor2D
Zp ’ Zp

PP

(5.11)

Donde D es la distancia al plano de proyeccion. Y factor2D es el
factor de ajuste para el plano de proyeccién. Cuando se transforman
los puntos de 3D a 2D, el plano de proyeccion en la camara oscura es
muy pequefio. Por esto, es necesario el factor2D para obtener

imagenes de tamafo coherente con los pixeles de la pantalla.

F =D-factor2D (5.12)

Para simplificar la férmula, se multiplica D y factor2D para

reemplazarlos por F.

(5.13)

PP:(Xp~F Yp-F)

Zp ~ Zp
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Figura 5.6: Relacion de triangulos de los puntos proyectados

Y listo, ya se dedujo el campo vectorial de la vision. Con este campo

vectorial, se puede hacer graficos 3D por computadora (causas -



68

efectos) o también se puede inferir los parametros de la camara con

el caracterizador evolutivo (efectos — causas).

5.4. Transformaciones e Isomorfismos entre Cuadrilateros

Para corregir la perspectiva de la imagen dentro de la pagina con
puntos de referencia es necesario encontrar las transformaciones e
isomorfismos entre cuadrilateros. Para esto, se caracteriza un
cuadrilatero generalizado en el que sus vértices pueden cruzarse de
forma no lineal. El objetivo es encontrar un mapeo que va desde el
cuadrado unitario hacia el cuadrilatero generalizado. Ese mapeo

corresponde a las coordenadas (t;,t) en la figura siguiente:

Vio Po,1
ti ////'r
Po,O/J/ / 0 1 )
1
/ / /f « 0
ol
tj / >/‘ Li 1
/ / | §
Vio L / /
\\\i . | Via
P10 _ S
i Vil P11

Figura 5.7: Cuadrilatero generalizado

Observando bien la figura anterior, se puede inferir las siguientes
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ecuaciones. Pero primero hay que analizar la ecuacion de la recta

formada por 2 puntos:

L(t)=po+(p,—py)-t (5.14)

Esta ecuacion representa una recta con parametro t. Cuando t=0,

L(0)=p0. Y cuando t=1, L(1)=p1.

Si se aplica (5.14) a los puntos Poo y P1o con parametro t;, obtenemos

la recta Vijo(t).

Vio(ti):Po,o"'(Pl,o_Po,o)'ti (5.15)

Si se aplica (5.14) a los puntos Pg: y P11 con parametro t;, obtenemos

la recta Vju(t).

V,‘1<ti):P0,1+<P1,1_P0,1)'t; (5.16)

Si se aplica (5.14) a los puntos Vj(t) y Viu(t) con parametro t;,

obtenemos la recta Li(t,t).
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Li(t‘ t‘):Vjo<t,')"'[Vil(ti)_vio(ti)]'ti (5-17)

1’°]

Si se reemplaza Vjo(t) (5.15) y Va(t) (5.16) en (5.17), se obtiene:

Li(ti:t,'):Po,o"'(PLO_Po,o)'tj+[Po,1+(P1,1_Po,1)'tj_(Po,o+(P1,o_Po,o)'t,')]'ti (5-18)

Factorizando ti y tj en (5.18), se obtiene el mapeo desde el cuadrado

unitario hacia el cuadrilatero generalizado:

Li(ti:t;):Po,o+(Pl,o_Po,o)'t7+(Po,1_Po,o)’ti+(P1,1_Po,1_P1,0+P0,0)'ti'tf (5.19)

Para hacer el mapeo inverso, desde el cuadrilatero generalizado
hacia el cuadrado unitario, primero hay que simplificar un poco (5.19).

P4, VX, VY y LO son partes de (5.19):

P4=P,,—P, =P, *+P, (5.20)
VX=P,,— P, (5.21)
VY=P,,— Py, (5.22)

LO:Li<tthi)_PO,O (5.23)
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De este modo, (5.19) queda bastante simplificada para poder calcular

su inversa mas facilmente:

LO=VX t+VY-t +P4-t,t, (5.24)

Si se transforma (5.24) de su forma vectorial a las ecuaciones de sus

componentes (X,y), se obtiene el siguiente sistema de ecuaciones:

LO,=VX t+VY t.+P4 t:t,
! ! (5.25)
LO =VX t+VY -t +P4 1t

Despejando t; en ambas ecuaciones se obtiene:

. _LO,~VX 1, _LO,~VX,1,
VY +P4t, VY, +PA4t,

(5.26)

Después de muchas operaciones algebraicas, en resumen se

obtiene:

(VXXP4)t +(VXXVY ~LOXP4)-t—LOXVY =0 (5.27)

Entonces t esta expresado en términos de una ecuacion cuadratica

qgue se resuelve con (5.29). Y t; esta expresado en términos de ti. Hay
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que recordar que los valores validos para (t,t;) deben ser niameros
reales (no numeros imaginarios) entre 0 y 1. Con ese dato se

descartan varias posibilidades.

a-xX’ +b-x+c=0 (5.28)

X:—bivb2—4-a-c

o (5.29)

Una vez que se tiene los mapeos desde el cuadrado unitario hacia el
cuadrilatero generalizado y viceversa, al componer ambos mapeos se
puede mapear desde cualquier cuadrilatero generalizado hacia

cualquier otro cuadrilatero generalizado.

Uso y Demostracion de la Aplicacion

Primero que nada, es necesario imprimir la hoja con los puntos de
referencia. Para esto hay que abrir una ventana de terminal y entrar al
directorio de la tesis. Para luego ejecutar el script page-of-numbers.sh
y de esta forma se puede capturar e imprimir esta imagen con los

puntos de referencia:
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© 0

Figura 5.8:
Aplicacion
mostrando los
puntos de
referencia

Hay que asegurarse de que la impresion de la imagen ocupe toda la
hoja. Hay opciones de impresion para lograrlo. Una vez impresa la
pagina, hay que medir las dimensiones del rectangulo exterior de la
hoja. Es decir, hay que medir las distancias entre las lineas paralelas

para luego tipearlas cuando el programa las pida.

Las dimensiones por defecto son 154 cm y 23.3 cm. Se puede
escribir la distancia en centimetros, pulgadas o incluso metros. El
sistema es lo suficientemente flexible para adaptarse a estas
unidades y los parametros de la camara seran inferidos con estas

mismas unidades. Y asimismo el error de los puntos proyectados
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estara expresado con el cuadrado de estas mismas unidades.

Cabe recalcar que el error de los puntos proyectados es
aproximadamente 1 6 2 centimetros. Este error se debe a la rareza de
los sistemas reales. Uno podria pensar que la rectitud de las
trayectorias de la luz iban a crear modelos platonicos perfectos de la
vision pero no es asi. Principalmente porque los lentes de la camara
no hacen correspondencias perfectas con el modelo matematico
basado en una “pinhole camera” sin lentes. Pero también se debe a
las imperfecciones y a la naturaleza probabilistica y parcialmente
observable de los sistemas raros. Sin embargo, el error de medicidon

de los parametros inferidos es de 5 mm como se vera mas adelante.

Luego en la ventana de terminal se ejecuta el script vision-app-for-
<0S>.sh. Donde <OS> es el sistema operativo. Hay soporte para 2

sistemas operativos: Mac y Ubuntu.

El sistema de vision tiene 2 modos o fases de operacién: Calibracion
e inferencia. Estas opciones se eligen al inicio del programa. Al
principio de las 2 opciones siempre se pide las dimensiones del

rectangulo exterior que fueron medidas anteriormente.
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En la opcién de calibracion, luego el programa pide la altura donde
esta la camara, independientemente e invariantemente de la posicion
de la camara en el plano. Es necesario medir la altura lo mas
precisamente posible para que el sistema calibre bien el factor de
conversion 3D/2D de la camara. Al final del proceso, es necesario
anotar en algun lado el factor de conversion calculado porque este
sera pedido en la siguiente fase de inferencia. En el campo vectorial
de la visidn, la altura permanece constante en la fase de calibracion
para poder inferir correctamente los otros parametros. Es necesario
decirle al programa cuél es la altura de la camara porque los
parametros de la camara pueden ser ambiguos. Un ejemplo de esto
es la pelicula antigua de Godzilla en la cual los efectos especiales se
hacian con mufiecos de Godzilla y maquetas de ciudades. El que ve
la pelicula no puede calcular las dimensiones de Godzilla y de las
ciudades. Pareceria que son muy grandes pero en realidad no lo son.
El mismo tipo de ambigtiedades ocurre aqui en el sistema de vision.
Por eso es necesario decirle al sistema con qué dimensiones se esta
trabajando. Debido a las propiedades de lineales del campo vectorial

de vision, no es posible resolver esta ambigiedad de otra forma.
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En la opcién de inferencia, luego el programa pide el factor de
conversion 3D/2D de la camara que fue calculado en la fase de
calibracion. Este factor de conversion permanece constante en el
campo vectorial de la visién para poder inferir los otros parametros de

la camara.

Después de configurar bien el sistema, deberia aparecer una ventana

como esta:

=) ) ) Vision App

Figura 5.9: Pantalla inicial de la Vision
App

Una vez que aparece esta imagen, es necesario cargar una
aplicacion como QuickTime para Mac (Opcion: File — New Movie
Recording) o Cheese Webcam Booth para Ubuntu que muestre lo que

la webcam esta filmando. O si se tiene una imagen pre-capturada,
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mostrarla en algin programa que muestre imagenes. Y luego se
llama a la Vision App y se hace click donde dice “Click to capture the

screen”.

AN, TN er -
C W YR - o= %
[ "R 1
’_"h(.,,“‘/wr..
1% rat
B Mgt mes
NP dl %) 48

Vale la pena hacer énfasis en que el zoom de la ventana que muestra
lo que filma la camara debe ser el mismo que el zoom en el cual se
calculd el factor de conversion 3D/2D de la camara. Si no es asi, el
proceso de inferencia generara datos erroneos. Siempre que se utilice
camaras distintas 0 zooms de ventana distintos, es necesario volver a

calcular el factor de conversién 3D/2D de la cAmara.

Una vez capturada la pantalla, la Vision App se maximizara para

ocupar casi toda la pantalla y mostrara la imagen capturada en blanco
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y negro como en la Figura 5.11. En este estado, la Vision App le
pedira al usuario que indique donde estan los puntos 1, 2, 3y 4,
respetando ese orden. Se puede agrandar el circulo de busqueda con
la tecla + y achicarlo con la tecla -. Se marca un punto de referencia
con un click izquierdo y se borra el udltimo punto de referencia
marcado con la tecla Delete. Al final del proceso, cuando ya se han
marcado los 4 puntos de referencia de manera correcta, se presiona

la tecla Enter para continuar con el siguiente proceso.

Figura 5.11: Seleccion de puntos de referencia en la
imagen capturada

Una vez marcados los puntos, estos comienzan a adaptarse
perfectamente a la forma de las elipses escaladas y rotadas, con el fin

de minimizar los errores. Esta evolucion puede finalizar
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automaticamente para pasar al siguiente proceso. Pero si se demora

mucho, se presiona la tecla Enter para continuar.

Luego la Vision App comienza a evolucionar los parametros de la
camara hasta que finalmente llega a una solucién. La imagen central
esta rectificada con las formulas de mapeos entre cuadrilateros y es
vista desde arriba de esta con la formula del campo vectorial de la
vision 3D. La imagen del fondo indica cuando los parametros de la
camara fueron inferidos correctamente en el momento en que los
puntos negros del cuadrilatero corresponden con las elipses

proyectadas.

Una linea roja une la posicion inferida de la camara y el centro de la
imagen y va en direccidon del vector k de la base ortonormal inferida
de la camara. Las direcciones de los vectores i e j también son
mostradas con 2 pequefias lineas de color verde y azul,
respectivamente. Es importante ver la correspondencia de ejes de
colores (verde y azul) entre la foto bidimensional y la base ortonormal
de la camara. Esto ayuda a darse cuenta cuanto ha rotado y se ha

desplazado la camara.
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Figura 5.12: La evolucion de los parametros de la camara

Vale la pena mencionar que los puntos proyectados corresponden a
los vectores de salida del campo vectorial de la vision. Y los puntos

3D corresponden a los vectores de entrada:

(—0.5- Ancho,0,—0.5-Alto) (5.30)
(0.5-Ancho ,0,—0.5- Alto) (5.31)
(—0.5-Ancho, 0,0.5- Alto) (5.32)

(0.5-Ancho,0,0.5-Alto ) (5.33)

Como trabajo pendiente a futuro queda la deteccién automética de
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puntos de referencia por medio de una exploracion exhaustiva de
toda la pantalla a manera de lluvia de detectores de patrones. Y
también queda pendiente la deteccion automatica de los nimeros con

redes neuronales profundas [37].

Estadisticas y Mediciones del Sistema Basico de Vision Artificial

Para probar la precision del sistema basico de vision artificial, se tomo
24 mediciones correspondientes a las combinaciones de las 4
direcciones de la hoja con puntos de referencia (norte, sur, este y
oeste), los 3 offsets en el plano horizontal (30 cm, 50 cm y 70 cm) y
las 2 alturas (30 cm y 60 cm). A los 3 offsets del plano horizontal se le
restdé 2.2 cm de la muesca de la webcam. Para entender mejor como

se tomo las mediciones, es necesario observar esta figura siguiente:
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Figura 5.13: Mediciones del Sistema Basico de Vision
Artificial

Antes de tomar las mediciones, se tuvo que calibrar el factor de
conversion 3D/2D de la webcam. Dado que este proceso toma mucho

tiempo, soélo se utilizo 3 mediciones:

Tabla 7: Estadisticas para calibrar el factor de conversién 3D/2D de la

webcam
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Desplazamiento:
Iteraciones: Tiempo: Error Altura: [cm] Factor de Direcci6n: Valor Medicion: Error: [cm]
[segundos] cuadrético: camara: esperado: [em]
[em]
100000 2015.4832 0.9826 60 1277.1183 Este 28 28.0198 0.0198
100000 2010.8421 1.6909 60 1288.3211 Este 48 47.3566 0.6433
100000 2021.6348 5.1731 60 1290.9700 Este 68 68.0391 0.0391

De los 3 calculos, el promedio del factor de la camara es 1285.4698.

Este valor se utiliza para el proceso de inferencia.

Luego se calcula la posicion de la camara como se describié en la
figura anterior. A los valores esperados de la cAmara se le resta 2.2
cm correspondientes a la muesca de la cdmara. Es decir, la
protuberancia que tiene la cadmara por delante de la medicidén

esperada.

Las estadisticas son las siguientes:

Tabla 8: Estadisticas de los calculos de las distancias de la webcam
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Desplazamiento Altura
Iteraciones Tiempo Error Factor de | Direccién Valor Medicién Error Valor Medicién Error
[segundos] | cuadratico camara esperado [em] [em] esperada [em] [cm]
[cm] [cm]
1958 39.1499 204.0601 | 1285.4698 Este 27.8 27.8009 0.0009 30 30.6527 0.6527
2770 55.1554 38.5474 | 1285.4698 Este 47.8 47.7598 0.0401 30 29.6811 0.3188
4047 90.2000 3.0226 | 1285.4698 Este 67.8 68.4744 0.6744 30 30.4828 0.4828
10846 224.0536 2.2205 | 1285.4698 Este 27.8 27.2033 0.5966 60 61.2113 1.2113
6024 124.9674 1.8377 | 1285.4698 Este 47.8 46.8416 0.9583 60 60.2994 0.2994
6692 133.7225 5.0329 | 1285.4698 Este 67.8 67.3712 0.4287 60 60.4175 0.4175
3220 64.3977 33.6266 | 1285.4698 Norte -27.8 -28.0765 0.2765 30 29.9949 0.0050
3440 68.4950 9.2270 | 1285.4698 Norte -47.8 -48.3357 0.5357 30 29.7187 0.2812
10748 215.5826 8.3584 | 1285.4698 Norte -67.8 -67.1638 0.6361 30 29.2844 0.7155
14339 286.6637 9.9277 | 1285.4698 Norte -27.8 -27.7006 0.0993 60 59.3759 0.6240
17360 350.0106 3.6259 | 1285.4698 Norte -47.8 -48.5414 0.7414 60 59.8273 0.1726
14544 293.1470 0.4360 | 1285.4698 Norte -67.8 -67.5554 0.2445 60 59.7247 0.2752
1571 31.6026 72.2548 | 1285.4698 Sur 27.8 28.3951 0.5951 30 29.5943 0.4056
1669 33.3013 20.8452 | 1285.4698 Sur 47.8 48.2883 0.4883 30 30.5630 0.5630
3348 66.7890 4.9322 | 1285.4698 Sur 67.8 68.3086 0.5086 30 29.7976 0.2023
9365 189.3054 0.6006 | 1285.4698 Sur 27.8 28.3256 0.5256 60 59.1956 0.8043
4755 95.3014 9.6260 | 1285.4698 Sur 47.8 47.8732 0.0732 60 58.1753 1.8246
4393 87.8515 2.2746 | 1285.4698 Sur 67.8 68.2217 0.4217 60 60.0830 0.0830
2344 47.0125 60.4118 | 1285.4698 Oeste -27.8 -27.8883 0.0883 30 29.6982 0.3017
2865 58.7811 17.1971 | 1285.4698 Oeste -47.8 -46.9789 0.8210 30 30.1520 0.1520
4863 100.2109 12.8456 | 1285.4698 Oeste -67.8 -66.8387 0.9612 30 29.3582 0.6417
12651 254.4063 10.6184 | 1285.4698 Oeste -27.8 -27.7996 0.0003 60 59.3799 0.6200
11137 225.1244 | 0.4220644024 | 1285.4698 Oeste -47.8 -47.3683 0.4316 60 59.3393 0.6606
6067 121.9956 | 2.4085655473 | 1285.4698 Oeste -67.8 -66.6308 1.1691 60 59.6182 0.3817

Con los datos estadisticos de la tabla anterior, se calcula el error

promedio y su desviacién estandar del desplazamiento y de la altura:

Tabla 9: Errores promedio en el calculo de distancias



85

Desplazamiento [cm] Altura [cm]
Error promedio Desviacion Error promedio Desviacion
estandar estandar
0.4715798397 0.3254029717 0.5040757275 0.3889052403

Es decir, los errores promedios del desplazamiento y de la altura son
aproximadamente 5 mm. Lo cual indica que el sistema de vision
artificial es muy preciso. El ojo humano no es capaz de estimar
distancias con semejante precision. Es muy probable que el error sea
causado principalmente por la imprecision de las mediciones

manuales y rusticas y por el temblor de las manos.

La Figura 5.14 es un experimento de percepcion visual en el que uno
se da cuenta lo importante que es tener 2 ojos. Con 2 0jos es muy
facil hacer tocar los 2 borradores de los lapices. Mientras que con 1
ojo es dificil y uno casi siempre comete errores de percepcion de la
profundidad. Esto demuestra claramente que la visibn humana
necesita estereopsis para percibir la profundidad y ademas estima
distancias en base a relaciones entre tamafos conocidos, no estima
con centimetros. En cambio, el sistema basico de vision artificial de
esta tesis no necesita de estereopsis para calcular profundidades y

distancias con precisién milimétrica.



r. 28
Figura 5.14: Con 1 ojo es dificil calcular la profundidad para hacer

que los borradores se toquen [40]
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CAPITULO 6

6. ALGORITMO: RUTEADOR CAUSAL JERARQUICO

6.1. Introduccion

El ruteador causal jerarquico sirve para que la maquina explore
espacios raros [19], aprenda patrones causales a través del ciclo de
percepcion-accion [23], auto-organice el conocimiento aprendido [5] y
cree soluciones y comportamientos emergentes en tiempo real [3].
Esta red markoviana [15] fue inspirada por la generacién de patrones

neuro-motrices [14] que son el producto de la adaptacion de los
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mapas cerebrales [41] al tratar de imitar las geometrias diferenciales
complejas [42] generadas por la mecanica de Lagrange [43]. Pero en
teoria, si se modifica adecuadamente esta red (por ejemplo:
representar patrones mas generalmente y combinarla con otras
teorias de la computacion cognitiva) [11,37], esta red tendria el
potencial de convertirse en un sistema de inteligencia artificial general
(AGI) [12,44]. La red es basicamente un proceso de decision
markoviano jerarquico (Hierarchical MDP) con programaciéon dinamica
bottom-up [10,15,45]. Debido a sus similitudes con el cerebro, se
puede decir que la red es un inconsciente artificial capaz de aprender
y generar reflejos artificiales [46]. Es un intento para darle creatividad
e intuicion artificial a las maquinas [3]. Afirmar que los MDPs son
modelos del subconsciente no es tan especulativo como parece. De
hecho, Ray Kurzweil esta creando en Google simulaciones de la
mente con Hierarchical Hidden Markov Models (HHMM) que son la
contraparte perceptiva de los Partially Observable Semi-Markov
Decision Processes (POSMDP) [47,48]. Ademas, neurocientificos
computacionales como Rajesh Rao y Edmund Rolls usan MDPs en

sus modelos neuronales [31,46].

En el mundo real, hay sistemas complejos, altamente
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multidimensionales y multicausales, causalmente enredados, no-
continuos, rugosos, difusos, llenos de detalles sutiles, casi
impredecibles, muy cadticos, sin simetria y probabilisticos. A estos
sistemas, la hija de Richard Bellman, Dr. Kirstie Bellman, les llamo

“sistemas raros” o “bizarre systems” [19].

Explicacion Matematica del Algoritmo

Cuando uno lee libros sobre la psicologia de la creatividad, se da
cuenta que la creatividad es un largo proceso y un individuo tarda
aproximadamente 10 afios para volverse un experto en un dominio
determinado al punto de encontrar soluciones creativas a problemas
complejos. Este periodo puede variar dependiendo de qué tan dificil
sea el campo de estudio, de qué tan apasionado e inteligente sea el
individuo y de cuéantas facilidades tenga para experimentar y aprender

[49].

A diferencia de lo que muchos creen, la creatividad es un proceso de
aprendizaje no-supervisado [3]. Si bien es cierto que la educacion
supervisada ayuda mucho a acortar el tiempo del proceso creativo, la

creacién de nuevo conocimiento no es un proceso de aprendizaje
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supervisado. La primera vez que se inventa algo o se descubre algo,
se lo hace con las técnicas de aprendizaje no-supervisado porque es
un territorio mental no explorado y el cerebro debe adaptar sus redes
cognitivas para representar dicho territorio mental de la mejor forma
posible [41]. Cuando uno tiene preconcepciones y prejuicios acerca
de un area del conocimiento, por lo general aprende mal y el cerebro
trata de hallar las pequefias piezas de evidencia que apoyen sus
preconcepciones y a la vez ignorar las grandes piezas de evidencia
que contradicen sus preconcepciones. Esto no es totalmente malo
porque puede ayudar a simplificar nuestros modelos mentales. Los
prejuicios cognitivos no son 100% dafinos porque tienen ciertas
ventajas evolutivas. ElI cerebro no es perfecto, sbélo es lo

suficientemente bueno como para sobrevivir con dignidad.

El método cientifico es un proceso creativo mucho mas perfeccionado
aungue no es 100% perfecto y es mucho mas lento que el sentido
comun debido a su mayor grado de perfeccion. El método cientifico
ha sido ampliamente estudiado y puede ser de gran ayuda para

entender como funciona el proceso creativo [50].

En breves palabras, la creatividad consiste en aprender una gran
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cantidad de patrones y causalidades que se agrupan por similitud y se
auto-organizan en base a correspondencias analogicas para formar
subconscientemente redes cognitivas que representan los fenémenos
que ocurren en el entorno [51]. Estas redes cognitivas de patrones
complejos que fueron aprendidas en el pasado, nos ayudan a
entender el presente y también nos ayudan a predecir el futuro que es
totalmente desconocido y también predicen las partes desconocidas
del pasado y del presente [23]. Por ejemplo: Una teoria cientifica nos
ayuda a entender el mundo. Un invento es un mecanismo causal
complejo que ayuda a resolver un problema [52]. Una obra de arte es
un patréon complejo que busca causar una percepcion en el
observador. La inteligencia artificial es la maxima expresion de la
creatividad porque esta es una teoria cientifica, es un invento

tecnoldgico y también es un arte [48].

Si se estudia profundamente las obras del genio matematico Richard
Bellman quien inventd la programacioén dinamica, el aprendizaje por
refuerzo y sus famosas ecuaciones, uno se da cuenta que los
procesos de decision markovianos (MDP o Markov Decision
Processes) encajan casi perfectamente con la teoria de los procesos

creativos descrita anteriormente y también son compatibles con la
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teoria de los cognits del Dr. Joaquin Fuster, neurocientifico cognitivo
[10,23,47]. SOlo es necesario agregar unos cuantos principios de la
inteligencia a los POSMDP (Partially-Observable Semi-Markov
Decision Processes) para crear un sistema de inteligencia artificial
general. Pero esta afirmacion es algo especulativa y necesita ser

comprobaba con muchisimos experimentos de programacion.

Figura 6.1: Proceso de decision Markoviano con 3
estados y 2 acciones

En la figura anterior, hay 3 estados S1, S2 y S3. Y hay 2 acciones por
estado al y a2. Cada estado se conecta con otros estados o0 consigo

mismo a través de las acciones que tienen un resultado causal
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probabilistico. Como toda probabilidad, la suma de todas las
probabilidades asociadas a una accion provenientes de un estado en
particular es uno, sin importar cuantos resultados o consecuencias
existan. Ademas de las probabilidades asociadas a cada accion
proveniente de un estado, hay un costo asociado que puede ser
cualquier valor real. El costo puede ser pequefio, grande o incluso
infinito. También puede ser positivo (costo), negativo (recompensa) o

cero (indiferente) [10,47].

Los modelos de transicion pueden ser pre-programados o aprendidos
(learning automaton) [45,53]. El aprendizaje de los modelos de
transicion puede ocurrir dentro de la vida del organismo (ontogenia) o
ser comun a la especie que evoluciona (filogenia) [54]. Las memorias
filogenéticas de la especie son heuristicas abstractas y comunes para
toda la especie. Son los instintos y sentimientos que estan localizados
principalmente en las regiones subcorticales del cerebro o el cerebro
primitivo que es comudn para una gran cantidad de especies
[55,56,57]. En cambio, el neocortex es un invento relativamente
reciente de la evolucion. Los mamiferos tienen un gran neocortex. Y
la corteza prefrontal es un invento ain mas reciente de la evolucion

gue nos permite aprender, crear y predecir [57]. Hacia el interior, la
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direccion subcortical, las redes neuronales son mas reactivas,
instintivas, invariantes, sentimentales y abstraen los aspectos de la
cognicion comunes a la especie [54,57]. Hacia el exterior, la direccion
cortical, las redes neuronales son mas proactivas, aprendidas,
flexibles, neuroplasticas, racionales y abstraen las experiencias de la
vida del individuo [57]. Los grandes primates (gorilas, chimpancés,
orangutanes, bonobos y humanos) tienen una gran corteza prefrontal
[50]. Y los primates humanos tienen una corteza prefrontal alin mas
sofisticada que nos hace muy inteligentes en comparacién con los
primates no-humanos [58]. Nuestra inteligencia superior no sélo se
debe a la corteza prefrontal sino también a nuestro sofisticado patrén
de conectividad canodnico de las columnas corticales y a nuestro
sofisticado conectoma [59]. Pero ese es un tema que transciende esta

tesis.

Los estados de las redes cognitivas pueden representar cualquier
cosa. Desde algo muy simple hasta algo muy complejo. Algo continuo
o discreto. Algo con relaciones jerarquicas o sin jerarquias de
complejidad. Algo preciso o flexible. Etcétera. Pero lo que es comun a
todas estas representaciones es que los estados del sistema nunca

representan exactamente los mismos estados observados. Incluso si
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se abstrae de tal forma que 2 estados observados por el sistema son
exactamente iguales, siempre tendran de diferencia el tiempo en el
cual fueron observados. Siempre hay algo que los diferencia. Pero
para ahorrar recursos computacionales, los estados similares se
agrupan con algun algoritmo de similitud en clusters, bins o algun tipo
de categorizacion. Entonces las transiciones entre estados tienen un
componente probabilistico dado que los estados nunca son 100%
iguales y no se garantiza la aplicabilidad de las leyes deterministas
del entorno, que por cierto son puramente platonicas. Las similitudes
entre los estados observados que son categorizados en uno o varios
de los estados del sistema son puramente analdgicas como la teoria

de probabilidades. Las probabilidades se basan en analogias [60].

El estudio de como el cerebro hace analogias por medio de la
categorizacion es un tema candente en la neurociencia cognitiva.
Douglas Hofstadter es un pionero de esta area y recientemente
escribié un libro muy interesante sobre el tema: “Surfaces and
Essences: Analogy as the Fuel and Fire of Thinking”. EI mecanismo
exacto por el cual el cerebro hace analogias todavia es desconocido.
Pero existen muchos modelos simples que imitan esta funcion

cognitiva de manera interesante, aunque aun incompleta [28].
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Dependiendo del tipo de representacion de analogias en los cerebros
artificiales o en los cerebros biologicos, varia mucho el tipo de
inteligencia. El software actual es impresionantemente inflexible a
causa de que no puede establecer correspondencias analdgicas entre
patrones similares. La realidad es extremadamente compleja vy
cadtica. Es muy dificil o quizds imposible encontrar 2 entidades
matematicamente iguales en la realidad. Es por esto que las
matematicas con las cuales los computadores actuales funcionan son
puramente platbnicas y no pueden capturar eficazmente la
complejidad del mundo real. Uno puede programar un sistema que
realice un monton de célculos exactos de una manera
extremadamente rapida y precisa porque las matematicas que

gobiernan esos modelos son totalmente precisas e inflexibles.

Pero que tal si se presenta el caso en el que un robot tiene que abrir
una puerta para resolver un problema. Primero que nada, no existen 2
puertas 100% iguales en el mundo. Entonces es necesario
categorizar el concepto de puertas de una manera flexible e
imprecisa. Una vez creadas las redes conceptuales que representan

las puertas, el robot puede predecir y extrapolar comportamientos y
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propiedades similares entre puertas similares. En cambio, de la forma
en que los sistemas actuales son pre-programados, el robot veria la
puerta y al no ser exactamente igual a la puerta que le programaron,
el robot la descartaria como si fuera un objeto diferente con diferentes
propiedades. Es decir, el robot cometeria un error tipo 2 o falso
negativo. Los falsos negativos son categorizaciones que son
erroneamente rechazadas por el proceso de inferencia. En este caso,
el robot podria tener la capacidad para entender y actuar sobre la
puerta pero no logra conectar las sensaciones visuales con las redes
conceptuales relacionadas con la puerta. Esto es sélo un ejemplo

entre los billones de aplicaciones que las analogias podrian resolver.

Un compromiso de disefio (engineering tradeoff) que los sistemas
analdgicos traen es que si se evita mucho los errores del tipo 2 o
falsos negativos, el sistema tiene la tendencia a cometer muchos
errores del tipo 1 o falsos positivos. Es decir, los sistemas
perceptuales ven cosas o0 establecen conexiones donde en realidad
no las hay (pareidolias). Evolutivamente hablando, los errores de tipo
1 son inofensivos, mientras que los errores de tipo 2 pueden ser
letales. Por ejemplo, si un animal ve un patron con forma de ojos en la

selva, piensa que es un depredador y se asusta, no hay problema
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porque solo fue un susto. Mientras que si un animal ve unos 0jos en
la selva y no los asocia con un depredador, el depredador puede
potencialmente comer al animal. Hay muchos ejemplos similares. De
esta forma, la seleccion natural molde6 nuestros cerebros para que
sean flexibles e imperfectos: Nuestros cerebros son muy susceptibles
a falsos positivos y raramente descartan falsos negativos. Nuestros
cerebros tienen la capacidad de extrapolar y predecir propiedades y
comportamientos de objetos desconocidos basandose en similitudes
con experiencias pasadas. Esto hace que nuestros cerebros parezcan
hiper-completos y expertos a pesar de haber explorado sélo una
pequefia porcion de nuestro mundo. Esto es un pre-requisito para
crear mentes artificiales creativas, flexibles, extrapolares y llenas de
recursos mentales. Es por esto que nuestros cerebros pueden
sobrevivir decentemente en este mundo complejo y nuestros
computadores simplemente no pueden entender la complejidad de

nuestro mundo.

Para crear es necesario tener una mente abierta y flexible que sea
capaz de examinar una gran cantidad de experiencias y de establecer
asociaciones entre los conocimientos aprendidos. Uno no nace ni con

las experiencias ni con las asociaciones. Estas se aprenden a lo largo
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de la vida. Pero hay que reconocer que uno nace con instintos
comunes a la especie. Decidir qué experiencias y qué asociaciones
son relevantes e importantes de recordar es un algoritmo de
basqueda de patrones sobresalientes. Hay 2 estrategias extremas
relacionadas con este algoritmo. La primera estrategia extrema es
tratar de recordar cualquier cosa sin juicio critico, lo cual hace perder
tiempo y recursos mentales valiosos. Es un error de tipo 1 en el que
se recuerda falsos positivos. En este caso la hipétesis es decidir que
patrén es sobresaliente o no. La segunda estrategia extrema es ser
demasiado critico al aprender experiencias y al establecer
asociaciones. Este es un error de tipo 2 en el que se podria descartar
conocimientos y asociaciones sobresalientes. Una mente demasiado
critica le quita alas a su creatividad porque a veces es nhecesario
cometer errores. Sobretodo en campos del conocimiento inexplorados
en el que la inteligencia y la memoria no ayudan mucho en las fases
iniciales del aprendizaje. En el aprendizaje no-supervisado, es
inevitable cometer errores y uno no deberia tomarlo como algo malo.
Los errores mas bien son parte del territorio. Para conocer bien el
territorio, es necesario explorarlo exhaustivamente incluyendo los
errores. Conocer bien los errores ayuda a cortar drasticamente el

espacio de patrones como en el ejemplo del buscaminas [35].
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Albert Einstein dijo algo sobre qué tan inevitable es cometer errores
en el aprendizaje: “Una persona que nunca ha cometido un error,
nunca ha intentado aprender algo nuevo.” Thomas Edison dijo que
cometer errores es solo una forma de conocer como funcionan las
cosas: “No he fallado. Sélo he encontrado 10.000 formas que no

funcionan.”

Otro punto importante de las analogias es que estas no deberian ser
pre-programadas en el sistema, sino mas bien deberian ser
aprendidas por el sistema, de preferencia con un algoritmo de
aprendizaje no-supervisado que adapte de la mejor manera posible
sus redes cognitivas y represente el entorno sin prejuicios ni
preconcepciones. El objetivo maximo del campo de la inteligencia
artificial general, que es crear una maquina con inteligencia similar o
mejor que los humanos, pareceria imposible cuando se asume que
las todas las expresiones de inteligencia son pre-programadas por
ingenieros. En realidad, esta tarea es imposible de esa forma porque
todas las expresiones de inteligencia son mas numerosas que todos
los atomos del universo, debido a las explosiones combinatoriales.

Pre-programar funciones cognitivas es un camino errado y sin salida.
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El método alternativo se llama machine learning o aprendizaje
automatico que consiste en programar algoritmos capaces de
aprender y crear representaciones muy flexibles del entorno. De esta
forma, las funciones cognitivas emergen de los cerebros biolégicos y
pueden emerger de los cerebros artificiales, a través del aprendizaje y

la auto-organizacion de las experiencias [7, 53].

Los patrones son estructuras espacio-temporales de materia/energia
qgue forman objetos reales o representan abstracciones de objetos
reales. Los patrones de alto nivel son necesariamente abstracciones
de objetos reales o relaciones entre patrones. No pueden ser objetos
reales. Un patron simple puede ser parte de un patrén complejo que
contiene estructuras formadas por patrones simples. Los patrones no
s6lo representan cosas concretas sino también relaciones abstractas,

asociaciones, analogias, transformaciones, etc. [41]

Tanto los estados del sistema como sus posibles acciones pueden ser
representados por patrones. Hay muchisimas formas de representar
patrones y muchisimos algoritmos que lidian con cada tipo de patrén.
Para esta tesis, los patrones de estados se representan con logica

difusa que mide el grado de pertenencia de las mediciones de las
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variables implicadas con respecto a unos bins o contenedores
multidimensionales o de varias variables asociadas. La funcion de
pertenencia seria el minimo de las funciones triangulares de
pertenencia para cada variable del sistema, lo cual genera hiper-
piramides cuya cuspide coincide con el centro del contenedor
multidimensional como en la Figura 6.2. Ese es el borrosificador. El
desborrosificador seria el promedio ponderado de las acciones
activadas. Existe fuerte evidencia neuro-fisiolégica que en el cerebro
existen borrosificadores y desborrosificadores. En el curso online “The
Brain and Space” en Coursera, la profesora Jennifer Groh explicé los
conceptos de maps y meters que corresponden a los borrosificadores

y desborrosificadores, respectivamente [61,62].
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A p(x1,x2) = min { Te(x1), T2(x2) }

Ta(x1)

X1

/

X2

Figura 6.2: Borrosificador de hiper-piramides basado en el
minimo de funciones de pertenencia triangulares

La auto-organizacion de la red se haria con el algoritmo de
reinforcement learning estableciendo correspondencias analOgicas
entre los contenedores multidimensionales del sistema que
representan los estados y las acciones. En este caso, la analogia se
hace a nivel de estados observados vecinos y se asume por
continuidad del hiper-espacio causal que los estados vecinos tienen

comportamientos y propiedades similares [63].

Una manera muy intuitiva, simple y a la vez efectiva para modelar la
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neuroplasticidad de las neuronas, es usar correlaciones entre eventos
para emular la causalidad, en caso de que los mismos eventos
siempre producen los mismos resultados para todos los casos. Es
cierto que la correlacion no necesariamente implica causalidad. Pero
la correlacion es el pre-requisito de la causalidad y si la correlacion
entre antecedentes y consecuentes se repite para todos los casos de
un mismo tipo de evento sin excepcion (entropia informacional baja),
uno puede comenzar a sospechar la existencia de la causalidad o al
menos una aproximacion bastante buena de causalidad. Otro método
es tomar en cuenta el componente del tiempo y el componente de la
complejidad o contexto que es el comodin para resolver

ambiguiedades [64].

En el libro “El Orden Sensorial’, el Dr. Joaquin Fuster (1999)

parafrase0 a Friedrich von Hayek:

La experiencia opera sobre eventos fisiolégicos y los
arregla en una estructura u orden el cual se vuelve la base
de su significado mental. En el curso del desarrollo
ontogenético o filogenético, un sistema de conexiones es
formado el cual registra la frecuencia relativa con la cual
grupos diferentes de estimulos internos o externos han
actuado juntos sobre el organismo. Cada impulso
individual o grupo de impulsos sobre su ocurrencia evoca
otros impulsos los cuales corresponden a los estimulos
que en el pasado han acompafado su ocurrencia [65].
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Queda claro que el cerebro es una maquina de inferencias
probabilisticas. Entonces el método de maximum likelihood entre
eventos se vuelve un buen caracterizador para la neuroplasticidad.
¢ Pero qué tal si hay pocos eventos? Habria que incorporar el Laplace
smoothing. ¢Y qué tal si el sistema funciona de una manera, el
cerebro artificial aprende esta manera y luego el sistema cambia su
comportamiento? La neuroplasticidad, por definicion, deberia resolver
este problema. Y cualquier modelo matematico que caracterice la
neuroplasticidad deberia adaptarse constantemente a los cambios del
sistema. Entonces, una solucion simple es no usar todo el historial de
eventos, sino mas bien crear una cola de eventos FIFO (First In, First
Out) que solo recuerde una cantidad de eventos N y que los célculos
de probabilidades mediante maximume-likelihood estimation se realice
en base a esos N eventos recordados y no a todos los eventos. En
este caso las asociaciones se harian a nivel de contenedores multi-

dimensionales [31].

Volviendo al modelo simple del subconsciente y la creatividad, los
procesos de decisidon markovianos se modelan con las ecuaciones de

reinforcement learning. Hay varios tipos de reinforcement learning.
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Este es uno de ellos [63]:

Cost(S,G,a)=)_ P(S,S",a)[T(S,S",a)+y-Cost(S',G,II(S',G))] 6.1)
T
I1(S,G)=argmin|{Cost(S,G,a)} (6.2)
Cost(G,G,a)=0 (6.3)
Donde:
S = Estado

S' = Estado siguiente
G = Estado Objetivo
a = Accién
Cost (S,G,a) = Costo de rutear desde el estado S hasta el estado
objetivo G a través de la accion a
P (S,S',a) = Probabilidad de ir desde el estado S hasta el estado S' a
través de la accion a
T (S,S',a) = Costo de la transicion desde el estado S hasta el estado
S' a través de la accién a

IT ( S,G) = Politica o accién refleja de como ir desde el estado S

hasta el estado objetivo G
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y = factor que reduce el peso de los estados futuros en la toma de

decisiones para favorecer a los estados mas actuales

Si uno examina cuidadosamente estas ecuaciones y el proceso de
decision markoviano de la Figura 6.1, uno se da cuenta que los
costos se propagan y se diluyen de manera probabilistica desde los
objetivos hasta cada estado alcanzable del sistema. Y si uno es mas
observador aun, queda claro que las iteraciones de estas ecuaciones
a lo largo del tiempo exploran todas las posibles combinaciones de
caminos causales que puedan haber hasta cierto horizonte de
iteraciones. Y estas posibles combinaciones de caminos causales
incluyen ciclos y lazos repetitivos, también conocidos como
obsesiones. Los caminos futuros y los posibles ciclos repetitivos no
afectan mucho las decisiones causales gracias al factor de reduccién

gamma.

Y si uno observa el desarrollo evolutivo de estas ecuaciones a lo largo
del tiempo, especialmente cuando los campos causales del sistema
varian, uno probablemente se da cuenta que las buenas noticias
(acortamiento o apertura de caminos causales) se propagan bien

gracias al argmin de la formula de las politicas. Pero las malas
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noticias (alargamiento o bloqueo de caminos causales) NO se
propagan bien debido al argmin de la formula de las politicas. Si el
cerebro funciona con mecanismos similares al reinforcement learning
y es muy probable que esto sea verdad, se puede decir que la mala
propagacion de las malas noticias tiene que ver con el sindrome del
miembro fantasma que ha sido estudiado por el neurocientifico
Vilayanur Ramachandran. Una persona nace con todas sus
extremidades y aprende a lo largo de la vida los campos causales de
estas. Luego ocurre la mala noticia de que pierde una extremidad y el
cerebro al buscar los caminos causales de minima accién, sigue
prefiriendo los caminos causales de las representaciones cerebrales
del miembro amputado en vez de adaptarse a la fea realidad. Otra
explicacion de dicho fendmeno es que el cerebro, el sistema nervioso
y el cuerpo siempre trata de sanar y reconectar los nervios cortados y
es preferible mantener esas representaciones fantasmas en caso que
ocurra dicha sanacién y reconexién. Pero con el tiempo dichas
representaciones fantasmas son reutilizadas e invadidas por otras
representaciones cerebrales vecinas. Por eso cuando las memorias
referenciables por contenido de esas zonas vecinas son activadas,

los miembros fantasmas también se activan [66, 67].
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Para eliminar el sindrome del miembro fantasma en los cerebros
artificiales, es necesario explorar todos los caminos posibles para
analizar el origen de los costos causales. Si estos costos causales
estdn basados en buenas condiciones del pasado, se deberia
verificar si estas condiciones todavia son validas o si ya no lo son. El
problema es que esto es muy costoso debido a las explosiones
combinatoriales que ocurren con cada iteracion del subconsciente
artificial. Y este seguimiento produce una arborizacion. Y en esa
arborizacion se deberia comprobar la existencia de ciclos. Un gran

problema.

La solucion es aproximar el MDP y hacerlo un PAC MDP (Probably
Approximately Correct Markov Decision Process). En vez de tomar en
cuenta todos los posibles caminos causales para calcular el costo,
s6lo se toma en cuenta el camino mas probable y menos costoso. El

resultado es el siguiente:

Cost(S,G)=min{maxP(S,S",a)[T(S,S',a)+Cost(S',G)]} (6.4)

a S’

Cost(G,G)=0 (6.5)
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Donde:
S = Estado
S' = Estado siguiente
G = Estado Obijetivo
a = Accion
Cost (S,G) = Costo de rutear desde el estado S hasta el estado
objetivo G
P ( S,S',a) = Probabilidad de ir desde el estado S hasta el estado S' a
través de la accion a
T (S,S',a) = Costo de la transicion desde el estado S hasta el estado

S' a través de la accion a

Esta formula no lo resuelve todo. Sélo hace que el calculo de los
costos causales se base en 1 sOlo camino en vez de un arbol de
multiples caminos. Cuando el costo se basa en 1 s6lo camino causal,
es mucho mas facil validar si las condiciones descritas por ese
camino todavia existen en la realidad y si no existen ciclos
(obsesiones o circulos viciosos). Al verificarlo, el sindrome del
miembro fantasma y las obsesiones o circulos viciosos desaparecen
del cerebro artificial. Pero sus costos son estimaciones aproximadas.

Es un algoritmo de PAC learning, no un algoritmo exacto. Pero el
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cerebro no es perfecto, solo lo suficientemente bueno como para

sobrevivir con dignidad.

Otro problema significativo es que la programacion dinamica es
computacionalmente costosa y es necesario hacer algo al respecto
sobretodo cuando el espacio mental tiene muchos estados. La
solucion a esto es hacer ruteos locales y formar clusters o
agrupaciones de estados en el siguiente nivel de complejidad. A este
nivel, el ruteo se hace a nivel de clusters. Y asi sucesivamente, se
van creando clusters que simplifican y relajan los calculos sin
preocuparse demasiado por los detalles de bajo nivel. Sino mas bien,
el ruteo se puede hacer a nivel global. El ruteo jerarquico evita las
explosiones combinatoriales. La jerarquizacion deberia ocurrir justo
cuando los ruteos locales comienzan a volverse computacionalmente

complejos.

El cerebro es jerarquico y explota la abstraccion para simplificar sus
procesos. Existe una gran cantidad de evidencia neuro-fisiologica y
epistemoldgica que lo confirma. El Dr. Joaquin Fuster dedicé mas de
40 afos de su vida a mapear las funciones cognitivas en los cerebros

de los primates y resumio sus hallazgos con el siguiente grafico que
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muestra la naturaleza jerarquica del cerebro [59]:

Executive memory Perceptual memory

Conceptual Conceptual

Plans Semantic

Programs Episodic

Acts Polysensory
Phyletic Phyletic
maotor 2 s % z sensory
Actions % v 2 &5 2
{ behavior, language ) Z 8 % z %
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Figura 6.3: El mapeo de la memoria cortical y la teoria de los
cognits del Dr. Joaquin Fuster [68]

Un problema serio que se deberia evitar es la multiple concurrencia:

Cuando los procesos de aprendizaje colisionan con los procesos de
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auto-organizacion del subconsciente. Lo ideal es que el cerebro
aprenda la geometria causal del sistema y luego auto-organice este
conocimiento aprendido para que emerjan soluciones creativas y que
se ejecuten sin pensar a través de acciones reflejas o politicas. Es
muy probable que el subconsciente se auto-organice mientras
dormimos. Pero seria interesante que las maquinas trabajen
incesantemente sin dormir y que a la vez sean capaces de crear
comportamientos reflejos y emergentes en tiempo real. Es ahi cuando
los problemas de multiple concurrencia aparecen. Este problema se
resolvié muy facilmente con Haskell, Software Transactional Memory
(STM), transparencia referencial y valores inmutables. En lenguajes
imperativos y con estado compartido como Java, resolver esto es

bastante complicado [16].

Algunas Analogias entre los Sistemas Nerviosos Bioldgicos y

los Sistemas Nerviosos Artificiales

El algoritmo de Bellman-Ford es una forma determinista de

programacion dinamica y tiene la siguiente férmula:
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D(x,y,z)=D(x,z,z)+min{D(z,y,w)] (6.6)

w

Todo algoritmo tiene estructuras de memoria y punteros que pueden
ser diagramados. Al diagramar las estructuras de memoria y punteros
generados por el algoritmo de Bellman-Ford con soporte de légica

difusa, se obtiene un grafico similar a este:
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Figura 6.4: Representacion grafica del algoritmo Bellman-Ford

Este grafico es una simplificacion muy radical de lo que en realidad

ocurre en la memoria del computador cuando se ejecuta el algoritmo
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de ruteo causal. Las estructuras y punteros generados son mucho

mas abundantes.

Si se compara la parte superior de la Figura 6.4 con la parte superior
de la Figura 6.5, uno se da cuenta que la capa L1 de las columnas
corticales se parece a las interconexiones auto-asociativas entre los
cognits artificiales (columnas corticales) de las matrices del algoritmo

de Bellman-Ford.

Figura 6.5: 6 capas de las columnas corticales [69]
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Y también se parecen a las proyecciones auto-asociativas de las

redes neuronales recurrentes en Figura 6.6 y Figura 6.7.

Figura 6.6: Red neuronal
recurrente [70]

Las redes neuronales recurrentes procesan secuencias temporales
de patrones como lo hacen los modelos markovianos. Y también son

capaces de hacer reinforcement learning [71].

Xp X XNz Xni
Figura 6.7: Otra red neuronal
recurrente [72]
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En las redes neuronales feedforward de varias capas (Figura 6.8) se
puede ver que tan interrelacionadas estan las neuronas artificiales:
Todas las neuronas artificiales de una capa se conectan con todas las
neuronas artificiales de otra capa para encontrar correlaciones. Las
redes neuronales recurrentes (Figura 6.6 y Figura 6.7) son muy
similares pero estas conectan una capa mas profunda con otra capa
menos profundas creando ciclos o secuencias temporales de

patrones [71].
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Figura 6.8: Red neuronal de 3 capas con muchas sinapsis [73]

La capa L1 de las columnas corticales (Figura 6.5) y la materia blanca

(Figura 6.9) se parecen mucho a las conexiones de las redes
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neuronales artificiales (Figura 6.8): Son axones que establecen
correlaciones de todos los cognits de una region contra todos los
cognits de otra region, directa o indirectamente [23,37]. La materia
blanca esta conformada por axones que interconectan varias regiones
de materia gris que estd conformada por cognits o columnas
corticales capaces de reconocer y generar patrones a través de las

interconexiones con otros cognits [59].

Figura 6.9: Materia blanca conformada por axones que conectan la
materia gris [74]

Un patron contiene estructuras y relaciones que conforman patrones
mas complejos y asi sucesivamente. Los patrones son relaciones

estructurales sobresalientes. Las redes neuronales llevan este
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paradigma al extremo porque correlacionan todos los cognits de una
region contra todos los cognits de otra region para hallar relaciones
estructurales sobresalientes. Es la representacion mas universal y
holista que puede haber: El teorema de aproximacion universal de

Cybenko [37].

En el libro “On Intelligence”, Jeff Hawkins (2004) explic6 como

funcionan las memorias corticales:

La regiones corticales descubren como los sensores estan
relacionados, memorizan la secuencia de correlaciones
entre ellos y usan esta memoria para predecir como los
sensores se comportaran en el futuro [6].

En el libro “On Intelligence”, Jeff Hawkins (2004) defini6 a los

invariantes neuronales:

La memorias son almacenadas en una forma que captura la
esencia de las relaciones, no los detalles del momento.
Cuando ves, sientes o escuchas algo, el cortex toma las
sensaciones detalladas y altamente especificas y las
convierte en invariantes. Los invariantes son almacenados
en memoria. Y son los invariantes de cada patron de
sensacion los que se comparan. El almacenamiento,
recuerdo y reconocimiento de memorias ocurre a nivel de
invariantes [6].

¢ Qué son los invariantes neuronales? En fisica, cualquier invariante o
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funcién obtenida por el proceso del reduccionismo es, por definicion,
una relacion causal [15]. Las redes neuronales son aproximaciones
funcionales adaptadas a los datos experimentales [71]. Este hecho
sugiere que las redes neuronales son relaciones causales complejas
o invariantes neuronales. Generalmente, los invariantes de la fisica
son funciones uniformes mientras que los invariantes neuronales

pueden tener patrones arbitrarios.

En el libro “On Intelligence”, Jeff Hawkins (2004) también definié a los
patrones neuronales:
En todo momento, un conjunto de fibras disparara pulsos
eléctricos, también llamados potenciales de accién o picos,

mientras otras fibras permaneceran calladas. Un patrén es
la actividad colectiva de un conjunto de fibras [6].

La arborizacion en las dendritas y los axones (Figura 6.10) es una
forma fractal de correlacionar rangos amplios de neuronas, como las
redes neuronales artificiales lo hacen. Los arboles fractales en las
neuronas maximizan la superficie de contacto 2D de las sinapsis y
minimizan el volumen 3D de las neuronas que es necesario para
alcanzar dicha superficie de contacto 2D. Esta dicotomia entre 2D y

3D crea una dimension fractal entre 2 y 3 [75]. El isomorfismo de las
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columnas corticales y sus heterarquias generan otro fractal

probabilistico [76].

Neuron Call Eudy'

Figura 6.10: Arbol dendritico y arbol
axoénico de la neurona [77]

Los fractales puros e infinitamente auto-similares de dimension 1.x
tienen un perimetro infinito con formas auto-similares que esta
encerrado en una superficie finita. Los fractales puros e infinitamente
auto-similares de dimension 2.x tienen una superficie infinita con
formas auto-similares que esta encerrada en un volumen finito. En los

fractales probabilisticos, la auto-similitud no necesariamente es



122
exacta ni tampoco infinita y sus patrones pueden variar. Los fractales
probabilisticos de dimension 1.x maximizan su perimetro con el que
forman patrones auto-similares y minimizan la superficie que los
encierra. Los fractales probabilisticos de dimensidén 2.x maximizan su
superficie con la que forman patrones auto-similares y minimizan el
volumen que los encierra. El libro “Introducing Fractal Geometry”
explica todo esto y ademas sugiere que las neuronas no son las
Gnicas en explotar las propiedades de las estructuras arboricoras y
fractélicas. Los capilares, el sistema circulatorio, los pulmones y otros
organos también lo hacen. Muchas estructuras en el cuerpo humano
estan compuestas de diferentes tipos de fractales (con diferentes
dimensiones fractalicas) que estan entretejidos entre ellos. Por
ejemplo: Nuestros pulmones fractalicos abarcan el area de una
cancha de tenis dentro del volumen de tan sélo unas pocas pelotas
de tenis. La superficie de contacto entre los alveolos y el aire se
maximiza. Y el volumen de los pulmones se minimiza para caber
dentro del pecho [75]. Otro ejemplo: Nuestra corteza cortical se
comprime en circunvoluciones que maximizan su area y por ende
maximizan el nimero de columnas corticales o cognits que estan

encerrados en un volumen craneal limitado [6].
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Figura 6.11: Nuestros pulmones fractalicos abarcan el area de una
cancha de tenis dentro del volumen de tan so6lo unas pocas pelotas
de tenis [78]

Una neurona promedio tiene entre 1.000 y 10.000 sinapsis. Esto
quiere decir que las ilustraciones de las neuronas biologicas y las
redes neuronales artificiales se quedan cortas con respecto al numero
de sinapsis o0 conexiones que realmente tienen las neuronas reales.
Las neuronas spindle son las neuronas de las emociones en el
sistema limbico y estdn mucho mas interconectadas puesto que
tienen 100.000 sinapsis aproximadamente. Esto sugiere que las

emociones son patrones mas holistas, mas complejos y de largo
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plazo [48].

Un ejemplo muy sencillo de patrones son los patrones de costura
(Figura 6.12). A bajo nivel, se puede observar formas y medidas que
son relaciones estructurales sobresalientes. A alto nivel, se puede
observar la geometria euclideana y el sistema métrico que son

comunes para todas las mediciones de bajo nivel.

11/11

18/20 18.5/18

26/30

15.5/26

27.5/36

Figura 6.12: Patron de costura con
medidas y relaciones sobresalientes
[79]

Otro ejemplo muy sencillo de patrones son los patrones y las
relaciones estructurales sobresalientes en rostros. En la Figura 6.13,
se puede ver que las fotos son traducidas a un lenguaje de relaciones

estructurales sobresalientes o invariantes para luego ser comparadas
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con las bases de datos de patrones de rostros. Los cerebros hacen

algo similar a esto [6].

Image Flexible Graph  Global / Local
adaptation Node graph

adapdation

Figura 6.13: Patrones y relaciones estructurales sobresalientes en
rostros [80]

En los sistemas de inteligencia artificial, nunca se debe pre-programar
algoritmos pre-existentes. Es mejor dejar que la maquina descubra
las geometrias causales de la Realidad y las relaciones estructurales
sobresalientes (patrones). La reduccion es una exploracién proactiva
e inconsciente de todo el espacio de recursos mentales, patrones de
la mente, e hipo6tesis. No es una receta directa y pre-programada para
resolver un problema. No es un sistema reduccionista. Es mas bien

un problema inverso en el cual la mente trata holisticamente de
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encontrar la receta. Si la mente no puede encontrar los patrones
mentales correspondientes para resolver problemas o para explicar
fendmenos, la mente trata de aprender o crear los elementos claves y
las piezas faltantes del rompecabezas mental. Entonces, tanto el
tiempo del algoritmo de reduccion como las recetas resultantes son
totalmente impredecibles, imperfectos, y no-garantizados. Las recetas

exitosas son siempre guardadas [3].

En el caso del reconocimiento de patrones, las caracteristicas
sobresalientes son aquellas que son criticas y cruciales para
reconocer el patrén. Si se quitan de la representacion de patrones, el
reconocedor de patrones comenzara a fallar. Lo mismo se aplica a los
modelos de pensamiento: Si se omite una caracteristica crucial y
critica, el comportamiento de la abstraccion se desviara
completamente de la entidad real. Y también se aplica a la
planeacion: Si se omite un ingrediente crucial y critico en la receta
para resolver el problema, no se lograra alcanzar el objetivo. La
busqueda de patrones sobresalientes es simplemente la navaja de
Ockham aplicada a las funciones cerebrales. Y también esta
profundamente relacionada con la criticalidad: Algunas cosas pueden

no tener importancia. Otras son muy criticas. Asi se aprende qué es
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importante [3].

Los procesos de aprender patrones sobresalientes y su reforzamiento
a través de la prueba de sus predicciones estan interrelacionados
porque son experimentales. La busqueda de patrones sobresalientes
es como el estereotipado. Por ejemplo: Uno puede predecir que un
perro ladrara y tendra 4 patas y una cola, si solo se ve la cabeza del
perro. Si no es asi y las predicciones del estereotipo son incorrectas,

sera un perro amorfo con patrones andémalos o una categoria distinta

[6].

La solucion para el problema de la reduccién autbnoma consiste en
inervar un conjunto hipercompleto de neuronas artificiales y a través
del darwinismo neuronal se selecciona el conjunto de patrones
temporo-espaciales que importan para la tarea. Sea esta
reconocimiento de patrones, abstraccion o planeacion. Un conjunto
simple pero no mas simple de lo necesario. En otras palabras, es una
meta-optimizacion en la cual se busca la topologia neuronal mas
simple que pueda representar correctamente los datos que se desea
entender. Meta-optimizar topologias neuronales encuentra patrones

sobresalientes porque la meta-optimizacion obliga a los patrones a
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pasar por el canal mas estrecho que es capaz de reconstruir los datos
[37]. Los cerebros inervan sefales casi redundantes porque sélo las
asimetrias pueden ser detectadas y porque patrones sobresalientes

pueden ser encontrados en sefales correlacionadas.

Figura 6.14: Sefiales cuasi-redundantes y correlacionadas en los
sistemas nerviosos [81]

En el libro “Recurrent Neural Networks and Soft Computing”, lgor
Beli€C (2012) explico la diferencia entre las aproximaciones basadas

en modelos y las aproximaciones sin modelos:

Otro detalle muy importante que justifica el uso de las
redes neuronales es la ausencia de una descripcion
matematica apropiada del problema a modelar. Las redes
neuronales son aproximadores sin modelos (Figura 6.15),
esto significa que son capaces de modelar sin tener
conocimiento previo de la naturaleza del sistema a modelar.
Para las técnicas clasicas de aproximacién, a menudo es
necesario conocer el modelo matematico béasico del
problema aproximado. La aproximacion de los minimos
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cuadrados (modelos de regresién), por ejemplo, busca el
mejor ajuste de los datos proveidos para la funcién
conocida que representa el modelo (Figura 6.16) [71].

N
AN
S ==

~—~Z 7
SO 477:;"‘
< o< AN
//A"\‘{§ . / Output layer

Input layer

. Hidden layer

X >y » 7z, €—o, Target

Figura 6.15: Las redes neuronales son aproximadores sin modelos

Recordando el capitulo del sistema basico de vision artificial:
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Figura 6.16: La aproximacion de minimos cuadrados (modelos de
regresion) busca el mejor ajuste de los datos proveidos para las
funciones conocidas que representan los modelos
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Por ejemplo, las cuerdas vocales, bocas, labios y lenguas obedecen a
las leyes de la fisica pero tienen patrones estructurales complejos que
los hacen dominios raros. Entonces los cerebros nunca caracterizan
las voces con matematicas. Las redes neuronales mas bien aprenden

Su esencia holista sin explicaciones causales.

En general, X1, X2, ... , Xn obedecen a las leyes de la fisica pero
tienen patrones estructurales complejos que los hacen dominios
raros. Entonces los cerebros nunca caracterizan sus efectos con

matematicas. Las redes neuronales mas bien aprenden su esencia

holista sin explicaciones causales.

i : . m ; ,
Figura 6.17: Algunas ramificaciones de la historia de la vida segun
todos los bhiélogos y neurocientificos del mundo [82,83,84,85,86,87]
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En la Figura 6.17, se puede ver algunas ramificaciones de la historia
de la vida. La sopa primordial, predicha hacia el pasado por Stanley
Miller, dio origen a los componentes del DNA: T, C, G, A. Estas
moléculas son capaces de codificar, interiorizar y auto-replicar
informacion relevante a la supervivencia de los organismos. Estas
moléculas formaron sinergias y simbiosis en varios niveles de
complejidad para dar origen a protovirus, virus, proto-organismos-
unicelulares, organismos unicelulares, organismos pluricelulares,
reflejos, movimientos, sensaciones, percepciones, prediccion de

acciones, cerebros, etc [54].

En la evolucion bioldgica, la evolucion tom6 el camino de la
mimetizacion de inversas causales para predecir los movimientos por
muchas razones. Si no fuera asi, no existiriamos. En la evolucion
tecnoldgica, los investigadores de inteligencia artificial afrontamos la
misma decision. Tenemos que decidir entre la mimetizacion de
inversas causales para predecir los movimientos de los robots o
modelar inflexiblemente y perfectamente con el reduccionismo. El
camino de la mimetizacion de inversas es aproximado y propenso a
errores. En cambio, el camino del reduccionismo inflexible y perfecto

es imposible. Porque los sistemas raros tienen observabilidad parcial;



132
son muy complejos y cadticos; y es necesario transferir sus patrones
sensados desde la Realidad hacia los cerebros artificiales. En otras
palabras, es necesario aprender sus patrones e interrelaciones. No

hay otro camino [3].

6.4. Demostracion del Ruteo Causal con un Laberinto Editable

Para ver la demostracion del Laberinto Editable, se abre una ventana
de terminal. Luego se entra al directorio de la tesis y se ejecuta el

script editable-maze.sh. Se deberia ver una ventana como esta:

N R |
VEERRKNNRNRN
RN NN R

Figura 6.18: Aplicacion del Laberinto
Editable

Si se hace click izquierdo en el laberinto, se crean o se borran sus

bloques. Y de esta forma la geometria causal del sistema cambia. Y
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en medio de estos cambios, el cerebro artificial es capaz de auto-
organizar y reprogramar sus conexiones causales en tiempo real, sin
colisiones de memoria entre los procesos de aprendizaje y de auto-

organizacion. (Gracias a Haskell [9] y a STM [16].)

El circulo rojo es el objetivo y las flechas indican los reflejos
condicionados o politicas para alcanzar ese objetivo. El objetivo se lo

cambia automaticamente al mover el raton.

Si se modifica lo suficiente el laberinto, se crean buenas y malas
noticias. Ambos tipos de noticias son propagadas sin ningun
problema. Y la naturaleza aproximada y probabilistica del algoritmo

no afecta la coherencia de las decisiones.

El modelo de transicidn del robot virtual en grid world es el siguiente:
Si se mueve en una direccion, es probable que se mueva a esa
direccién pero también es probable que no se mueva 0 que si se

mueva pero un poco desviado hacia los lados.

Cuando recién se propagan los costos a través de los caminos

causales o cuando hay malas noticias, uno se da cuenta como los
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costos se propagan desde los objetivos hacia todos los estados del

sistema. Asi es como funciona la programacion dinamica.

Esta demostracion no tiene capacidad de aprendizaje porque el
campo causal es totalmente observable por el sistema. Sin embargo,
el ruteador causal deberia aprender los campos causales a partir de
la exploracion y generar reflejos condicionados a partir de la auto-
organizacion. No todos los campos causales son campos invariantes.
Los campos invariantes tienen una entropia informacional baja puesto
gue concentran toda su causalidad en distribuciones probabilisticas
mas estrechas. Por ejemplo: Las sinergias neuro-motrices y la
geometria proyectiva de la vision. Los reflejos condicionados (Figura
6.18) son rutas causales precalculadas aplicables a campos
invariantes. Pueden ser ejecutivos (politicas) o perceptivos

(predicciones).



CAPITULO 7

7. PROBLEMA NO RESUELTO: BRAZO ROBOTICO

QUE ESCRIBE EN UNA PIZARRA VIRTUAL

7.1. Introduccién

Si se toma el problema del doble péndulo invertido y se le agrega 2
motores capaces de generar torques para controlarlo, se obtiene un
brazo robdtico. Este brazo robédtico se lo puede modelar con la
mecanica de Lagrange. El resultado es un espacio multidimensional

altamente cadtico, continuo, simétrico y platonico. Este brazo virtual
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es puramente platénico. En realidad no existen brazos reales que

sean continuos y simétricos en el mundo real.

El cerebro es capaz de capturar imperfectamente la esencia de los
sistemas raros a través de las redes complejas de patrones. Estas
redes aprenden la complejidad de los sistemas raros a través del
darwinismo neuronal descrito por el neurocientifico Gerald Edelman.
Es un proceso de asociacidon, adaptacion, prediccidon, expectativa y
refuerzo o debilitamiento dependiendo si se cumplen o no las

predicciones [5,13,88].

Las redes complejas de patrones pueden aprender tanto los sistemas
raros como los sistemas simétricos producidos por la ciencia y las
matematicas. Porque los sistemas simétricos son mucho mas

predecibles que los sistemas raros.

En teoria, si se le provee suficientes recursos computacionales a un
cerebro artificial, este seria capaz de aprender las geometrias
causales y simétricas del brazo robdético descrito en este capitulo.
Pero lamentablemente, este brazo es impresionantemente

incontrolable puesto que no es un brazo comun y corriente. La forma
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en que se aplica los torques al brazo son muy similares a como los
motores eléctricos mueven a un ventilador. O sea, que controlar este
brazo virtual tiene una dificultad similar a la que tiene controlar la
posicion de las aspas de un ventilador. De hecho, si se aplica la
maxima potencia a los 2 torques en la misma direccion, el brazo
virtual parece un ventilador. Controlar este brazo virtual es un poco
mas dificil que controlar precisamente la posicion de las aspas de un
ventilador porque las posiciones de las aspas tienen simetria bilateral
y de esa forma hay equilibrio estatico y dinamico. Mientras que
controlar el brazo virtual siempre tiene la tendencia a caer y
controlarlo precisamente mientras esta arriba es muy complicado.
Ademas, hay que recordar que este brazo robotico es un doble
péndulo invertido con 2 motores controladores. Lo que es equivalente
a tener un ventilador con una aspa y en el extremo de la aspa hay
otro ventilador con una aspa. Todo lo dicho anteriormente, se puede
probar en la demostracion virtual. En vez de utilizar motores rapidos y
gue pueden girar completamente, seria mejor utilizar “gimbal motors”
gue son mas lentos, mas potentes y no pueden girar completamente.
Los robots reales son mucho mas controlables que el robot virtual de

la tesis.
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Para controlar ventiladores o brazos virtuales como este, es necesario
discretizar el espacio simétrico en contenedores multidimensionales
usando logica difusa. Una discretizacion difusa deberia tener al
menos los siguientes elementos para ser algo aceptable: Cada
articulacion deberia tener al menos 16 angulos (cada porcion del
cuadrante tendria 22.5 grados) y 5 velocidades angulares (muy
negativo, negativo, neutro, positivo y muy positivo). O sea, 80
combinaciones por cada articulacion. Y hay 2 articulaciones: 8072 =
6.400 combinaciones por las 2 articulaciones. Cada motor tendria al
menos 5 tipos de torques: Muy negativo, negativo, neutro, positivo y
muy positivo. Como hay 2 motores entonces habrian 5*2 = 25 tipos
de sinergias motrices o combinaciones de acciones. 6.400 * 25 =
160.000 combinaciones de variables difusas por brazo. Y a esto hay
que hacer iteraciones para auto-organizar subconscientemente los
reflejos emergentes del sistema. Cada iteracion del sistema tiene
orden polinbmico. Es decir, 160.000"N célculos por iteracion del
subconsciente artificial, donde N es el orden del polinomio. Lo cual
imposibilita momentaneamente la aplicabilidad de este cerebro

artificial debido a la maldicion de la dimensionalidad de Bellman [89].

Controlar perfectamente a este brazo robdtico virtual para que dibuje
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las letras en la pizarra virtual podria incluso requerir mas resolucion
cognitiva que el estimado anterior. La imposibilidad de aplicar este
cerebro artificial va a cambiar pronto puesto que actualmente hay
GPUs con 5,000+ cores y con 12 Gb de memoria pero cuestan
$3,000 aproximadamente. Es decir, gracias a la ley de los retornos
acelerados y la ley de Moore, pronto los computadores tradicionales
tendran similares caracteristicas a un precio reducido. Incluso, los

smartphones tendran similares caracteristicas [76,90].

Para resolver este problema con menos recursos computacionales
habria que resolver el binding problem que consiste en identificar
regiones con caracteristicas similares y sus relaciones en el espacio
caotico del sistema dinamico del brazo virtual, con el fin de reducir la
dimensionalidad del problema. Esto es similar a la identificacion de
objetos y sus relaciones en una escena. Es similar al binding entre las
sensaciones y las percepciones. Desafortunadamente, el binding
problem es un problema no resuelto de la inteligencia artificial que
miles de pensadores lo han analizado y lo han tratado de resolver
durante miles de afios. Pero es muy probable que pronto sera
resuelto. Es probable que el deep learning ayude a resolverlo. Las

redes neuronales recurrentes (RNN) son similares a los procesos de
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decision markovianos (MDP). Pero a diferencia de los MDP, las RNN
son naturalmente jerarquizables y reducen la dimensionalidad del
problema por medio de regiones complejas y sobresalientes de
patrones que generalizan la I6gica difusa. Es probable que la solucién
del aprendizaje y auto-organizacion en tiempo real de geometrias
causales venga por el camino de las RNN. Lo malo es que las RNN
son mucho mas costosas computacionalmente que los MDP. Pero
hay métodos matematicos muy prometedores que van a acelerar
radicalmente el tiempo computacional de las redes neuronales en

general.

A pesar de no haber resuelto el problema, la geometria del brazo
robdtico es un ejemplo claro de un espacio simétrico y sirve para
contrastarlo con los espacios raros que el cerebro maneja. Hay que
enfatizar la importancia de los espacios raros en el cerebro. Los
cerebros de los animales nunca aprenden matematicas
reduccionistas y sin embargo se mueven y ven mucho mejor que los
robots basados en matematicas reduccionistas. Un ser humano
puede aprender matematicas reduccionistas pero estas son
simbdlicas y de alto nivel. Para moverse o para ver, los seres

humanos y los animales en general nunca usan matematicas
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reduccionistas. Los bebés nunca aprenden la mecanica de Lagrange
para moverse ni la geometria proyectiva para ver. Mas bien mapean
la esencia y lo mas relevante de los espacios raros. Los cerebros
realizan sus funciones cognitivas mediante mecanismos asociados a
estructuras moleculares mientras que la inteligencia artificial funciona

con algoritmos y matematicas ejecutadas en una maquina de Turing.

Asimismo, los animales nunca calculan inversas ni nunca hacen
induccion causal como los matematicos lo hacen. (Leer los capitulos
4 y 5.) Los matematicos caracterizan los fendmenos de la naturaleza
con curvas y formulas mediante el reduccionismo cientifico. Y luego,
si necesitan calcular algo, despejan las variables o calculan la
solucion de las ecuaciones diferenciales. Los animales nunca hacen
esto. Mas bien, mediante sus redes cognitivas, los animales aprenden
los patrones, el contexto y la aplicabilidad de las inversas de los
espacios raros en los cuales viven. Esta es la forma como los
animales hacen induccion causal y solucionan el problema inverso de
la inteligencia. Por cierto, aprender el control difuso de los robots

también es un problema inverso.
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7.2. Modelo Matematico Reduccionista del Brazo Robético

Para modelar un brazo robdtico virtual, la siguiente figura es un buen

modelo fisico:

Figura 7.1: Modelo fisico del brazo robotico

En la figura anterior, las partes del brazo tienen forma arbitraria y los
centros de masa son C; y C.. Pero en la tesis, las partes del brazo se
modelan como placas rectangulares girando en torno a su extremo

como en la siguiente figura:
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Figura 7.2: Placa rectangular girando en torno a su
extremo

El momento de inercia de una placa rectangular que gira en torno a

Su extremo es [1]:

2 2
I :m-h Lmw
¢ 3 12

(7.1)

El momento de inercia de (7.1) fue calculado por la siguiente integral

volumétrica:

IP:fvp(r)~r2-dV (7.2)

Antes de proceder al calculo del Lagrangiano, es necesario calcular
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los puntos relevantes del sistema. Para esto es necesario la matriz de

rotacion en sentido de las manecillas del reloj:

cosO sinH

R(—0)=
( ) —sin® cosH

(7.3)

Para calcular la posicion de una varilla que gira en torno a su extremo
en sentido de las manecillas del reloj y que su angulo inicial es el eje

de las y, es necesario usar estas formulas:

0
D.

1

0+D;-sin6,
0+D;-cos0,

D;sin6,
D.-cos 6,

cosO; sin0,
—sin®, cos0,

di: . = =

(7.4)

Usando las férmulas anteriores, se puede calcular la posicion del

centro de masa 1:

C,=0,+1,,-d,= Oy tlgsinb || x (7.5)
Oly+lgl-cose1 Y,
Y la velocidad del centro de masa 1:
¢ = X|_ lgl-cosﬁl-e'% (7.6)
Vo) | =1,sin, 6, '




145

También se puede calcular la posicion de la segunda articulacion:

O, +1,-sinf
0,=0,+ld=| "™ 1 ! 7.7
SRS Oly+ll~COSGI (7.7)
Y se puede calcular el centro de masa 2:
C2202+192.d2: OZX+lgz.Sln82 = OlX+ll.Slnel+lgz.51n62 = X2 (78)
0,,+1,,cos6,] |0, +I,-cosb,+1 ,-cos6,| |y,
Y la velocidad del centro de masa 2:
Co= Xy _ ll’COSGI‘e‘l""ng‘COSGfe.z. (7.9)
“\y,) |=L-sin6,-6,~1,,'sin0,, '

Una vez que se ha calculado todas las coordenadas relevantes y sus
respectivas derivadas con respecto al tiempo (derivadas temporales),

se procede a calcular el Lagrangiano:

1 2.1 2 1 2. 1 2
LZE'I1'w1+§'m1'V1_ml'g')’l"'E'Iz'(”z"'E'mz'Vz_mz'g'Y2 (7.10)
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Donde:

V=x2+y? (7.11)

Al reemplazar todas las coordenadas y sus derivadas temporales en
el Lagrangiano y al simplificar las expresiones resultantes, obtenemos

la siguiente expresion final del Lagrangiano:

L:%-e'f-[lﬁml-lgf]+%-12-e'22—ml-g-(01y+1g1-cosel)— m,-g-(O, ,+,-cos 0+, ,-cos 6, )
1 . o _ (7.12)
+§'m2'[112'612+2'll'lgz'el'62'C05(61_62)+1922'622]

Ahora se procede a aplicar las ecuaciones generalizadas del
movimiento y de las fuerzas externas, para de esta forma obtener al
final el sistema de ecuaciones diferenciales que describen el

comportamiento del sistema dinAmico asociado al brazo robaético [43]:

n

o|0L| OL or;

AT ==L Fra 7.13
at{aqj] aq, 2 3q, (7.13)
Del lado izquierdo esté el movimiento del sistema. Y del lado derecho
estan las fuerzas externas que influyen sobre la trayectoria del

sistema. El torque sOlo genera fuerzas que estan alineadas con la

trayectoria del sistema. Entonces los torques van directamente en las
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ecuaciones. En el caso de las fricciones, ocurre algo similar puesto
que la friccion es proporcional a la velocidad angular, pero negativa.
Entonces las fuerzas externas que influyen sobre el sistema quedan

expresadas de esta forma:

. or.

Qj:; Fl.-a—q’j (7.14)

T=rxF (7.15)
Q,=1,—k;-6, (7.16)
Q,=7,— k0, (7.17)

Ahora se procede a calcular las ecuaciones generalizadas del

movimiento para el brazo robdtico virtual:

—0|oL) oL

=% |a6, | 38, (7:18)
—0|0L| oL

Qz—at ae'z] 29, (7.19)
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Calculando cada uno de los componentes del movimiento y

simplificando sus expresiones matematicas, se obtiene:

oL :
ﬁ:61-[11+m1-1912+m2-112]+m2-ll-lg2-cos(61—82)-82 (7.20)
1
% S_GL]:[11+m1'1g12+m2'l12]'61'”“2'Il'lgz'[_Sin(ef62)'<61_62)'62+COS(61_62)'62] (7.21)
oL . . Coa
a—elzml-g-lglsm61+m2-g-ll-smGl—mz-ll-lﬁ-ﬂl-ez'sm(61—62) (7.22)
oL - :
E:@2-[12+mz-1922]+m2-11-192~el-cos(91—62) (7.23)
2
o|0L| 4 2 & Vo y 0
5[6_62]_62'[12'*'”72'1;;2 ]+m2'11'192'[el'cos(el_ez)_el'sm (6,—6,)-(6,—6,)] (7.24)
oL . S
W:mz-g-lg2-sme2+m2-ll-lgz-e)l~(az-51n(el—ez) (7.25)

2

Una vez calculados los componentes del movimiento y las fuerzas
externas del sistema, se procede a generar el sistema de ecuaciones

diferenciales que describen el sistema dinamico del brazo robdtico:
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_o|0L| OL _ -
(%‘52561_5Q_T“k“61 (7.20)
_9o|0L| OL _ :
Q=7 36, | o8, ki (727

Reemplazando los valores de la formula anterior, se obtiene el
sistema de ecuaciones diferenciales en forma matricial que describen

el sistema dinamico del brazo robético [91]:

ay,=I+m1 +my 1’ (7.28)
au:am:mz-ll-lgz-cos(ﬂl—()z) (7.29)

a,,=L,+myl,,’ (7.30)
b1:—m2-ll-lg2-sin(61—62)-622+g-sin 81-(m1-lgl+m2-ll)+rl—kf1-61 (7.31)
bzzmz-ll-lgz-sin(61—62)'912+m2-g-1g2-sin 62+rz—kf2-62 (7.32)

0,
0,

a;; dg,

_|b,
= bj (7.33)

ay; a,
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Parece muy complicado e intrincado, pero este sistema de
ecuaciones diferenciales en forma matricial no es tan dificil de
resolver de manera numérica. Para resolverlo, asumimos que las
Unicas variables del sistema son las aceleraciones angulares y el
resto de variables permanecen constantes. De esta forma, se puede
calcular las aceleraciones angulares por medio de la regla de Cramer

del algebra lineal:

0= (7.34)

0,=———— (7.35)

Al principio, se le asigna al sistema unos valores iniciales muy
cercanos al cero. No deberian ser cero porque se crearia un equilibrio
irrealista. Los ceros tienen propiedades matematicas especiales.
Romper la simetria es necesario para causar un pequefio movimiento

gue cause desequilibrio.
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0,~0 (7.36)
w,~0 (7.37)
0,~0 (7.38)
,~0 (7.39)

Se comienza con esos valores iniciales. Posteriormente en cada
iteracion, se calcula las aceleraciones angulares con (7.34) y (7.35). Y
se calcula los siguientes valores de los angulos y de las velocidades

angulares con las siguientes ecuaciones:

—00 A6
0=~ (7.40)
0,.,=0,+0-At (7.41)
—0o Aw
=z N0 (7.42)

W, =0, to-At (7.43)
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Al usar las ecuaciones anteriores, se itera constantemente el sistema
haciendo pequefias modificaciones a las variables del sistema. Es
necesario calcular en cada iteracion el tiempo transcurrido que

normalmente esta en el orden de milisegundos.

Este brazo robdtico tiene muchos parametros que fueron tuneados
manualmente y que aparentemente funcionan bien haciendo que la
animacién parezca realista. Pero los parametros pueden ser

mejorados. Habria que hacer mas experimentos.

La animacién es muy fluida y en tiempo real. Esto se debe a la forma
que se calcula la solucion del sistema de ecuaciones diferenciales
que caracteriza el sistema dinamico del brazo robético. Si se hubiera
utilizado otro método numérico como Runge—Kutta o incluso un
método simbdlico por medio de grupos Lie junto con analisis
funcional, la animacién no seria muy fluida que digamos por la gran
cantidad de calculos que se necesitare hacer. Entonces es
aconsejable extrapolar y utilizar el método de la tesis para resolver
otros sistemas dinamicos gobernados por sistemas de ecuaciones
diferenciales que son muy complejas e intrincadas. EI modelo de

spikes neuronales de Hodgkin-Huxley podria beneficiarse del método
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de la tesis [42,92].

En este capitulo, la regla de Cramer no solo resuelve el complicado
sistema de ecuaciones diferenciales del brazo robético; sino que
también muestra qué tan causalmente enredados son los sistemas
dinamicos basados en Lagrangianos. La regla de Cramer forma
divisiones de determinantes de las matrices con las variables del
sistema y de esta forma todas las variables se mezclan con todas las
variables. Si los sistemas dinamicos de baja dimensionalidad pueden
ser muy causalmente enredados, los cerebros son incluso mas
causalmente enredados y dificiles de resolver a través del
reduccionismo. Otro ejemplo de esto es que el profesor Dale Purves
admitio que el enredo causal en el problema inverso de la vision es
muy dificil de resolver a través de métodos reduccionistas. La
evolucion del cerebro resolvio esto de una forma muy inteligente: No
hay necesidad de calcular inversas como los matematicos lo hacen.
Las redes adaptativas pueden aprender los patrones, contextos y

aplicabilidades de las inversas en vez de calcularlas.

El reduccionismo aisla los fendmenos para intentar caracterizarlos

con curvas platonicas. Pero la naturaleza no esta aislada. Los
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campos causales de la naturaleza forman sinergias y antagonismos,
creando patrones discontinuos, asimétricos y discretos. Por ejemplo,
hay sistemas raros como los lenguajes naturales y las interacciones
sociales que son anti-algebraicos porque a menudo carecen de
propiedades algebraicas como la totalidad, asociatividad, identidad,
invertibilidad y conmutatividad. La teoria de patrones es mas general
y soluciona los problemas de la matematica platonica. Los patrones y
relaciones discontinuos, asimétricos y discretos de la naturaleza estan
reflejados en la estructura del sistema nervioso: Grupos neuronales
(patrones) y axones (relaciones). Los patrones discretos pueden
emular los campos continuos, pero no viceversa. Las redes
adaptativas pueden representar tanto los sistemas raros como los
mapas de las formulas simétricas. Pero las formulas simétricas no

pueden representar los sistemas raros.

Al observar la Figura 7.3, uno deberia darse cuenta que los 2
sistemas son fundamentalmente el mismo tipo de problema. Quien no
esté de acuerdo, no es capaz de extrapolar, carece de imaginacion,
carece de creatividad y comete un error de tipo 2 (falso negativo). Un
aspecto fundamental de la creatividad y la imaginaciéon es la

capacidad de extrapolar algunos aspectos de los conceptos a traves
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de analogias. Esta capacidad es crucial en dominios versatiles como
los modelos de Markov y también las redes neuronales cuyas 10
lineas de pseudocddigo son aplicables a cualquier problema gracias
al teorema de aproximacion universal de Cybenko. Hay que abrir la

mente a un sinnumero de aplicaciones.

{ LS
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Figura 7.3: Fundamentalmente, son el mismo tipo de problema

En este caso los espacios de estados y acciones del brazo robaético
pueden particionarse en bins multidimensionales convirtiéndose en un
grid world que puede resolverse con MDP. Pero grid world es muy
rectangular e inflexible. Por esto, las redes neuronales son mas
aplicables a la robdtica porque generalizan la légica difusa y sus
estados son regiones no-euclideanas, complejas, sobresalientes y
con propiedades similares. Ademas las redes neuronales recurrentes

son naturalmente jerarquizables y reducen la dimensionalidad de los
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sistemas. Pero por el momento, las redes neuronales son mas lentas

que los MDP.

7.3. Uso y Demostracion de la Aplicacidon

Para ver la demostracion, es necesario abrir el terminal y entrar al
directorio de la tesis. Y luego ejecutar el script robotic-arm.sh. Este

script funciona para los sistema operativos Mac y Ubuntu.

A continuacion, se ve la aplicacion del brazo robético virtual el cual
puede ser controlado por los 2 torques de los motores eléctricos. En
la esquina inferior derecha esta el espacio de acciones cuyo eje de
las X corresponde con el torque 1 del brazo roboético (motor en la
primera articulacion) y cuyo eje de las Y corresponde con el torque 2
del brazo robético (motor en la segunda articulacion). Con las flechas
direccionales del teclado es posible mover el cursor del espacio de
acciones y también se puede moverlo arrastrando el boton izquierdo

del raton.

También es posible escribir los caracteres a dibujar en la pizarra. Son
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caracteres validos las letras, los numeros, el espacio y el guién. Al
escribir caracteres por medio del teclado, estos se grafican con un
color gris claro que casi ni se ve en el fondo blanco. Pero cuando el
extremo del brazo robotico toca sus pixeles, estos pixeles
automaticamente se grafican con color negro que contrasta
fuertemente con el fondo blanco. Si se modifican los caracteres,
habran algunos pixeles dibujados por el brazo robdtico que ya no
corresponden con las letras a dibujar. Estos pixeles se marcan con
rojo para indicar que son pixeles erroneos que deben ser borrados.
Para borrarlos, el extremo del brazo robético debe pasar por ellos y

estos pixeles automaticamente vuelven a ser blancos.
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o~ Robotic Arm

L
Figura 7.4: El videojuego del brazo robotico

El objetivo del videojuego es cambiar todos los pixeles de color gris
claro a negro y todos los pixeles de color rojo a blanco. Cuando se
logra este objetivo, el fondo de la pantalla se vuelve amarillo para

indicar que se ha ganado el videojuego:
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Figura 7.5: El videojuego del brazo robético cuando se ha
ganado



CONCLUSIONES Y RECOMENDACIONES

CONCLUSIONES

1. La computacion clasica hace deduccion causal (de causas a efectos)
basada en modelos causales pre-programados. Mientras que la
inteligencia artificial va en el sentido contrario de la causalidad porque
hace induccién causal (de efectos a causas) que aprende modelos

causales [12].

2. La induccién causal es un aspecto fundamental de la inteligencia.
Probablemente es el mas importante porque la induccién causal ayuda

a predecir. Los 3 algoritmos de la tesis (el reconstructor de imagenes
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mentales, el caracterizador evolutivo y el ruteador causal jerarquico)
hacen induccién causal y por esto son aplicables a una amplia gama
de problemas de inteligencia artificial, no sélo a las aplicaciones

descritas en la tesis [12,44].

Las matematicas reduccionistas son un caso especifico de las redes
complejas de patrones (holismo). Porque las matematicas
reduccionistas emergen del pensamiento que esta conformado por
redes complejas de patrones. En otras palabras, las redes complejas
de patrones podrian ser consideradas como una especie de meta-

matematicas.

Las redes neuronales conforman todo el conocimiento, todas las
percepciones (incluyendo los sentimientos) y todos los planes. Se
forman a lo largo de la vida con la experiencia por el establecimiento
de conexiones y asociaciones entre neuronas. Por eso las personas
piensan diferente. Pero también hay similitudes de pensamientos entre

las personas gracias a que se percibe un mismo entorno [23].

La memoria esta representada por codigos relacionales. Uno percibe

patrones y estos tienen sentido y significado por las relaciones entre
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sus partes. El todo, el significado de los patrones, lo definen las
relaciones entre las partes, y no es reducible a las partes en si. El todo
es mucho mas que la suma de las partes por separado. Son las

relaciones entre las partes que le dan un valor agregado al todo [59].

Las memorias primarias, tanto sensoriales como motoras, son
modulares. Pero a medida que se sube en la jerarquia cortical, la
memoria cortical se va haciendo mas interconexa, mas asociativa,

mas compleja, mas amplia, mas difusa y mas robusta [23].

Las redes neuronales profundas (deep learning) pueden ser vistas
como campos causales traslapados que reconstruyen imagenes
mentales porque las neuronas artificiales representan regiones de
activacion e inhibicion que son delimitadas por hiperplanos. Estas
regiones del espacio mental pueden sumarse, traslaparse vy
componerse para formar caracteristicas complejas (regiones
complejas) para el reconocimiento de patrones complejos. Las redes
neuronales aprenden y se entrenan con la técnica de descenso del
gradiente, que son su método de auto-organizacion y meta-
programacion. Ademas, el deep learning puede usarse para reducir la

dimensionalidad del reinforcement learning. El deep learning puede
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hacer reinforcement learning a nivel de patrones sobresalientes cuyos
estados serian regiones complejas que generalizan la légica difusa.
Ademas los procesos de decision markovianos son dificiles de
jerarquizar; mientras que las redes neuronales recurrentes son
naturalmente jerarquizables. Pero primero se necesita acelerar su
tiempo algoritmico. Un solo paradigma, el deep learning, cubre los 3
paradigmas de la tesis: Reconstruccion de imagenes mentales,
caracterizacion evolutiva y ruteo causal. Por esto y por muchas

razones mas, el deep learning tiene un futuro prometedor.
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RECOMENDACIONES

1. Se deberia usar ampliamente algoritmos de induccién causal en los
sistemas de inteligencia artificial. De esta forma se crea inteligencia

artificial verdadera capaz de predecir y entender el entorno [6].

2. Se deberia limitar el uso de modelos causales pre-programados en la
programacion de inteligencia artificial: Deduccién causal que va desde
las causas (modelos) hacia los efectos (comportamiento). Se deberia
programar a la maquina para que esta sea capaz de aprender
(machine learning) los modelos causales a través de la observacion y
exploracién: Induccién causal que va desde los efectos

(comportamiento observado) hacia las causas (modelos) [19].

3. Asimismo los programadores deberian evitar en lo posible hacer el
proceso de reduccién y programar en la maquina los modelos que
ellos crearon porque de esta forma no dejan que la maquina séla
encuentre sus modelos. La verdadera inteligencia artificial consiste en
hacer que la maquina sea capaz de encontrar sus modelos por si
misma sin ayuda de humanos. Para esto las redes complejas de

patrones y el holismo son necesarios. El proceso de reduccion va
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desde las redes complejas hacia los modelos relevantes para cada
problema. Se escoge lo mas importante de las redes que esté
relacionado con el problema a resolver. Es un algoritmo para encontrar
patrones sobresalientes, los cuales son la esencia de algo y sin ellos
algo no funciona de la misma manera. En otras palabras, aplicar la

navaja de Ockham [3,19].

Las redes complejas de patrones son una extension de las
matematicas reduccionistas. No deberian verse como un sustituto o un
competidor de las matematicas sino mas bien como un complemento.
Es muy comun observar debates acalorados entre holistas vy
reduccionistas. No deberia haber antagonismos de este tipo cuando

en realidad son posturas complementarias.

Se deberia flexibilizar el reconocimiento de patrones para que las
maquinas encuentren similitudes y correspondencias analdgicas entre
diferentes objetos. De esta forma, las redes cognitivas se vuelven
hiper-completas, pueden extrapolar relaciones y entender mejor el
entorno a pesar de no tener mucha experiencia. Aprender todo lo que
hay en el mundo es imposible; por esto, las extrapolaciones y

similitudes son necesarias. Como resultado de este proceso, los
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errores de tipo 1 (falsos positivos) se acentian. Pero esto es preferible
a la rigidez e inflexibilidad de las matematicas y computadores
actuales que comenten demasiados errores de tipo 2 (falsos

negativos) [28].

Parafraseando un poco al Dr. Joaquin Fuster, uno no deberia
enfocarse demasiado en estudiar la estructura de la neurona o peor
aun en estructuras sub-neuronales para saber como funciona la
inteligencia. Porque la inteligencia funciona con codigos relacionales a
nivel de la red. Y es irreducible a las partes por separado. Ademas un
grupo celular puede ser parte de muchas redes. Son las redes que le
dan semantica a los grupos celulares y no al revés. Pretender
entender la inteligencia estudiando la estructura de la neurona seria
como pretender entender el significado del lenguaje escrito estudiando
la composicion quimica de la tinta. No se entendera nunca porque el
lenguaje es relacional y porque la tinta no es relevante ni es el nivel de
complejidad apropiado para entender el lenguaje escrito. Asimismo
para entender la inteligencia, uno deberia estudiar el nivel de
complejidad apropiado: La neurociencia de sistemas (systems

neuroscience) que estudia como interactian las redes cognitivas [93].
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7. Estudiar la teoria de los cognits del Dr. Joaquin Fuster que explica y
predice una gran cantidad de fendmenos mentales que ocurren en el

cerebro [58,59,23,94].
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ANEXOS

Anexo A: Instalacion del Software en Mac

Para hacer funcionar el codigo de la tesis en los computadores Mac, es

necesario instalar Haskell para Mac. Primero se visita el sitio web de Haskell:

http://www.haskell.org/haskellwiki/Haskell

Y luego se hace click en “Download Haskell”. Deberia aparecer la siguiente

direccion:

http://www.haskell.org/platform/

Para luego hacer click en la opcién “Mac”. Deberia aparecer la siguiente

direccion:

Haskell Platform for Mac OS X

http://www.haskell.org/platform/mac.html

Luego se hace click en “Haskell Platform for Mac OS X, 64 bit” y deberia

comenzar a descargar el archivo “Haskell Platform 64bit.pkg”.


http://www.haskell.org/platform/mac.html
http://www.haskell.org/platform/
http://www.haskell.org/haskellwiki/Haskell
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Antes de instalar Haskell, es necesario cumplir con un pre-requisito. Hay que

instalar “Command Line Developer Tools”. Esto se puede encontrar en la

direccion:

https://developer.apple.com/opensource/

Para entrar ahi, es necesario tener cuenta de Apple developer y hacer login.
Una vez adentro del sistema web, se hace click en “Command Line Tools” y

aparecera la direccion:

https://developer.apple.com/downloads/index.action?=command%20line

%20tools

Se selecciona las “Command Line Tools for Xcode” correspondientes al
sistema operativo instalado. Se baja el archivo
“command_line_tools_for_osx.dmg” y se lo instala. Una vez instalado, ahora

si se puede instalar Haskell con el archivo “Haskell Platform 64bit.pkg”.

En la tesis, algunos programas leen imagenes y otros programas incluso

graban imagenes capturadas de la pantalla. Entonces hay que instalar el


https://developer.apple.com/downloads/index.action?=command%20line%20tools
https://developer.apple.com/downloads/index.action?=command%20line%20tools
https://developer.apple.com/opensource/
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modulo JuicyPixels (Codec.Picture). Para esto, se digita los siguientes

comandos en el terminal:

cabal update

cabal install JuicyPixels

Y listo. Ya se puede utilizar el software de la tesis. Para utilizarlo, se abre el
terminal. Se entra al directorio de la tesis. Y se ejecuta algunos de los
siguientes  scripts:  editable-maze.sh, haddock-script.sh, inverted-
pendulum.sh, minesweeper-solver-for-mac.sh, minesweeper-solver-for-
ubuntu.sh, minesweeper.sh, page-of-numbers.sh, remove-executable-files.sh,

robotic-arm.sh, vision-app-for-mac.sh o vision-app-for-ubuntu.sh.

Hay que tener presente que en la plataforma Mac, se hace uso de las
librerias escritas en lenguaje C para la captura de la pantalla y para la
generacion de eventos de mouse. Estas librerias ya vienen instaladas con el
sistema operativo OS X y por esto no es necesario instalar librerias
adicionales. En el caso de Ubuntu, si es necesario instalar librerias
adicionales. Si se quiere saber como se utilizan estas librerias como codigo
nativo en Haskell, hay que revisar el codigo de los modulos

JCKuri.Misc.HScreenCapture y JCKuri.Misc.HRobot [95].
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El cddigo fuente del software de la tesis fue editado en jEdit. Para ver el
codigo fuente hay que entrar al directorio de la tesis y luego hay que entrar al

subdirectorio JCKuri. Es recomendable ver el codigo en jEdit. La direccion de

jEdit es la siguiente:

http://www.jedit.org/



http://www.jedit.org/

Anexo B: Instalacion del Software en Ubuntu

Para hacer funcionar el cddigo de la tesis en los computadores con Ubuntu,
es necesario instalar Haskell para Ubuntu. Primero se visita el sitio web de

Haskell:

http://www.haskell.org/haskellwiki/Haskell

Y luego se hace click en “Download Haskell”. Deberia aparecer la siguiente

direccion:

http://www.haskell.org/platform/

Y luego se hace click en “Linux”. Deberia aparecer la siguiente direccion:

http://www.haskell.org/platform/linux.html

Ahi hay varios links para bajar diversas versiones de Haskell para diversos
tipos de Linux, incluyendo Ubuntu. Se mostr6 estos pasos para familiarizarse
con estas opciones. Pero hay un método mucho mas sencillo para instalar

Haskell para Ubuntu.


http://www.haskell.org/platform/linux.html
http://www.haskell.org/platform/
http://www.haskell.org/haskellwiki/Haskell
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Para instalar facilmente Haskell para Ubuntu, se abre el terminal y se ejecuta

el siguiente comando:

sudo apt-get install haskell-platform

Asi de simple y automatico. Pero toma su tiempo.

En la tesis, algunos programas leen imagenes y otros programas incluso
graban imagenes capturadas de la pantalla. Entonces hay que instalar el
modulo JuicyPixels (Codec.Picture). Para esto, se digita los siguientes

comandos en el terminal:

cabal update

cabal install JuicyPixels

Hay que tener presente que en la plataforma Ubuntu, se hace uso de unas
librerias escritas en lenguaje C para la captura de la pantalla y para la
generacion de eventos de mouse. Estas librerias no vienen instaladas con el
sistema operativo Ubuntu y por esto es necesario instalar librerias
adicionales. Si se quiere saber como se utilizan estas librerias como codigo

nativo en Haskell, hay que revisar el codigo de los modulos
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JCKuri.Misc.HScreenCapture y JCKuri.Misc.HRobot [95].

Para que Haskell pueda capturar la pantalla en Ubuntu, es necesario instalar
las librerias GTK y PixBuf (las versiones developer). Para instalarlas, se abre

el terminal y se ejecuta los siguientes comandos:

sudo apt-get install libgdk-pixbuf2.0-dev

sudo apt-get install libgtk2.0-dev

Para que Haskell pueda generar eventos autonomos de mouse en Ubuntu,
es necesario instalar la extension XTest de la libreria X11 (la version
developer). Para instalarla, se abre el terminal y se ejecuta el siguiente

comando:

sudo apt-get install libxtst-dev

Y listo. Ya se puede utilizar el software de la tesis. Para utilizarlo, se abre el
terminal. Se entra al directorio de la tesis. Y se ejecuta algunos de los
siguientes  scripts:  editable-maze.sh, haddock-script.sh, inverted-
pendulum.sh, minesweeper-solver-for-mac.sh,  minesweeper-solver-for-

ubuntu.sh, minesweeper.sh, page-of-numbers.sh, remove-executable-files.sh,
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robotic-arm.sh, vision-app-for-mac.sh o vision-app-for-ubuntu.sh.

El cddigo fuente del software de la tesis fue editado en jEdit. Para ver el
codigo fuente hay que entrar al directorio de la tesis y luego hay que entrar al
subdirectorio JCKuri. Es recomendable ver el codigo en jEdit. La direccion de

jEdit es la siguiente:

http://www.jedit.org/



http://www.jedit.org/
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