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RESUMEN

Las instituciones de Educacion Superior estan obligadas a realizar de forma
periddica evaluaciones sobre el uso de sus colecciones, que permitan
identificar falencias o necesidades de informacion, y que, a su vez, cumplan

con los indicadores de acreditacion institucional.

Mediante la utilizacién de procesos de mineria de datos, se ha construido un
modelo de reglas de asociacion. Reglas que ayudaran en la identificacion de

perfiles de usuarios, asi como, en la identificacion de patrones de consulta.

Se ha recopilado datos, producto de las transacciones realizadas para los
préstamos de material bibliografico, correspondientes a los 2 ultimos afios, las
reglas de asociacion estan basadas en el algoritmo FP-Gwoth, considerando

las diferentes medidas de interés como soporte, confianza v lift.

Para la implementacion, se eligio6 como herramienta el software Rapidminer,
en mismo que dispone de distintos operadores para desarrollar las diferentes
etapas de un modelo de mineria de datos, iniciando con la carga de datos,
realizacion del proceso ETL, la creacion del algoritmo y posterior creacion de

las reglas de asociacion.
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Finalmente, se ha analizado algunas relaciones en los resultados de salida,
ademas de emitir una recomendacion que permita que la institucion reciba de
forma periddica esta informacion, con la finalidad de tomar mejores decisiones
para la prestacion de servicios hacia los usuarios y para generar acciones que

permitan un desarrollo equilibrado de sus colecciones.

Palabras Clave: Mineria de datos, Algoritmo FP-Growth, Rapidminer, proceso

ETL, reglas de asociaciéon
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INTRODUCCION

Debido a la presencia de organismos de acreditacién que rigen a las diferentes
Instituciones de Educacion Superior, las bibliotecas universitarias estan cada
vez mas obligadas a proveer informacion verificable sobre el uso de los

recursos de informacion que poseen.

La mayor cantidad de bibliotecas, gestiona el registro de sus documentos
mediante un SIGB (Sistemas Integrados de Gestion de Bibliotecas), que en
Su mayoria son programas que gestionan de forma adecuada los datos, pero
gue comunmente sélo sirven para el almacenamiento de la informacién y la
elaboracion limitada de reportes basicos. El gran problema es cémo hacer para
que a partir de la gran cantidad de informacion que almacenan, esti se

transforme en conocimiento util, entendible y al alcance de todos.

El esfuerzo por procesar informacion ha sido relegado, mayormente, a la
tabulacion de datos, planteando constantemente desafios que ayuden a
obtener mucha mas informacion, a partir de estos, adoptando estrategias que
permitan desarrollar mecanismos para filtrar, seleccionar, desarrollar, analizar
e interpretar los datos, con la finalidad de encontrar informacion oculta que sea

atil para la institucion.
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El uso de la mineria de datos es hasta el momento un conjunto de técnicas y
tecnologias que permite realizar analisis de grandes cantidades de
informacion, producto de transacciones en BD, pero antes de ser procesada y
minada, la informacion debe sintetizarse para ser util y en base a ella tomar
decisiones para el mejoramiento y desarrollo de las actividades que la empresa

quiera mejorar.

Los procesos, y las técnicas utilizadas, son variados al momento de desarrollar
un proyecto sobre mineria de datos, pero en general, la extraccion del
conocimiento es una de las mas importantes dentro de la mineria de datos,
pues esta permite la seleccidn, procesamiento y limpieza de los datos,

procesos claves en la obtencién del conocimiento.

Este trabajo, se enfoca en el desarrollo practico de un modelo de reglas de
asociacion, analizando los datos desde esta perspectiva, comenzando con
una revision tedrica, mediante una revision literaria del tema, hasta llevarlo a
su aplicacion practica a fin de identificar patrones de consultas sobre el fondo

bibliogréfico.

Los diferentes procesos aplicados dentro de la herramienta utilizada,
Rapidminer, permiten desarrollar desde la carga de informacién, pasando por
el proceso ETL, hasta la implementacion del modelo y posterior creacion de

las reglas de asociacion.



CAPITULO 1

GENERALIDADES

1.1 Antecedentes

Desde los inicios de la Historia de la Humanidad, los Centros de
Informacion Bibliografico (CIB), dentro de los cuales se consideran a las
Bibliotecas, Centro de Informacion, Centros de Recursos para el
Aprendizaje y la Investigacion (CRAI), etc., han sido los guardianes del
conocimiento, estos se encuentran estrechamente ligada a la evolucion

del libro, entendiéndose el libro como contenido. Las Instituciones de



Educacion Superior (IES), que poseen CIB, publicas o privadas; como
guardianes de la informacion, se ven obligadas a realizar de forma
periodicas evaluaciones sobre el uso de sus colecciones, de tal manera
gue se puedan identificar posibles falencias o necesidades de
informacion, evaluaciones que se llevan mediante analisis estadisticos,
de los usos de sus recursos, con la firme conviccion de validar de alguna

forma servicios prestados con los recursos econémicos asignados.

Dada la importancia que tiene la obtencion de datos fiables que
permitan medir los servicios, se ven obligadas a implementar mejoras
constantes de tecnologias que permita de alguna forma diagnosticar su
desemperio, identificar fortalezas y debilidades, tomar acciones en
procesos que requieren mejoras, evaluandolos de una forma mas o
menos precisa, permitiendo incorporar practicas que ayuden a optimizar

los servicios que demandan los usuarios.

Las IES en el Ecuador, atraviesan constantemente por procesos
rigurosos para su acreditacion, sobre todo desde la entrada en vigor de
la LOES y de acuerdo con los procesos de acreditacion por parte de las
diferentes entidades de control, es asi, que resulta imprescindible
Implementar procesos y procedimientos que mejoren los mecanismos
de medicion interna, aprovechando que muchos de los datos son

procesados de forma semiautomatica (en un sistema de informacion),



usando herramientas ofimaticas como procesadores de palabras u
hojas de calculo, que de alguna manera ayudan en la obtencion de
informacion, pero que estan aun distantes de hacerlo de forma
consolidada, peor aun, de proporcionar un analisis detallado de la

informacion.

1.2 Descripcion del problema

Las recientes necesidades de las IES (Instituciones de Educacion
Superior), especificamente refiriendonos al campo de los CIB, dedican
mucho esfuerzo por contar con datos que ayuden a proporcionar
informacion fiable que permita el estudio de sus usuarios (potenciales y
reales), y como estos se relacionan mediante los préstamos realizados
con el fondo bibliografico que poseen, ha impulsado a realizar esfuerzos
para la obtencién de estadisticas que satisfagan esta necesidad, sin
embargo, estas solo son capaces de brindar parte de la informacion
requerida, pero no brindan una vision perspectiva (qué se esta haciendo
y cdmo se esta haciendo) y prospectiva (cbmo puede evolucionar la

institucion) como apoyo a la toma de decisiones.

Generar conocimiento a partir de los datos que se tienen es
fundamental, pues, aprovecharlos y potencializarlos permitira la

optimizacién de presupuestos, renovando o creando NUEVOS Servicios,



asi como demostrar que las decisiones relacionadas a las adquisiciones

son realizadas de forma estratégica.

En la actualidad, existe dificultad en poder identificar qué tipo de
materiales bibliograficos han sido, o no, consultados, evaluar los
periodos de alta demanda de informacion, evaluar qué tipo de
informacion es mas requerida segun el area de conocimiento, identificar
repeticiones sobre las consultas de un determinado tipo de material
bibliografico, establecer tendencias o patrones de consultas dentro del
conjunto de datos, identificar grupos afines u homogéneos, los mismos
gue pueden considerarse, en algun momento, para llevar a cabo

investigaciones.

Ademds, no se puede identificar informacion de interés para los
usuarios, a fin de poder recomendar material bibliografico utilizado en
materias similares, mejorar la difusion selectiva de la informacién, o

identificar la falta de material bibliografico segun la demanda.

Lo explicado anteriormente no permite cumplir a cabalidad con
requisitos que establecen determinados criterios de acreditacion
llevados a cabo por organismos nacionales, como el CEAACES, o
recomendaciones que llevan a cabo instituciones internacionales como
el IFLA (International Federation of Library Associations and

Institutions), en aras de mejorar los servicios relacionados con las



actividades propias de este tipo, como préstamos, tipos de usuarios
gue hacen uso de estos recursos, asi como, la pertinencia o el uso

adecuado de los fondos para el desarrollo de las colecciones.

1.3 Objetivos

Objetivo General

Implementar una aplicaciéon de mineria de datos para la identificacion
de perfiles de usuarios y patrones de consulta sobre el material

bibliografico de un Centro de Recursos de Informacion.

Objetivos especificos

Identificar perfiles de usuarios y patrones de consultas sobre
el material bibliografico.

e Analizar e identificar la pertinencia de los recursos de

informacion.

e Explorar y analizar las asociaciones que existe entre el fondo

bibliografico y las preferencias del usuario.
e Evaluar y difundir los resultados obtenidos.

e Analizar los resultados obtenidos para la toma de decisiones.



1.4 Alcance, restricciones y limitaciones

El conocimiento generado, producto de la investigacion, se realizara
mediante difusion pasiva de la informacién (bajo demanda). El usuario
interesado solicitara al centro de informacion, mediante una pagina
Web, y seguin sus requerimientos; por su parte, el centro de informacion
responderda, sobre la necesidad de informacion planteada,

proporcionando la informacién por esta misma via.

Quedan excluidos del andlisis el material bibliografico que no es motivo
de préstamos como ediciones incunables, libros raros, obras de
referencia y publicaciones periddicas, es decir, material en estanteria
gue por su condicion de uUnicos son reservados y no pueden ser
utilizados con alta frecuencia por los usuarios en general. Incluir este
tipo de material, que no son representativos, puede alterar, u ofrecer,

resultados sesgados.

1.5 Metodologia

Debemos entender que la mineria de datos es un proceso que involucra
un conjunto de técnicas y tecnologias que nos permiten explorar
grandes bases de datos de manera automatica o semiautomatica, en
general, la mineria de datos intenta ayudar a comprender el contenido
de un repositorio de datos, por lo tanto, se recomienda la utilizacién de

un modelo de mineria de datos dirigida (model-driven), recomendacion



gue se estima primordial por ser el inicio del proyecto, debido a que no

se cuenta con la maduracion necesaria para otro modelo.

1.6 Solucion Propuesta

La principal fuente de informacion de este proyecto sera a partir de la
toma de datos observacionales, y de los datos existentes en los
registros automatizados, es decir, datos productos de las actividades
gue se llevan a cabo diariamente, especificamente se tomaran datos
producto de la circulacién y préstamo de material bibliogréafico, datos
gue muestran el nivel de utilizacidon de los diferentes tipos de materiales,
y el tiempo que son requeridos, asi como otros tipos de materiales

bibliograficos similares consultados por un mismo usuario.

Primero, seleccionaremos y cargaremos los datos, es decir,
recopilaremos los datos y se definira qué métodos se utilizara para
llevarlo a cabo. Este es un proceso fundamental, del cual dependen los
demas pasos, pues, si el conjunto de datos que se van a utilizar no es

idoneo, el proceso resultante sera erréneo.

Segundo, realizaremos la preparacion y el procesamiento de los datos
previamente recopilados, disponiendo de un almacén de datos con la
informacion en un formato comun y descartando inconsistencias. Se
distribuira los datos, simetria y normalidad de las correlaciones

existente en la informacion.



Tercero, se realizara la interpretacion de los resultados, se evaluaran
patrones, se revisara la necesidad de nuevas iteraciones, finalmente se

difundird y se hara uso del nuevo conocimiento.

1.6.1 Calendario del Proyecto

A continuacion, se presenta el cronograma de acuerdo con el

proceso que se va a intervenir.

Tabla 1
Cronograma del proyecto

Mes 1 Mes 2 Mes 3 Mes 4
S1 52 S3 54 S1 S2 S3 S4 S1 S2 S3 S4 S1 S2 S3 sS4

# HITO

1 Seleccionar el proceso a analizar
2 Comprender el proceso y su contexto
3 Lectura del estado del arte
4 Metodologia a utilizar
5 Proceso ETL
6 Preparacion y preprocesamiento de datos
7 Normalizacion de los datos
8 Desarrollo de la solucidn
9 Evaluacién del modelo
10 Interpretacion de los resultados
11 Retroalimentacion y uso del conocimiento
12 Difusién de los resultados




1.6.2 Caracteristicas del Hardware

Tabla 2

Descripcion del hardware utilizado

Cant. Prod.

Caracteristicas

1 Computador

Laptop

TOSHIBA Satellite L45-B

Procesadores Intel Core i5 2.20 GHz cache 3MB
Memoria RAM 4 GB. DDR3L 1600MHz

Disco Duro 500GB (5400RPM)

Pantalla 14.0 pulgadas (1366 x 768) resolucion
HD

Sistema operativo Win 10 Home 64 bits,
procesador x64

1 Puertos de salida de video VGA
3 Puertos USB 2.0




CAPITULO 2

MARCO TEORICO

2.1 Mineria de Datos

La mineria de datos no aparece por el desarrollo de nuevas tecnologias,
sino que se crea, en realidad, por la aparicion de nuevas necesidades
y, especialmente, por el reconocimiento de un nuevo potencial: el valor,
hasta ahora generalmente infrautilizado, de la gran cantidad de datos

almacenados informaticamente en los sistemas de informacion.

La mineria de datos es una de las etapas del KDD (Knowledge

Discovery in Databases), tal como se aprecia en la figura 2.1, es un
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campo de las ciencias computacionales que se refiere al proceso que
intenta descubrir patrones en grandes volumenes en conjunto de datos,
utiliza técnicas provenientes de la IA (Inteligencia Artificial) y de la
estadistica, estas técnicas son algoritmos un tanto complejos, y
sofisticados, que se aplican en un conjunto de datos para la obtencion

de resultados.

essssscnsssssnnes > 1. integracién y
: recopilacién
almacén de datos
................ - 2. seleccion, limpieza
- y transformacion
datos seleccionados
(vista minable)
S s nsnnnnnnnnn [ | 3. um “ m
+
patrones| + 4
...................... 4. evaluacién e
interpretacién
v
conocimiento
. 5. difusion y uso

decisiones M

Figura 2.1 : Fase del proceso KDD.
Tomado de “Introduccion a la mineria de datos”
por Hernandez Orallo [1]
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Para Hernandez Orallo, la mineria de datos es el proceso de extraer
conocimiento atil y comprensible, previamente desconocido, desde
grandes cantidades de datos almacenados en distintos formatos con la
finalidad de encontrar modelos inteligibles a partir de los datos. Para
gue este proceso sea efectivo deberia ser automatico o semi-
automatico (asistido) y el uso de los patrones deberia ayudar a tomar
decisiones mas seguras que reporten, por tanto, algun beneficio a la

organizacion [1].

La Mineria de Datos comprende cinco fases:

1) Proceso ETL. - en esta fase se realiza la extraccién, transformacion
y carga de los datos transaccionales hacia los sistemas de
almacenamiento de datos.

2) Almacén de datos. - fase en la que se realiza la recopilacion y
gestion de los datos en un sistema de base de datos
multidimensional.

3) Acceso a los datos. - definimos el acceso a los datos, es decir,
guienes podran tener acceso a los datos recopilados (analistas de
negocios, profesionales TIC, usuarios autorizados.

4) Anélisis de datos. — es la parte fundamental de la mineria de datos,
existen diferentes niveles de analisis disponibles, entre los que se

destacan modelos graficos como las redes neuronales artificiales
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(aprenden a través de la formacion), arboles de decision (generan
reglas para la clasificacion de conjuntos de datos), algoritmos
genéticos (técnicas de optimizacion que se basan en combinacion
genética, mutacion y seleccion natural basada en la evolucion
natural).

Presentacion. - mediante una tabla, grafico o algun otro tipo de
presentacion que permita la correcta interpretacion de la informacion

generada.

2.1.1 Tipos de datos

La mineria de datos puede ser aplicada a cualquier tipo de
informacion, siendo las técnicas, de mineria de datos, diferentes
para cada una de ellas. Debemos aprender a diferenciar entre
datos estructurados provenientes de bases de datos
relacionales, otros tipos de datos estructurados en base de datos
(espaciales, temporales, textuales y multimedia) y datos no
estructurados provenientes de la web o de otros tipos de
repositorios de documentos. Entre los principales tipos de datos

tenemos:

Base de datos relacionales. - Se trata de una coleccién de
relaciones, tablas, cada tabla consta de un conjunto de atributos

(columnas o campos) y puede contener un gran namero de tuplas
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(registros o filas), cada tupla representa un objeto, el cual se
describe a través de los valores de sus atributos y se caracteriza

por poseer una clave Unica o primaria que lo identifica.

Otros tipos de bases de datos. - a pesar de que las bases de
datos relacionales son las mas utilizadas, existen aplicaciones
gue requieren otro tipo de organizacion de la informacion, entre

las cuales podemos mencionar:

Base de datos espaciales. — los datos que almacenan se
encuentran relacionados con el espacio fisico (ciudad, regién,
mapas de posicionamiento global, trafico, etc.). La mineria da
datos, permite, por ejemplo, en el caso del transporte, encontrar
patrones asociativos relevantes de una zona determinada para la

construccion de nuevas lineas de transporte publico [2].

Base de datos temporales. — se encargan de almacenar datos
histéricos, en lugar de datos actuales, a diferencia de las bases
de datos instantaneas, las cuales almacenan datos actuales (y
gue se actualizan cuando los hechos dejan de ser ciertos). Su
disefio permite la captura de informacién que varia en el tiempo,
al mismo tiempo que mantiene un historial de los cambios que se

producen sobre los datos [3].
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Las bases de datos documentales. — es un tipo de base de
datos NoSQL, esta orientada a documentos, su contenido se
basa en las descripciones para los objetos (documentos de texto)

gue pueden contener desde las palabras clave a los resimenes.

Estas bases de datos pueden contener documentos no
estructurados, semi-estructurados o estructurados, los datos son
normalmente almacenados en formato JSON o XML, entre las
mas conocidas, tenemos a Cassandra, MarkLogic y MongoBD de

Amazon [4].

Las bases de datos multimedia. — dentro de sus principales
caracteristicas podemos mencionar el almacenamiento discreto
de la informacion como imagenes, audio y video, objetos de gran
tamafio que por lo general se almacenan fuera de las bases de
datos (en sistemas de archivos). Este tipo de bases necesita su
propia metodologia de busqueda, almacenamiento y sistema de

ficheros integrados, junto con métodos de mineria de datos.

La indexacion de la informacién es crucial en este tipo de base
de datos, sobre todo cuando crecen en volumen. Los objetos
multimedia suelen tener atributos como fecha de creacion,
categoria, creador, con la finalidad de luego almacenar estos

datos para su posterior recuperacion [5].



2.1.2

16

WWW. - se refiere a los datos alojados en la web, es el repositorio
de informacion mas grande y diverso que existe, desde donde se
puede extraer contenido (documentos, hipertextos, imagenes,
etc.), estructura (organizacion de la web, su estructura y como se
accede a ella) y conocimiento relevante y util (extraccion de

patrones de uso de los usuarios).

Realizar mineria en la web no es una tarea sencilla, pues muchos
de sus datos no son estructurados o semi-estructurados, la
variedad de sus contenidos dificulta poder realizar mineria,
debido a que estos datos se almacenan en distintos servidores

gue tienen caracteristicas particulares [6].

Tipos de modelos

El objetivo principal de la mineria de datos es el andlisis de datos
para extraer conocimiento. Este conocimiento puede estar
representado en forma de relaciones, patrones o reglas inferidos
de los datos y desconocidos. Estas relaciones, constituyen el
modelo de los datos analizados. Hay varias formas de
representar los modelos, y cada una de estas, determina el tipo
de técnica que puede utilizarse para inferirlos. Ya en la practica,

los modelos pueden ser predictivos o descriptivos [1].
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El modelo para el analisis predictivo (aprendizaje supervisado)
es un area de la mineria de datos que consiste en la extraccion
de informacion existente en los datos y su utilizacion para
predecir tendencias y patrones de comportamiento, pudiendo
aplicarse sobre cualquier evento desconocido, ya sea en el

pasado presente o futuro [7].

Es importante que al momento de realizar un analisis predictivo,
se posea una gran cantidad de datos, histéricos y actuales, con
la finalidad de establecer patrones de comportamiento e inducir
conocimiento, este se realiza mediante una serie de procesos
gue conlleva al aprendizaje computacional, es decir, los
computadores estaran en la capacidad de aprender de forma
autonoma y de esta forma generar nuevo conocimiento vy

capacidades [7].

Dentro de las caracteristicas principales, se encuentra la
separacion (supone la existencia) de las variables en dos
grandes tipos de variables, la variable que se quiere pronosticar
(variable dependiente) y otro grupo de variables que se utiliza

para construir dicho prondstico (variables independientes).

El modelo descriptivo (aprendizaje no supervisado), permite

cuantificar las relaciones entre los datos, sirve, por ejemplo, para
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clasificar clientes o contactos en grupos, identifican las diferentes

relaciones que pueden existir entre los clientes y los productos.

Los modelos descriptivos pueden ser de simulacion, la teoria de
colas o las técnicas de prevision, las observaciones son
generalmente clasificadas en grupos que no son conocidos con
anterioridad, pudiendo los elementos de las variables estar
conectados entre si, de acuerdo con vinculos desconocidos de
antemano, sin la existencia de hipotesis de causalidad, de esta
forma, todas las variables disponibles son tratadas al mismo
nivel. El andlisis descriptivo realiza calculos estadisticos

descriptivos para resumir los datos [7].

En las caracteristicas del modelo descriptico, podemos
mencionar que no hay distincion entre las variables, todas tienen
la misma jerarquia (juegan el mismo rol o tiene el mismo estatus),
dentro de este modelo tenemos a la Reglas de Asociacion,
Clustering o Agrupamientos, por lo tanto, nos enfocaremos en las

Reglas de Asociacion pare el desarrollo del presente trabajo.

OLAP y mineria de datos

Las herramientas OLAP (On-Line Analytical Processing), son
genéricas, funcionan sobre un sistema de informacién, permiten

combinaciones de datos de manera compleja, proporcionan
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facilidades para manejar y transformar los datos, asi como la
produccion de otros datos (agregados o combinados),
permitiendo el analisis de los mismos debido a que pueden

producir diferentes vistas.

Estas herramientas son utilizadas para la toma de decisiones,
describen lo que hay en la base de datos, generalmente se utiliza
para responder la veracidad de algo, pudiendo aprobarse o
rechazarse. En resumen, podemos decir que OLAP es un

proceso deductivo.

Las herramientas de mineria de datos son multiples, permiten la
extraccion de patrones, modelos, asi como, descubrir relaciones,
regularidades y tendencias, ayudan a producir reglas o patrones
(conocimiento), a diferencia de OLAP, se puede utilizar para
analizar una cantidad mayor de variables. La mineria de datos
difiere con OLAP debido a que, en lugar de verificar patrones
hipotéticos, utiliza los mismos datos para el descubrimiento de

los mismos patrones, volviéndose un proceso inductivo [8,9].

OLAP genera modelos hipotéticos y que mediante queries trata
de verificar (proceso deductivo), pero que cuando la cantidad de
variables crece, se vuelve una herramienta compleja tomando un

tiempo mayor para encontrar la hipotesis. En cambio, la mineria
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de datos, en lugar de centrarse en modelos hipotéticos (para
realizar verificaciones), utiliza los datos para encontrar esos
modelos (proceso inductivo), pero en general se tratan de

procesos que se complementan entre si.

Relacién de la mineria de datos con otras disciplinas

La mineria de datos se mueve entre campos multidisciplinares,
debido a que por su naturaleza se presente como una extension

de otras disciplinas, entre las principales podemos mencionar:

Estadistica. - importante rama del conocimiento, la cual
proporciona algoritmos y técnicas que se utilizan en la mineria de
datos como la media, la varianza, regresion lineal, regresién no

lineal.

Matematicas. — se encuentra relacionados por la utilizacion de
operadores légicos (cuando se realizan comparaciones para la
toma de decisiones) y matematicos en los procesos de inferencia

y construccion de patrones.

Recuperacion de informacion. - recupera la informacion a partir
de datos textuales, el desarrollo se ha basado en el uso efectivo
de bibliotecas, asi como la buUsqueda de Internet, permite

localizar documentos a través de las palabras clave.
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Base de datos. - se aplican técnicas de indizacién y de acceso
eficiente a los datos que son muy importante para el disefio de
algoritmos eficientes de mineria de datos. El proceso KDD (del
cual es parte el Data Mining) toma los datos que se encuentran

normalmente almacenados en las bases de datos.

Inteligencia artificial. - permite el desarrollo de algoritmos para

el aprendizaje autbnomo del sistema.

Sistema para la toma de decisiones. - mediante herramientas
y sistemas informaticos proporcionan informacién necesaria para
la toma de decisiones, tanto en el &mbito empresarial como en el

area de la salud.

Visualizacion de datos. - se refiere a la presentacion de los
datos, tales como barras, histogramas, graficos de pastel, etc.,
con la finalidad de que los especialistas 0 expertos en cada area

puedan visualizar el conocimiento generado [1].

Arquitectura tipica de un sistema de mineria de datos

Una arquitectura tipica de un sistema de mineria de datos esta

compuesta por los niveles que se muestran en la figura 2.2.
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Figura 2.12 : Arquitectura tipica de un sistema de Mineria de Datos.
Tomado de “Data Mining: concepts and techniques”
por Han y Kamber [10]

Nivel Base, se refiere al almacenamiento de los datos, estos
pueden encontrarse dentro de una base de datos, almacén de
datos, hoja de calculo, paginas web u algun tipo de repositorio.
Los datos a este nivel, se les aplica técnicas de limpieza e

integracion.

Base de datos o Datawarehouse server, en esta fase se
procede a crear un repositorio unificado para los datos, los
mismos que pueden provenir de varios sistemas, se construye de

acuerdo con el proceso de mineria de datos elegido.
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Base del conocimiento, nos ayuda en el conocimiento del
dominio para guiar la busqueda, que se espera de los datos para
descubrir comportamientos inesperados, inclusive umbrales de

evaluacion.

Dentro de este nivel (Base del conocimiento) encontramos la
Ingenieria para la mineria de datos, que consiste en un
conjunto de médulos funcionales para las tareas, tales como: la
caracterizacion, asociacion 'y andlisis de correlacion,
clasificacion, prediccién, analisis de cluster, andlisis de valores

atipicos y evolucion de analisis.

Otro de los factores que integran este nivel (Base del
conocimiento) es la Evaluacion de Patrones, este componente
emplea medida de interés e interactia con los modulos de
mineria de datos a fin de enfocar la basqueda hacia patrones
interesantes. Se recomienda la evaluacion del patron lo mas
profundo posible en el proceso de mineria para limitar la

busqueda a solo los patrones que interesan.

Interfaz de usuario, este modulo establece la comunicacion
entre el usuario y el sistema de mineria de datos, permitiendo al

usuario interactuar con el sistema como por ejemplo la ejecucién
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de queries o tareas especificas. Permite, ademas, la evaluacion

de patrones y su visualizacion en diferentes formatos [10].

Aspectos estadisticos de la mineria de datos

La estadistica es el arte y la ciencia de la coleccion, interpretacion
y analisis de datos y habilidad de obtener generalidades légicas
relacionadas con un fendmeno bajo investigacion, la estadistica
se encuentra basada en la teoria, enfocada en la prueba de
hipotesis, la mineria de datos a su vez integra la teoria y
heuristica (encontrando algoritmos con buenos tiempos de

ejecucion y buenas soluciones).

Muchos de los conceptos, algoritmos y técnicas (como la media,
mediana moda, varianza, andlisis univariante y multivariante,
regresion lineal y no lineal, técnicas bayesianas, etc.) que se
utilizan en mineria de datos provienen de la estadistica, esta se
ocupa de generalizar los resultados obtenidos, a diferencia de la
inteligencia artificial que se ocupa de establecer soluciones

algoritmicas mediante costos razonables [11].

La mineria de datos nace y tiene sus raices en la inteligencia

artificial, mediante el reconocimiento de  patrones,
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especificamente dentro del Machine Learning! y la estadistica.
Los métodos de mineria de datos utilizan conceptos estadisticos
como segmentacion; por su parte los meétodos estadisticos
pueden combinarse con técnicas de mineria de datos como

transformacion de datos y reduccion de datos.

El profesor e investigador Oldemar Rodriguez nos dice que, a
diferencia de la estadistica, en la mineria de datos no se trabaja
con muestras de la informacion, sino que se buscan patrones
ocultos en los datos mediante algoritmos (realmente no se
trabaja sobre datos, sino sobre conceptos), utilizando un sistema

automatizado [12].

Eticay mineria de datos

Mediante el uso que hacemos en Internet, dejamos huellas
digitales, mediante el uso de los miles de servicios que se
encuentran disponibles, de forma inconscientes permitimos que
nuestro perfil sea utilizado para saber, por ejemplo, nuestro

comportamiento de compras, qué usualmente nos gusta, dénde

1 Machine Learning es una rama de la inteligencia artificial que consiste en un método
de andlisis de datos que realiza de forma automatica un modelo analitico usando
algoritmos que aprenden de forma iterativa a partir de los datos de interés que se
reciben de los usuarios
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viagjamos, donde vivimos, y una serie de interrogantes vinculadas

a los habitos que ejecutamos diariamente.

La informacion obtenida por la Mineria de Datos puede utilizarse
para discriminar a las personas, y visto desde este punto de vista,
esto no es ético, y de cierta forma ilegal. Las compaifiias
involucradas en el levantamiento de la informacién, debe tener
politicas claras que permitan que el usuario siempre sepa cOmo
y donde seran utilizados sus datos. Se ha dado casos en los que
muchos de los datos recopilados para otro propdsito terminan en
manos de personas 0 empresas poco escrupulosas con el uso

de la informacion.

Muchas de las investigaciones sociales pueden verse afectada
por la mala manipulacién de los datos, por ejemplo, Facebook
tuvo una filtracibn masiva (mas de 50 millones de usuarios) de
los datos de sus usuarios, los mismos que fueron utilizados con
fines politicos por parte de la empresa Cambridge Analytica y su
matriz, Strategic Communication Laboratories, las cuales
realizaron segmentacion de mensajes electorales (en la
campafia del entonces presidenciable estadounidense Donald

Trump) para influenciar en los potenciales votantes.
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Debemos comprender, como en el caso de Facebook, que ante
la falta de integridad y ética en las empresas, lo que constituyen
un peligro en la manipulacion de los datos, los académicos
también, son tentados a filtrar los datos que aparentemente son

utilizados con fines académicos.

En el caso de Facebook, los datos en un principio eran utilizados
para las actividades académicas, Aleksandr Kogan (investigador
de la Universidad de Cambridge) desarrollé una aplicacion para
Fecebook, la cual recopilaba datos de los usuarios y de sus
contactos (con fines académicos), que al final terminaron en

manos de la empresa Cambridge Analytica [13].

A nivel internacional el Cédigo Internacional ICC/ESOMAR
para la practica de la investigacién de Mercados, Opinion y Social

y del Andlisis de Datos menciona:

Art 1. Deber de cuidado

a) Los investigadores deben asegurarse de que los titulares de
los datos (personas o instituciones) no se vean perjudicados
como consecuencia directa del uso de sus datos personales

en una investigacion.
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Art 5. Uso de los datos secundarios

Cuando se empleen datos secundarios que incluyan datos

personales los investigadores deben asegurarse de que:

a) Eluso pretendido es compatible con el propésito para el que
originalmente se recogieron los datos.

b) Los datos no se recogieron violando las restricciones
legales, mediante engafio, o de manera que nho era
aparente o razonablemente discernible o prevista por el

titular de los datos.

Ademas, dentro de sus principios fundamentales consta que los
investigadores deben ser transparentes en relacion a la
informacion que se proponen recoger, asi como, el llevar una
conducta ética, no llevando a cabo nada que pudiera causar dafio
al titular de los datos, o perjudicar la reputaciéon de la

investigacion [14].

Por su parte la UNESCO, en su Conferencia General, llevada a
cabo en Paris en el afio 2011, en el anexo “Cédigo de Etica para
la Sociedad de la Informacion”, manifiesta en el literal 12 que
“Toda persona tiene derecho a la proteccion de sus datos
personales y su vida privada en Internet y otras TIC. Se debe

proteger a los usuarios contra la conservacion ilicita y la
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divulgacion indebida o no autorizada de dichos datos, y contra la

intromision en su vida privada” [15].

En Europa, la Ley Orgéanica 15/1999 de Proteccion de Datos
de Caracter Personal, asi como la Directiva 95/46/CE del
Parlamento Europeo y del Consejo, establece que “todo
individuo es titular de los datos que le conciernen y le afectan
personalmente”, pero el principal problema es que en su mayoria,
estos datos no estan bajo la custodia de la persona que los
genera, por el contrario, la custodia de esta informacion son las
empresas que prestan algun tipo de servicio en la red, quienes
tienen la capacidad tecnolOgica para recopilarlos y explotarlos,

es decir, son los verdaderos duefios de la informacion [16].

A nivel local, el Cédigo Organico de la Economia Social de los
Conocimientos (conocido también como Cddigo Ingenio),
menciona, en el Capitulo V, aspectos a tener presente la Etica

en la Investigacion Cientifica:

Art. 67.- Etica en la investigacion cientifica. - Los principios
necesarios para el cumplimiento de la ética en la investigacion
cientifica estaran desarrollados en un Codigo Etico Nacional, el

cual debera contemplar al menos los siguientes ambitos:

1. El respeto por la dignidad de la vida y la biodiversidad;
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2. Consentimiento informado de las personas participes en
investigacion;

3. Consentimiento previo, libre e informado de pueblos y
nacionalidades;

4. Respeto y proteccion de los derechos de las personas
participes en investigacion;

5. Confidencialidad de los datos personales, asi como aquellos
exceptuados en el Cdodigo Etico Nacional, obtenidos en
procesos de investigacion; vy,

6. Respeto a los animales con fines de experimentacion [17].

En resumen, los investigadores y las personas involucradas en

la manipulacién de los datos deben cumplir con normas y criterios

gue permitan el buen hacer de la profesion, respetando los
derechos que el usuario tiene sobre sus datos, llevando a cabo
la investigacién mediante consentimiento informado o guardando
la privacidad o confidencialidad que corresponde a fin de evitar

aspectos legales negativa.

2.2 Técnicas de mineria de datos

Dentro del proceso KDD, debemos tener claro la diferencia que existe

entre las “tareas” y las “técnicas” (métodos o algoritmos) empleadas
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para resolver dicha tarea, es asi, que las tareas pueden ser predictivas

y descriptivas.

Las tareas predictivas se refieren a la mineria supervisada, mientras

gue, las tareas descriptivas incluyen aspectos no supervisados.

Por otro lado, la técnica elegida dependera mucho de proyecto a
desarrollar, los objetivos que este persigue y de la calidad, cantidad y
las caracteristicas propias de los datos. Sobre este tema, hablaremos

con mas detalles en la seccién “Técnicas de minerias evaluadas”.

2.2.1 Tareas predictivas

Clasificacion. - es una de las técnicas mas utilizadas, cada
instancia, o registro de la base de datos, pertenece a una clase
(clasifica un dato dentro de una de las clases categoéricas
predefinidas). Permite emparejar o asociar datos a grupos
predefinidos mediante aprendizaje supervisado, encuentra
modelos que describen y distinguen clase o conceptos para

futuras predicciones.

Regresion. - consiste en aprender una funcion real que asigna a
cada instancia un valor real, es decir, permite corresponder un
dato con un valor real de una variable. Una de las principales

diferencias con la técnica de clasificacion, es que, el valor a
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predecir es numérico, tiene como objetivo, minimizar el error

entre el valor predicho y el valor real.

Tareas descriptivas

Clustering (agrupamiento). - es una de las técnicas mas utilizadas,
permite la agrupacion de caracteristicas preestablecidas de
acuerdo a criterios de distancias o similitud, es un método no
supervisado. Un cluster es una coleccién de registros que son
similares entre si, pero distintos a los que pertenecen a otro

cluster.

Dentro de las subcategorias, destaca el Clustering de
Documentos, el cual realiza descubrimientos sobre agrupaciones
de documentos, tomando como base contenidos o mediante un
determinado tema que caracteriza a cada uno de los grupos en
los que se logra dividir cada grupo, este clustering, requiere una

correcta selecciéon de caracteristicas y del algoritmo a utilizar.

En otra subcategoria, encontramos al Clustering Difuso, el cual
se ha utilizado satisfactoriamente en la Mineria de Texto, por su
adecuada gestion de datos incompletos o que generan “ruido” en
la informacion, mejorando la comprension de los patrones y para

el tratamiento de los clusters que se superponen.
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Reglas de asociacion. - se utilizan para descubrir hechos que
ocurren de forma comun dentro de un determinado conjunto de
datos (causa — consecuencia), pueden descubrir irregularidades

en transacciones registradas en grandes repositorios de datos.

Para que exista una consecuencia, se debe considerar cada
posible combinacion de condiciones. Las reglas de asociacion
cumplen un rol importante en la cobertura o soporte (niumero de
instancias predichas de forma correcta) y la precision o confianza
(proporcién de namero de instancias que es aplicada a la regla)

[18].

Técnicas de minerias evaluadas

A continuacion, describiremos alguna de las técnicas mas
utiizadas dentro de la mineria de datos y del aprendizaje

automatico:

Arboles de decisién. - Es una técnica de aprendizaje
supervisada, donde existen regiones no superpuestas y hojas, en
la cual deben conocerse los resultados esperados con la finalidad
de identificar las decisiones y reglas necesarias para llegar a
ellos, es una técnica utilizada, sobre todo, para realizar

predicciones.
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Son parte del modelo predictivo, permite la construccion de
diagramas de forma logica a partir de la informacion que contiene
una base de datos, se utiliza en la mineria de datos con la
finalidad de tomar decisiones convenientes desde el punto de

vista probabilistico.

Una de las principales caracteristicas de esta técnica, una vez
gue han sido analizados los datos, es su utilizaciéon para la
solucion de problema de prediccion, clasificacion y
segmentacion. Dentro de los algoritmos que utiliza tenemos a el
Algoritmo ID3, C4.5 (evolucion del ID3) y el algoritmo CART (el
cual no es de decisién, pero se lo utiliza para problemas de

regresion).

Dentro de su representacion grafica consta de nodos de
probabilidad, nodos de decisién, nodos terminales y ramas; el
primero se representa con un circulo y muestra las
probabilidades de ciertos resultados; el segundo se representa
con un cuadrado y muestra una decision que se tomara; y un
nodo terminal nos muestra el resultado definitivo de una ruta de
decision; por su parte, la rama nos indica los distintos caminos a
seguir cuando se toma una decisiébn o ante el suceso de un

evento aleatorio.



35

A través de un ejemplo vamos a ilustrar de una mejor forma su
proceso (ver figura 2.3), donde tenemos un producto X, y se
desea dentro de un grupo de personas con un rango de ingresos

y edades, quienes tienden a comprar mas ese producto.

A
-~ .

o 0
> o

Edad <= 44 5 Edad > 445

/\ /\

Ingreso <=345 Ingreso > 345 Edad <= 48.5 Edad > 485

I i v

Edad <=315 Edad>315

0% 46%

Figura 2.2 : Arbol de decision para el producto X.
Tomado de “Mineria de Datos” por Ferruccio et al.
[19]

Redes Neuronales. - es una técnica mayormente utilizada en
problemas de deteccion de patrones y deteccibn de
caracteristicas comunes en los datos, sirve para el tratamiento
de datos complejos, de los cuales tenemos escaso conocimiento,
una de las principales ventajas de utilizar esta técnica, es que no
realizan suposiciones sobre la naturaleza de la distribucion de los

datos, trabajan bien con los datos incompletos u ocultos.
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Dentro de sus principales caracteristicas, podemos mencionar
que tienen la capacidad de aprender y generar conocimientos a
partir de datos incompletos, mediante entrenamiento, mejorando
una funcién en particular ajustando los valores de las conexiones
entre los elementos (ver figura 2.4). Dentro de los principales
tipos de redes neuronales, de acuerdo al tipo de aprendizaje,
podemos mencionar el Supervisado, No supervisado y por
Correccién, su aplicabilidad dependera de las necesidades y

objetivos del proyecto.

Valor
Deseado

Entrada Red Meuronal
incluyendo conexiones
(lamadas pesos) entre

neuronas
T Ajustar pesos

Figura 2.4 : Entrenamiento de una Red Neuronal.
Tomado de “Mineria de Datos” por Ferruccio et al. [19]

Comparar

Para las redes neuronales supervisadas y por Correccién, se
requiere un grupo de datos de control con los que se debe
verificar los resultados obtenidos con la finalidad de generar
conocimiento. Por el contrario, las técnicas no supervisadas, no

requieren datos de control para verificar los resultados obtenidos,
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esto porque se consideran todos los datos de entrada como

variables aleatorias, generando conocimiento [16][17].

Algoritmos genéticos. - los algoritmos genéticos imitan la
evolucion de los seres vivos mediante la mutacion., reproduccion
y seleccion., estos funcionan a partir de una poblacién inicial de
elementos (cromosomas), generados aleatoriamente, luego, se
ejecutan las funciones de variacion y seleccion hasta alcanzar un
criterio establecido, por sus caracteristicas, son ampliamente
utilizados en problemas que requieren optimizacién de procesos

de algoritmos.

Utilizan mecanismos como: sobrevivencia de los organismos con
mejor capacidad dentro de una poblacion, el uso de secuencias
de caracteres (uno y ceros) en string como representacion de
ADN de dichos organismos y el uso de métodos aleatorios para

la generacion de la poblacién y su reproduccién.

Redes Bayesianas. - permiten el aprendizaje sobre las
relaciones de dependencia y casualidad, combinan conocimiento
con datos, evitando el sobre ajuste de los datos, ademas, del
manejo de bases de datos incompletas. Son una representacion
gréfica de dependencias para razonamiento probabilistico,

dentro de la cual, los nodos representan variables aleatorias y los
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arcos representan relaciones de dependencia directas entre las

variables

La obtencion de una red bayesiana a partir de los datos es un
proceso de aprendizaje, el cual contiene dos aspectos:
aprendizaje paramétrico, mediante una estructura, obtiene las
probabilidades a priori y las condiciones requeridas, Yy
aprendizaje estructural, la cual obtiene las relaciones de

dependencia e independencia entre las variables involucradas.

K-NN (K Nearest Neighbours). - este algoritmo cada dato nuevo
en el grupo que corresponde, segun K vecinos mas cerda de otro
o de un grupo. Se puede utilizar en clasificacion y regresion, en
el caso de clasificaciones utiliza el histérico que poseemos.
Cuando se quiere realizar un pronostico sobre una nueva
observacién, basamos este pronéstico no en todas las
observaciones disponibles, sino, en las observaciones que se

parecen mas a | nueva observacion.

Opera a través de la distancia euclidea, y se calcula mediante la

féormula:

2
(2.2.1) dij = \/(xi - xj)z + (yi - yj)
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A priori .- fue propuesto en el afio 1994 por Agrawal y Srikant,
dado un umbral C, este algoritmo identifica todos los conjuntos
de items que son subconjunto de al menos C transacciones en
la base de datos, permitiendo encontrar de forma eficiente
‘conjunto de items frecuentes”, los que a su vez sirven para

generar reglas de asociacion.

En su primera fase, encuentra los Itemset frecuentes, es decir,
los items que van juntos y que superan la medida de soporte,
luego, en su segunda fase, toma los items que superan la medida
de soporte y a partir de alli considera las reglas que superan la

medida de confianza.

Uno de los principales problemas es la extraccion de las reglas a
partir de los datos proporcionados, debido a que tiene un costo
(computacional) muy alto, volviendo imposible la generacion de
dichas reglas, por ejemplo, para una empresa dedicada a las

ventas, la cual puede poseer miles de items (2" -1).

Debido a la naturaleza de nuestro proyecto, trabajaremos con
algoritmos  relacionados con reglas de asociacién,
especificamente FP-Growth, el mismo que una variante

mejorada del algoritmo Apriori.
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2.3 Sistemas y herramientas para la mineria de datos

La seleccion de la herramienta idonea, para la mineria de datos,

permitira realizar de la mejor forma el proceso de extraccion del

conocimiento, para realizar la respectiva seleccion, debemos tener en

consideracion:

El tipo de dato a analizar. - no todos los datos son iguales, asi
como, las herramientas tampoco estan listas para el tratamiento
de todos los tipos de datos, debiéndose comprobar los formatos
con los que trabaja la herramienta seleccionada.
Compatibilidad entre sistemas. - debe ser compatible con el
sistema sobre el cual va a operar, debemos comprobar si existe
interfaces de usuarios basadas en la web, asi como la
manipulacion de los datos de entrada en formato XML.
Funciones y metodologias. - debemos saber si la herramienta
seleccionada posee una UuUnica funcibn o es capaz de
proporcionar multiples funciones (como la descripcion, andlisis
estadistico, clasificacién, prediccion, agrupamiento, etc.). Se
debe tener muy claro las funciones que vamos a utilizar de la
herramienta elegida.

Acoplamiento con BD o SAD (Sistemas de Almacenamiento de

Datos). - deben acoplarse con los sistemas de almacenamiento
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de datos o de bases de datos, propiciar el procesamiento desde
un entorno uniforme, pudiéndose producir sin acoplamiento,
acoplamiento débil, acoplamiento semi-estanco y acoplamiento
estanco.

e Escalabilidad. - puede estar constituida por la escalabilidad de
fila (el sistema se considera escalable cuando el niumero de filas
se amplia en una determinada proporcién y el sistema no tarda
mas tiempo del estimado para ejecutar la consulta) o
escalabilidad de columna (el tiempo de ejecucién de consulta
aumenta linealmente a la vez que lo hace el niamero de
columnas).

e Herramientas de visualizacion. - se debe tener en cuenta la
visibilidad que ofrecera, en funcion de los datos y resultados o
mostrar todo el proceso.

e Interfaz grafica de usuario. - evaluar la interaccién que la
herramienta posee para la interaccion y la facil presentacion de

los resultados.[22]

Considerando las caracteristicas anteriormente expuestas, existen
algunas aplicaciones que se ajustan a las caracteristicas que deben
poseer las herramientas disefiadas para la extraccién del conocimiento,

entre las que se destacan:
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IBM SPSS Modeler. — originalmente llamada SPSS Clementine, y que
a partir del 2009 se pas6 a llamar PASW Modeler, luego, con la
adquisicion por parte de IBM, se paso6 a llamar IBM SPSS Modeler,
herramienta que se centra en la integracion de Data Mining con otros
procesos Yy sistemas de negocio que proporcionan inteligencia

predictiva de forma eficiente durante las operaciones del negocio.

Versiones recientes incluyen funcionalidades como reglas de scoring y
modelos de arboles de decision, permitiendo encontrar patrones, dentro

de la informacion, a fin de facilitar la toma de decisiones.

Su interfaz gréfica simple pone, el poder que representa la mineria de
datos, en manos de los usuarios de negocios y el alto rendimientos

aumenta la productividad de los analistas.

RapidMiner (YALE). — es una herramienta creada por la universidad de
Dortmund, es de cédigo abierto con licencia publica GPL de GNU?, es
multiplataforma, debido a que esta hecho en JAVA; flexible para el

descubrimiento del conocimiento y la Mineria de Datos en un ambiente

2 La licencia GPL de GNU, se usa para la mayoria de los programas GNU y en mas
de la mitad de los paquetes de software libre, esta orientada principalmente, a proteger
la libre distribucion, modificacién y uso de software, con el propdésito de declarar que
el software cubierto por esta licencia es libre y protegerlo contra intentos de
apropiacién que restrinjan esas libertades a los usuarios.
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de experimentos en aprendizaje automatico, utilizado en tareas de

mineria de datos, asi como en el mundo real.

En sus dltimas versiones acepta nuevos formatos de entrada de datos
(Microsoft Excel y SPSS), ofrece representacion de datos en formato
2D y 3D, asi como representacion en formato SOM (Self Organizing
Map). Ofrece mas de 500 operadores para los principales

procedimientos de maquinas de aprendizaje.

Weka. — Es una herramienta creada por colaboradores de la
Universidad de Waikato, contiene licencia GPL para su libre
distribucion, contiene una gran cantidad de algoritmos que trabajan de
forma eficiente, posee, ademas, una gran cantidad de herramientas

para realizar una gran cantidad de tareas para Mineria de Datos.

Mediante programaciéon en JAVA puede programarse algoritmos
sofisticados para analisis de datos y creaciéon de modelado predicativo.
Posee una interfaz grafica intuitiva para el acceso a sus
funcionalidades, se pueden implementar técnicas de clasificacion,
asociacion, agrupamiento y prediccion, ademas, es un software

multiplataforma.

Orange. — es una suite de software para mineria de base de datos y
aprendizaje automatico basado en componentes que cuenta con un facil

y potente, rapido y versétil front-end de programacién visual para el
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analisis exploratorio de datos y visualizacion, y librerias para Python y
secuencias de comando. Tiene complementos para el pre-
procesamiento de datos, caracteristicas de puntuacion y filtrado,

modelado, evaluacion del modelo y técnicas de exploracion.

Knime (Konstanz Information Miner). — plataforma de codigo abierto,
con una curva rapida de aprendizaje para la integracion, procesamiento,
analisis y exploracion, permite al usuario crear, de forma visual, flujos o
tuberias de datos, ejecutar parte o todos los pasos del andlisis para,

posteriormente, estudiar los resultados, modelos vistas interactivas.

Esta desarrollado en Java y basado en Eclipse, permite el uso de plugin
para la extension de funcionalidades [23,24]. La tabla 3, nos muestra,
en resumen, las caracteristicas que poses cada una de las herramientas
tomadas en consideracion para el proyecto, la cual se seleccionara de

acuerdo al trabajo que se pretende realizar.

Tabla 3
Herramientas de Mineria de Datos

Nombre Tipol/Lic. Plataforma Arq. Algoritmos
PASW
Modeler Clustering, regresion,

(Clementine Propietaria  Multiplataforma C/S  redes neuronales,
SPSS) arboles de decision
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Nombre Tipol/Lic. Plataforma Arqg. Algoritmos

Clustering, arboles de
Freeware/ L
o _ _ decision, redes
RapidMiner versiones Multiplataforma C/S
neuronales, reglas de
de pago o
asociacion

Clustering, regresion,
Weka Free/ GPL  Multiplataforma C/S arboles de decision,

redes neuronales

Clustering, arboles de
Orange Free/GPL Multiplataforma C/S clasificacion, reglas
de asociacion
Algoritmos de
_ _ segmentacion,
Knime Free/GPL Multiplataforma C/S o
arboles de decision,

redes neuronales

Nota: C/S = Cliente Servidor

En general los distintos tipos de softwares utilizados para realizar
Mineria de Datos, analizan relaciones y patrones entre los datos
generados, utilizando técnicas estadisticas, redes neuronales y
aprendizaje automatico, que permiten detectar clases (para la
localizacion de datos en grupos predeterminados), clusters (para
identificar afinidades de consumo o realizar segmentacion de
mercados), asociaciones (para identificar tendencias o habitos) y

patrones secuenciales (para revelar comportamientos encadenados).
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Por lo tanto, la herramienta elegida dependera especificamente del
proyecto que se pretenda implementar, de las caracteristicas
particulares que presenten los datos, y lo mas importante, la necesidad

de informacion que requieran los interesados.



CAPITULO 3

DEFINICION DE LA SITUACION ACTUAL

3.1 Diagnéstico de la situacion actual

Un Centro de Recursos Bibliograficos, es una dependencia que
funciona en un entorno dinamico, en el mismo, se integran los servicios
de informacién que posee una universidad, entre las variedades en
cuanto a su nombre, podemos encontrar a los CRAI (Centros de
Recursos para el Aprendizaje y la Investigacion), Redes de Bibliotecas

o Centros de Informacion, en general responden a contener
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informacion, y se encuentran relacionadas a la tecnologias que brindan

soporte al aprendizaje, la docencia y la investigacion.

Los servicios que se prestan en el Centro de Recursos de Informacién son
utilizados por usuarios que demandan informacién para la realizacion de
tareas o investigaciones, entre los servicios que podemos mencionar se
encuentran: préstamos de libros impresos, préstamos de libros digitales,
prestamos de tesis impresas y digitales, préstamos de equipos de apoyo
para actividades académicas o de investigacion, préstamos de cubiculos
y salas de estudios, talleres para la formacion de investigadores, entre los

mas destacados.

Para la prestacion de estos servicios se debe contar con personal de
caracter multidisciplinario como bibliotecarios, informaticos y técnicos
para brindar un soporte adecuado a las necesidades del usuario

(estudiantes, profesor, investigador, etc.).

Los servicios mencionados con anterioridad generan una serie de
registros, es asi como cada dia, en promedio, se reciben entre 1.500 a
1.700 visitas, se generan 500 préstamos de material impreso, 300

préstamos de equipos informaticos y 50 reservas de espacios de trabajo.

La tabla 4 muestra las cifras correspondientes a los préstamos generados
por los principales servicios que se ofrecieron durante los afios 2016 y

2017, ademas, la tabla 5 presenta los 10 libros mas solicitados durante
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los periodos antes mencionados, estos corresponden a aquellos que se

encuentran presentes acompafiados con otros items en una transaccion.

Tabla 4
Datos estadisticos de los servicios

Servicio del Centro de Recursos de Informacién Afio 2016 Afio 2017

# de visitas 266.043 223.818

# de préstamos de material bibliografico (impreso)  20.503 37.381

# de préstamos de material bibliogréafico (digital) 3.070 1.515

# de busquedas en BD de informacion cientificas 395.299 953.477

# de blusquedas en el Repositorio Digital 121.220 555.462
Tabla 5
Libros mas solicitados

#  Titulo # prestamos Fraccién
1 Gaceta Judicial 1.025 0,030

2  Harrison: principios de medicina interna 884 0,026

3 Anatomia humana 856 0,025

4  Atlas de anatomia humana 551 0,016

5 Periodontologia clinica e implantologia 537 0,013

odontolégica

6 Odontologia restauradora: fundamentos y 455 0,010
técnicas
7  Tratado de anatomia humana 322 0,008

8 Libro basico de ortodoncia 269 0,008
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#  Titulo # prestamos Fraccioén
9 Cecil y Goldman: tratado de medicina interna 262 0,007
10 Gran atlas McMinn de anatomia humana 244 0,007

Nota: libros mas solicitados en transacciones que contienen mas de un item
3.2 Caracteristicas e interpretaciéon de la fuente de datos

Los datos, objeto del andlisis en el presente trabajo, recogen informacién
de los préstamos de material bibliogréfico realizado por las diferentes
carreras (27 carreras) que se imparten en la institucion, abarcan distintos
aspectos descriptivos de los usuarios y del personal que interviene en el

préstamo (de acuerdo con el servicio prestado).

Entre las variables mas importantes destacamos: el usuario responsable
del préstamo (usuario administrativo), fecha de préstamo, tipo de
literatura, numero secuencial, inventario, tema del material consultado,
autor del material consultado, tipo de usuario (estudiante, profesor,
investigador, etc.), ciclo de estudio, identificacion, tipo de préstamo
(interno o domicilio), estado del préstamo (fecha de devolucion o en

circulacién), carrera a la que pertenece y nombre del usuario.

Los datos que se analizaran seran a partir de reportes generados en
formato textos, la poblacion no se encuentra definida, se cuenta con
archivos historicos en base a documentos proporcionados para la

investigacion. El disefio y la solucion del modelo, beneficiara de forma
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directa, al Centro de Recursos Bibliografico, y de forma indirecta a la

institucion.

3.3 Definicién de requerimientos y restricciones

e Se debe contar con los datos a analizar, los mismos deben estar
en formato texto.

e No se modificaran la tecnologia existente, el sistema a evaluar
debera leer la informacion que se entregara en formato texto.

e Describir las técnicas y métodos que se han utilizado para la
recogida de datos.

e Por confidencialidad de la informacion, no se mencionaran algunos
datos reales como la informacién de actores o datos técnicos.

e El software elegido debe ser seguro en todas las fases del proceso,
no se debe compartir informacion no autorizada.

e Construir un prototipo visual (sistema) para la aplicacion de Mineria
de Datos.

e Analizar los resultados obtenidos para la aplicacion de la Mineria
de Datos.

e Descubrir informacion relativa a la asociacion que existen entre los
items en determinadas transacciones.

e Emitir las recomendaciones y predicciones para el empleo de la

Mineria de Datos en un Centro de Recursos de Informacion.
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3.4 Levantamiento de lainformacién

3.4.1 Descripcion de los procesos

En este apartado proporcionaremos de forma detallada los
procesos relacionados con los préstamos de material bibliografico,
actividades que permiten la generacion de los datos. A
continuacion, describiremos los procesos que contribuyen en la

generacion de los datos que seran explorados:

Tabla 6
Proceso de préstamo de material bibliografico impreso

Pasos Departamento Descripcion

Atencién a Recepta el requerimiento del usuario
1

usuarios (informacién requerida).

Atencion a Verifica el requerimiento dentro sistema
2

usuarios (existencia de informacion requerida).

Atencién a Solicita el documento para el préstamo de
3

usuarios material bibliogréafico

Atencion a Registra e imprime el préstamo de material
4

usuarios bibliografico al usuario

Atencién a Recuerda las politicas de préstamo (fecha
5

usuarios de devolucién, sanciones, etc.).

Atencion a Desactiva mecanismos de seguridad y
6

usuarios entrega el material bibliogréafico solicitado.
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Tabla 7

Proceso de devolucion del material bibliografico impreso

Pasos Departamento  Descripcion

Atencion a
1 Recepta el material bibliografico

usuarios

Atencion a
2 Verifica fecha de devolucion

usuarios

Atencién a Si ha pasado la fecha de devolucion, el
3

usuarios sistema imprime recibo de multa

Atencion a Explica a usuario el motivo de la multa
4

usuarios generada

Atencion a Firma el recibo y solicita al usuario la firma
5

usuarios correspondiente

Atencién a Entrega recibo y activa la seguridad en el
6

usuarios material bibliogréafico

Atencion a Devuelve el material bibliografico a la
7

usuarios percha correspondiente

Tabla 8

Proceso de préstamo de material bibliografico digital

Pasos Departamento Descripcion
1 Sistema

Usuario realiza la basqueda en el OPAC
Bibliotecario




3.4.2

54

Pasos Departamento

Descripcion

2 Sistema Verifica informacion del material
Bibliotecario bibliogréafico requerido

3 Sistema Ingresa a la plataforma de préstamo, con
Bibliotecario usuario y clave respectiva

4 Sistema Busca dentro de la plataforma
Bibliotecario seleccionada el material requerido

5 Sistema Verifica disponibilidad (en ciertos casos) y
Bibliotecario demas detalles del material bibliogréafico

6 Sistema Descarga, o lee en linea, el material
Bibliotecario bibliogréafico seleccionado

7 Sistema Devolucion del material bibliografico
Bibliotecario

Identificacion de la fuente de conocimiento

En esta seccion, describiremos los medios y tecnologias utilizadas

en el Centro de Recursos de Informacion, asi como, las técnicas y

métodos utilizados para la toma de datos.

Describir y analizar los procesos, relacionados con los datos,

existentes y definir los procesos, usuarios y servicios utilizados es

fundamental para la obtencion de los datos y posterior

procesamiento de la informacion.
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Los datos seran obtenidos a partir del sistema utilizado, mediante
un archivo de texto, el cual contiene los datos principales de las

transacciones realizadas a diario por los usuarios.

La recopilacion de la informacion se realizé de la siguiente forma:

a) ldentificacion y seleccidon del Centro de Recurso de Informacion
participante, existen varios centros de recursos de informacion
en toda la institucion, las cuales generan transacciones sobre
un sistema centralizado.

b) Anadlisis de la informacién, contiene informacion sobre el Centro
de Recursos de Informacion seleccionado, y los principales
campos referentes a la informacion que se requiere analizar.

Los datos corresponden a los periodos 2016 y 2017.

3.4.3 Descripcién de la fuente de informacién

Antes de llevar a cabo un estudio estadistico de la informacion, es
importante conocer los datos recopilador y como estos colaboraran
en el estudio, de la misma forma, debemos describir en que
variables se encuentran organizado. Detallaremos las variables
cuantitativas y cualitativas y se describira las caracteristicas

principales y la vinculacién que posee con los datos.
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Variables Cualitativas. - indican cualidades o caracteristicas que
no pueden ser medidas de forma numeérica, se divide a su vez en
variables nominales (o categoricas) y ordinales (guardan un orden),
las primeras tienen como caracteristica, que sus datos tienen
eventos mutuamente excluyentes y colectivamente exhaustivos, a
diferencia de las variables ordinales, las cuales se caracterizan por

gue sus variables guardan un orden dentro de las categorias.

Tabla 9
Operacionalizacion de las variables cualitativas
Nombre de la variable Tipo Escala de medicion
Tema Cualitativa Nominal
Autor Cualitativa Nominal
Ciclo Cualitativa Nominal
Usuario responsable Cualitativa Nominal
Tipo de usuario Cualitativa Nominal
Editorial Cualitativa Nominal
Afio de edicién Cualitativa Nominal
Idioma Cualitativa Nominal
Tipo de literatura Cualitativa Nominal
Sexo Cualitativa Nominal

Variables Cuantitativas. - representan caracteristicas que pueden

ser representadas de forma numérica, de tal forma que pueden
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realizarse operaciones numeéricas sobre ellas. Existen 2

subcategorias dentro de este tipo de variables: la variable

cuantitativa discreta, la cual toma un numero finito de valores entre

dos valores cualesquiera de una caracteristica y la variable

cuantitativa continua, en la que se puede tomar un numero infinito

de valores entre dos valores cualesquiera de una caracteristica.

Tabla 10

Operacionalizacion de las variables cuantitativas

Nombre de la variable Tipo Escala de medicion
Transaccion Cuantitativa Ordinal

Fecha de préstamo Cuantitativa De razodn (dias)
Fecha de devolucién Cuantitativa De razon (dias)

3.4.4 Objetos del negocio

A continuacion, se detallan los principales objetos del negocio que

contribuyen con la generacion de los datos.



Tabla 11
Descripcion de los objetos del negocio
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Nombre Tipo Descripcion Parametros Roles
involucrados
Usuario
Representa e Nombre.
informacion e Apellido. )
. Cliente.
Usuario BO personal del e Facultad.
(cliente) usuario que e Ciclo.
solicita el material e Correo.
bibliogréfico. e Teléfono.
e Direccion.
Material Bibliogréafico
e #Inventario
Representa el e
) - e Clasificacion Procesos
Material registro del L L
o . BO - e Presentacion técnicos.
Bibliografico material o
S e Afo
bibliogréfico. o
o Editorial
e Edicion
Documento
Representa el
documento que e Tipo Usuario
Documento habilita el e  # Identificacion S

: . BO . Auxiliar de

de identidad préstamo del e Nombre -
) ) Biblioteca.
material e Apellidos
bibliografico e Vigencia
Solicitud
Solicitud d R | e # Transaccion
olicitud de e.pr.esenta a «  Tipo de préstamo .
préstamo de solicitud del . . Usuario.
. . e Tipo de usuario .
material BO préstamo del - . Auxiliar de
- . . e Cddigo de usuario o
bibliogréafico material Codiao d terial Biblioteca.
impreso bibliogréfico. ¢ odigo de m’a era
e Fecha de préstamo.
e Fecha de devolucion.
Registro:
Registro para Representa la .
L, ., - . Usuario.
devolucién devolucion del e  Codigo del material .

. BO - PP Auxiliar de
del material material bibliografico Biblioteca
bibliografico bibliografico e Fecha de devolucion.

Reqistro para Representa el .

9 P préstamo del Registro: .
préstamo del material Usuario
material BO G e Id de plataforma Sistema

- . bibliogréafico ) . .
bibliografico digital e |d de usuario Bibliotecario

digital
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Nombre Tipo Descripcion Parametros Roles
involucrados
Representa la Orden de pago: Aucxiliar de
Orden de BO orden para el e Fecha de orden pago. Blbllot_eca.
pago pago por Usuario.
multa e Valor de pagar.
Reporte:
Solicitud de Representa |a .
. solicitud de o Coordinador
estadisticas : o e Fecha de inicio
informacion ) del Centro de
de uso de BO sobre el uso e Fechade fin RECUISOS
Eg}fg;?'aﬂco del fondo *  Tipo de usuario Bibliografico
bibliogréfico

Nota: la columna tipo representa el objeto de negocio (Business Object)

3.4.5 Matriz de Casos de Usos

Tabla 12
Detalle de la matriz de casos de uso del proceso analizado

. . . Objeto de eIl
ID  Actividad Tipo Descripcion Rol . estados
Negocio .
finales
El usuario llena Cod!go d_e,
Solicitud del los datos ) clasmcau_on
Al  material Manual solicitando el Usuario del material
bibliografico. material Autor
bibliografico. Tema
La auxiliar de Cod_lgo d_e,
Verificar la biblioteca verifica  Auxiliar de clasmcac.mn
A2  solicitud del Manual si hay biblioteca de material
usuario disponibilidad de Autor
la informacion. Tema
La auxiliar de o
biblioteca ofrece C°d!9° d,e,
Ofrecer opcion de Auxiliar de cIaS|f|cac_|on
A3 alternativas de Manual informacion ante biblioteca de material
informacion la falta del Autor
material Tema
solicitado.
Vigencia de
Verificar L? "?‘”X”‘a’ de. . B documento
documentos biblioteca verifica  Auxiliar de  Documento
A4 para el Manual el documento biblioteca  vélido para
préstamo entregado por el préstamo

usuario




60

Objeto de Posibles
ID  Actividad Tipo Descripcion Rol Negocio estados
finales
Fecha de
Generacion Ir‘: E;rtc;geddeel al » devolucion
del préstamo g . A_ux.|I|ar de Datos_ del
A5 . Manual material biblioteca usuario
de material bibliografico al
bibliogréfico 9 Datos del
usuario material
La auxiliar
rocede a
Preparar el P - Auxiliar de  echade
A6  material a Manual desactivarlas ibli devolucion
seguridades del biblioteca
entregar .
material
bibliogréafico
La auxiliar
entrega el
material
Entrega del G Auxiliar e Fe¢ha de
; bibliografico y o devolucién
A7  material Manual biblioteca
R recuerda las
bibliogréafico .
politicas de
préstamo y
devolucion
La auxiliar
Renovacion procede a Auxiliar de ~ © Fechade
A8  del material Manual atendery biblioteca renovacio
bibliogréafico registrar la fecha n.
de renovacion.
El coordinador CooWMnad e Fechade
Reporte de procede a or de inicio
estadisticas recopilar la Centro de e Fecha fin
A9  de uso de Manual  informacién, Recursos Tipo de
material luego la procesa de y usuario
bibliogréafico para mostrar los Informacio e Carrera
datos requeridos "
Nota: la columna ID representa las actividades
3.4.6 Excepciones
Tabla 13
Registro de excepciones del proceso analizado
D Excencion Actividad Descrincion Acciones Objeto de
P Afectada P Correctivas Negocio
- El materialno  E| personal debe .
Material esta co&unmamecon * Inventario.
bibliografico . . i
El No J A2 disponible el usuario y ofrecer * EZ?e(rjigl
. . ra el i :
disponible parae otro material.

usuario.
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ID Excepcion Actividad Descripcion FECEEE Objeto_de
P Afectada P Correctivas Negocio
El auxiliar de
El documento  Piblioteca explica
Documento presentado no la situacion al e Documento
E2 i A4 i i d de Identidad
no valido es valido para  Usuario, procede a e Identidad.
el préstamo. descartar la
solicitud.
El usuario El auxiliar de
mantiene biblioteca
deudas comunica al e No. de orden
pendientes usuario que no de pago.
E3 Deudas con la puede proceder e Fecha
. Ad R 4 Ay
pendientes institucion, no  ¢On €l préstamo a maxima de
se le puede domicilio debido a pago
prestar gue mantiene
material a deudas con la
domicilio institucion.
E| material El auxiliar de
bibliografico biblioteca explica
NO solicitado no @ usuario los « Fecha de
. puede ser motivos por los renovacion.
g4  Renovacion renovado cuales no puede Reqistro d
del material . realizar la e Registro de
ibliografi debido a que novedades
bibliografico g renovacion del
cumplio el enovacion de
maximo de material
renovaciones  Pibliografico.

Nota: la columna ID representa la codificacion en relacién a las excepciones

3.5

Identificacidén de actores y responsabilidades

3.5.1 Registro de informacién de los Actores Clave

Tabla 14

Actores claves en la generacion de los datos

Nombre Cargo Dpto. Direccién Teléfono Email

Juan Coord./Direct  Biblioteca Av. Carlos Julio 25555555  juanm@

Mejia or del Centro  General Arosemena ie.educa.co
de Recursos m.ec

Ana Jefa de Biblioteca Av. Carlos Julio 25555555 anad@

Drouet Procesos General / Arosemena ie.educa.co
Técnicos Procesos m.ec

técnicos
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Nombre Cargo Dpto. Direccion Teléfono Email

Maria Auxiliar de Biblioteca Av. Carlos Julio 25555555 mariog@

Gbomez Biblioteca General / Arosemena ie.educa.co
Atencion a m.ec
usuarios

Ruth Auxiliar de Biblioteca Av. Carlos Julio 25555555  falvarado@i

Alvarado Biblioteca General / Arosemena e.educa.co
Atencion a m.ec
usuarios

Ana Solis  Auxiliar de Biblioteca Av. Carlos Julio 25004040 estelas@

investigacion ~ General / Arosemena ie.educa.co

Area virtual m.ec

Raul Auxiliar de Biblioteca Av. Carlos Julio 25004040 raulg@

Gobmez soporte TICs  General / Arosemena ie.educa.co
Area virtual m.ec
Area virtual

3.5.2 Actores y relacion con el proceso

Los actores, asi como las responsabilidades, que intervienen en el

proceso de préstamo de material bibliografico se muestran a

continuacion:

Tabla 15

Actores y su relacion con el proceso

Actores .ROl que
juega

Estudiantes,
_profes_ores, Usuarios
investigador .

A (Clientes)
esy publico
en general.

Descripcién

Es la persona
que solicita
algin material
bibliografico.

Interés

Solicitar un
texto que
cumpla con
sus
necesidades
de
informacion

Responsabilidad

Solicitar el tipo de

material
bibliografico.
Presentar el
documento de
identificacion.
Firmar el
documento del
registro de
préstamos.


mailto:mariog@claro.com.ec
mailto:mariog@claro.com.ec
mailto:mariog@claro.com.ec
mailto:falvarado@ie.educa.com.ec
mailto:falvarado@ie.educa.com.ec
mailto:falvarado@ie.educa.com.ec
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Rol que L . .
Actores iueg?:l Descripcién Interés Responsabilidad
Poner al Gestiona la
servicio de compra o
los usuarios  convenio del
el mejor material
material bibliografico
bibliografico, impreso o digital.
Es la persona . .
. . a fin de que Coordina el uso
Director del que coordina los
. o estos adecuado de los
Juan Mejia  centro de servicios que se
. - puedan recursos de
informacién  prestan al . .
. contar con informacion.
usuario . .
informacion Ayuda en el
fiable para el disefio de los
desarrollo de  entornos de
sustareaso  acceso alos
investigacion recursos de
es. informacion.
Es la persona Registrar el
que se encarga  material Clasificacién y
Jefa de del ingreso, bibliografico  catalogacion del
. registro, para que material
Ana Peérez procesos e . S
L codificacion y esté bibliogréafico en el
técnicos . . . .
procesamiento disponible a  sistema
del material la brevedad bibliotecario.
bibliografico posible.
Revisar
disponibilidad de
material
Es la persona . solicitado.
Es laimagen .
p que se encarga Revisar
Maria del
. . - del proceso de documento de
Gomez; Auxiliar de . departament . e,
o préstamo de identificacion
Ruth Biblioteca . o parala
material i entregado.
Alvarado S atencion de -
bibliografico . Registrar el
. los usuarios. .
impreso. préstamo y
devolucion de
material
bibliografico.
Asignar los
equipos para el
. réstamo de
Garantizar la P .
Es la persona - material
o accesibilidad L
. Auxiliar de  que se encarga . bibliografico.
Ana Solis . . , del usuario .
investigaci del préstamo de hacia os Orientar al
on los equipos para usuario con el
. recursos de
uso académico. . L uso de las
informacion.

herramientas y el
portal elegido.
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Actores jlicglgiue Descripcion Interés Responsabilidad
Dictar charlas y
Es la persona talleres para el
gue se encarga  Capacitar y uso de los
Auxiliar de dela mejorar el recursos de
Raul Gbmez  soporte capacitacion de  uso de los informacion.
TICs los usuarios con  recursos de Mantener en
el entorno informacion.  condiciones
virtual. operables los
equipos.

3.6 Descripcion de las relaciones entre elementos

A continuacion, mediante el modelo Entidad-Relacion (ver figura 3.1),

podemos ver parte de la estructura de la BD y una descripcién de las

tablas que intervienen en la generacion de los datos sujetos de analisis en

el proyecto.



dim_institucion v
 dim_ins_id: INTEGER
4 dim_insttucion_dim_ins_id: INTEGER (FK}
4 dim_ins_descripcion: INTEGER
13 dm_nsttucion_FkIndex!

@ dim_institucion_dim_ins_id

dim_responsable v
 dim_res_id: INTEGER
§ dim_institucion_dim_ins_id: INTEGER (FK)

: Rel 10

H——Rel 12

<% dim_res_nombre_apelido: VARCHAR(255)
|3 dim_responsabie_FKIndex!
R dim_institucion_dim_ins_id

dim_editorial M

¥ dim_edi id: INTEGER

< dim_ed|_descripcion: VARCHAR(255)

dim_tipo_literatura v
¢ dim_ti_id: INTEGER
< dim_til_descripcion: VARCHAR(45)

Rel 14

dim_usuario v

 dim_usu_id: INTEGER
 dim_insttucion_dim_ins_id: INTEGER (FK)

% dim_tipo_usuario_dim_tiu_id: INTEGER (FK)
% dim_usu_nombre_apelido: VARCHAR(255)
% dim_usu_ciclo: CHAR(2)

3 dim_usuario_FiTndex!

@ dim_tipo_usuario_dim_tiu_id
|3 dim_usuario_FKIndex2

9 dim_institucion_dim_ins_id

Rel 01

hec_prestamos_bio

§ idhec_prestamos_bib: INTEGER
 dim_usuario_dim_usu_id: INTEGER (FK)
 dim_tipo_prestama_dim_tip_id: INTEGER (FK)
 dim_mat_bib_dim_rb_id: INTEGER (FK)
 dim_usuario_dim_institucion_dim_ins_id: INT.
% dim_responsable_dim_institucion_dim_ins_id:...
% dim_responsable_dim_res_id: INTEGER (FK)

L (FK)

(FK)

% hec_fecha_prestamo: DATE
4 hec_facha_devolucion: DATE

o

Rel 08,

Rel
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dim_tipo_usuario M

9 dim_tiu_id: INTEGER

% dim_tiu_descripcion: VARCHAR(255)

dim_tipo_prestamo v

{3 hec_prestamos_bib_fKIndex]
R dim_usuario_dim_usu_id
% dim_usuario_dim_institucion_dim_ins_id
13 hec_prestamos_bi_ Fiindexd
% dim_tipo_prestamo_dim_tip_id
|3 hec_prestamos_bib_ Fiindex4
% dim_mat_bib_dim_mb_id
|3 hec_prestamos b FXindex4
¥ dim_responsable_dim_res_id
9 dim_responsable_dim_institucion_dim_ing_id

Rel 13

dim_mat_bb v

 dim_mb_id: INTEGER

4 dim_tipo_literatura_dim_til_id: INTEGER (FK)
4 dim_edttorial_dim_edi_id: INTEGER (FK)

% dim_presentacion_dim_pre_id: INTEGER (FK)
% dim_mab_clsificacion: TEXT

H———Rel 11

% dim_mab_presentacion; TEXT

G dim_mab_anio_presentacion: DATE
G dim_mab_edicion: TEXT

% dim_mab_tema: VARCHAR(255)

% dim_mab_autor: VARCHAR(255)
4 dim_mab_secuencil: INTEGER

£ % dim_mab_inventario: INTEGER

13 dm_mat_bib_FIndext
@ dim_presentacion_dim_pre_id
13 dim_mat_bit_FIndex?
@ dim_edttorial_dim_edi_id
3 dim_mat_bib_rIndex3

@ dim_tio_literatura_dim_ti_id

12

7 dim_tip_id: INTEGER
< dim_tip_descripcion: INTEGER

dim_presentacian v
 dim_pre_id: INTEGER

Rel_|

Figura 3.1 : Modelo Entidad Relacion

09

< dim_pre_descripcion: INTEGER




CAPITULO 4
ANALISIS Y DISENO DE LA APLICACION DE MINERIA
DE DATOS
4.1 Andlisis, exploracién y preparacion de los datos

4.1.1 Descripcion de las variables objetivas

Describiremos los datos obtenidos con la finalidad de brindar una
visibn méas clara de las variables seleccionadas. Cada

transaccion representa uno o varios items solicitados.



Tabla 16
Descripcion de los datos
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Variable Descripcion Minable
Usuario Usuario que realiza el préstamo del material
NO
Responsable bibliografico
Fecha de Fecha en la cual se realiza el préstamo al
NO
préstamo estudiante. Formato DD-MM-YYYY
Tipo de Categoriza al tipo de préstamo (interno o
NO
préstamo domicilio)
Tipo de
Describe al tipo de material bibliografico NO
literatura
Num. Numero del registro del material bibliogréafico en
NO
Secuencial la base de datos
Inventario que le corresponde al item en la base
Inventario NO
de datos
Corresponde a la transaccion realizada por un
Transaccion Sl
determinado usuario
Tema Tema o titulo del material bibliografico Sl
Autor Autor(es) del material bibliografico Sl
Area del )
Area del conocimiento a la cual pertenece laobra NO
conocimiento
Clasificacion del tipo de usuario que realiza el
Tipo de usuario  préstamo (Estudiante, profesor, investigador, NO
etc.)
Ciclo de estudio al cual pertenece el usuario (si
Ciclo NO
es estudiante)
Num.
Cddigo de identificacion del estudiante NO

Identificacién



4.1.2
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Variable Descripcién Minable
Registra el estado del préstamo del material NO
Estado
bibliogréfico (fecha de devolucion o si se
Devolucion
encuentra en circulacion).
Carrera, especialidad, unidad académica o
Carrera/Dpto. NO
departamento al que pertenece el usuario
Nombre Nombre del usuario que realiza el préstamo NO

Vista minable conceptual

La vista minable, en general, hace referencia al conjunto de datos

mas relevantes dentro del contenedor de datos, con la idea de

agruparlos de tal forma que se puedan procesar con facilidad.

Este modelo se realiza luego de las etapas de limpieza y

construccion de los datos a analizar. Por su lado, la vista minable

conceptual (VMC), describe de forma detallada cada una de las

variables que pueden ser consideradas para llevar a cabo la

tarea de mineria de datos.

Tabla 17
Usuario — Vista minable conceptual

Variable Descripcion Minable

Estudiante, Profesor,
Tipo de

Investigador, Usuario externo,
usuario

Administrativo, Funcionario Categorizacion del usuario
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Variable Descripcion Minable
Mediante el ciclo, se puede
agrupar los préstamos
Ciclo académico al cual
Ciclo realizados por los usuarios,
pertenece el estudiante
se pueden utilizar para
recomendaciones
Tabla 18
Préstamo — Vista minable conceptual
Variable Descripcion Minable

Transaccion

Numero secuencial que
registra la transaccion

(préstamo)

Sirve como identificador
de las transacciones que
se realizan, se agrupara
para obtener los items

relacionados.

Servira para establecer

Fecha de Fecha enla que se realiza  tendencias de las fechas
préstamo el préstamo con mayor rotacion de
material bibliogréfico
Permitird conocer qué tipo
Tipo de Interno
de préstamos tiene mayor
préstamo Domicilio

demanda




Tabla 19
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Material bibliogréafico — Vista minable conceptual

Variable Descripcion Minable
Cadigo del registro al Determinara el cadigo al cual
Cadigo cual pertenece la obra  pertenece ese item, el cual
secuencial dentro del sistema demostrara que tan solicitado
bibliotecario puede ser un titulo en particular
NUmero secuencial
Determinara la rotacion de un
Inventario (inventario) del
item en particular
material bibliogréafico
e Libro Permitird identificar qué tipo de
Tipo de
e Tesis material bibliografico tiene una
literatura
e Revista mayor demanda
Se podra verificar los temas
Describe el tema de la  relacionados en cada préstamo,
Titulo
obra se considerara las transacciones
con mas de dos items
Puede permitir buscar relaciones
Describe al autor de la
Autor entre los autores mediante los
obra
titulos de los libros
Area del conocimiento  Ayudara a reconocer que areas
Area del

conocimiento

con la cual esta

relacionada la obra.

del conocimiento tiene mayor

demanda de material bibliogréafico



Tabla 20
Unidad académica — Vista minable conceptual

71

Variable Descripcion Minable

Identificara la unidad

académica, servira para

Institucion Unidad académica

conocer que unidad realiza

mayores prestamos

4.1.3 Vistaminable operativa

La vista minable operativa (VOM por sus siglas en inglés), se

refiere a la carga e integracion de los datos (integrados en una

vista), detallados en la vista minable conceptual.

A continuacién, describiremos las diferentes variables, asi como,

la fuente de almacenamiento de donde provienen (ver tabla 21).

Tabla 21
Vista minable operativa

Variable Descripcién Fuente

fec_prestamo Fecha de préstamo Sistema
Forma en la que se realiza el préstamo

tip_prestamo Sistema
(interno o domicilio)

tip_literatura Especificacion del material bibliogréafico Sistema

(Libro, tesis, revistas)
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Variable Descripcion Fuente

Namero del registro del material
num_secuencial Sistema
bibliogréafico en la base de datos

Inventario que le corresponde al item en la
num_inventario Sistema
base de datos

transaccion Ndmero de la transaccion Sistema
tema Tema o titulo del material bibliografico Sistema
autor Autor(es) del material bibliogréafico Sistema

Area ala que pertenece el material
are_conocimiento Sistema
bibliogréafico (CCSS, CCMM, Filosofia, etc).

Clasificacion del tipo de usuario que realiza
tip_usuario el préstamo (Estudiante, profesor, Sistema

investigador, etc.)

institucion Unidad académica Sistema

4.2 Representacion, transformacion y clasificacion de los datos

Mediante un procedimiento de ETL, se obtendra los datos que
intervendran en las operaciones de la mineria de datos, se seguira los

siguientes pasos:

a) Seleccion. - los datos principales que se analizaran se encuentran
en un archivo txt, en el mismo se encuentran los datos generados

por los préstamos de material bibliografico del afio 2016 y 2017.
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Estos datos son obtenidos a partir del Sistema Bibliotecario que
actualmente se utiliza.

Se cargaran el archivo txt a una hoja de Excel, mediante la opcion
de importacién de archivos, y se revisara posibles inconsistencias
en la informacion. Este archivo es que finalmente leera la
herramienta seleccionada.

b) Pre-procesamiento/Limpieza. - esta etapa realizaremos labores de
limpieza (completar datos faltantes, suavizar el ruido, identificar
datos redundantes, valores perdidos, etc.), integracién de mdaltiples
fuentes de datos (de existir), transformacién (normalizacion),
reduccion (reduccién del volumen) y discretizaciéon (transformacion
de variables numéricas en categoricas).

c) Carga. - cargar de los datos al algoritmo elegido, para el proceso de
mineria de datos, luego de lo cual se creara las respectivas reglas

de asociacion.

4.3 Eleccion de herramientas para computacion de los datos

El arte de tomar buenas decisiones permite la obtencion de buenos
resultados, no podemos elegir la misma herramienta para resolver
diferentes problemas, cada problema tienes situaciones particulares y
se desarrolla en sus propios escenarios, debemos entender el contexto,

datos, resultados y la informacién relacionada, por lo tanto, es necesario
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saber evaluar de forma correcta las herramientas para la solucion y

toma de decisiones.

En el siguiente trabajo se utilizara, preferentemente, herramientas open
source, especificamente para el trabajo de mineria de datos,
utilizaremos RapidMiner, una aplicacion que posee un enfoque visual
para representar las tareas de data mining, proporcionando una manera
amigable para el tratamiento de los datos, herramienta que es
respaldada ampliamente por quienes frecuentemente realizan mineria
de datos, esto lo demuestra una encuesta realizada (sobre unos 3.000
participantes) en el afio 2014 por la empresa KDnuggets, tal como lo
muestra la figura 4.1.

What Analytics, Big Data, Data mining, Data Science software you used in the past 12 months for a
real project? [3285 voters]

Legend: Red: Free/Open Source % users in 2014

tools I % users in 2013

Green: Commercial tools na - not included in poll in 2013.

Fu ): Hadoop-related t

apidMiner (1453), 35.1% alone I 24,2

I 5O 2

R (1264), 2.1% alone I, 38.5¢
37 .49

Excel (847), 0.1% alone I 2 S5.8%

N |
n

SQL (832), 0.1% alone

Igl
VN
n

n (639), 0.9% alone

I 1 3.30

Weka (558), 0.4% alone I 1
—— 14.3%

KNIME (492), 10.6% alone I 15.09
N 5.9%

Had (416). 0% alone . 12.7
 9.3%

SAS base (357), 0% alone |-
1 0.

Figura 4.1 : Encuesta sobre usos de software para mineria de datos.
Tomado de https://www.kdnuggets.com/2014/06/kdnuggets-annual-
software-poll-rapidminer-continues-lead.html por Piatetsky y KDnuggets [25]


https://www.kdnuggets.com/2014/06/kdnuggets-annual-software-poll-rapidminer-continues-lead.html
https://www.kdnuggets.com/2014/06/kdnuggets-annual-software-poll-rapidminer-continues-lead.html
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Dentro de las caracteristicas funcionales de RapidMiner, podemos
mencionar que, cada operacion se representa mediante un icono, u
operador, los mismos que son conectados mediante una secuencia
l6gica que representa los pasos y operaciones a los cuales seran

sometidos nuestros datos.

4.4 Disefio de la aplicacion

4.4.1 Disefio del almacén de datos

Los almacenes de datos son sistemas que almacenan datos
histéricos, que pueden ser utilizados por herramientas de Mineria
de Datos, son de consultas y estan enfocados a la extraccion de
conocimiento, debemos tener presente que un almacén de datos
no es una base de datos donde se puede realizar funciones
basicas de procedimientos almacenados, también denominados
CRUD o IMUD por sus siglas en inglés (Insert, Modify, Update o

Delete).

Un almacén de datos se encuentra organizados en relacién a los
temas que mas relevancia tiene para la organizacion, y de alguna
forma deben responder a la interrogantes planteadas,
proporcionando respuestas estratégicas, distinguiéndose
aspectos como las “Actividades” de interés para el analisis y el

“‘Contexto” de analisis para estas actividades de interés,
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creandose un modelo multidimensional el cual basa su estructura
en Hechos (se encuentran relacionadas las actividades de
interés para la empresa) y Dimensiones (son el contexto sobre

el que se desea analizar las actividades).

La creacion del almacén de datos, en nuestro proyecto, se
realizara mediante operadores que posee la herramienta y que
permiten realizar una serie de procesos. En la herramienta
utiizada vamos a segmentar los procesos (utilizando los
operadores) que compondran el ETL (Extrantion, Transformation
and Loading), fundamental dentro de la creacion de la

arquitectura del almacén de datos.

Identificacién y deteccién de datos anormales

Dentro de las acciones que debemos considerar ante la

presencia de datos andmalos (outliers) tenemos:

Ignorar: muchos de los algoritmos son robustos ante la

presencia de datos anémalos.

Filtrar: Mediante la eliminacion o reemplazo de la columna con
datos andmalos, teniendo cuidado que al eliminar una de las

columnas, puede existir columnas dependientes con una mayor
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calidad. Mediante el reemplazo podemos agregar una nueva

columna indicando si el valor era normal o outlier.

Filtrar lafila: existe un sesgo en los datos, debido a que la mayor
parte de las veces las causas de un dato errébneo se encuentran

relacionadas con caos o tipos especiales.

Reemplaza el valor: por un valor nulo si el algoritmo lo trata bien
0 por maximos y minimo, o por medias. En muchas ocasiones se

puede predecir a partir de los otros datos presentes.

Discretizar: al transformar un valor continuo en uno discreto (por
ejemplo, muy alto, alto, medio, bajo, muy bajo), permite que los

outliers caigan en ‘muy alto’ o ‘muy bajo’ sin mayores problemas.

Por otro lado, para los datos faltantes (missing values), debemos

considerar las siguientes acciones:

Ignorar: algunos algoritmos son robustos ante la presencia de

datos faltantes.

Filtrar: mediante la eliminacibn o reemplazo de la columna,
teniendo en consideracibn que pueden existir columnas
dependientes con datos de mayor calidad. Es preferible
reemplazar la columna con otra que contenga datos booleanos,

indicando la existencia, o no, de dicho valor.
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Filtrar la fila: se evidencia sesgo de los datos, en muchas
ocasiones las causas de un dato faltante estan relacionadas con

casos o tipos especiales.

Reemplazar el valor: por medias, en muchas ocasiones se

puede predecir a partir de otros datos.

Segmentar: se segmentan las tuplas por los valores que tienen
disponibles, obteniéndose modelos diferentes para cada

segmento, los cuales luego se combinan.

Modificar la politica: sobre la calidad de los datos, esperando

hasta que los datos faltantes estén disponibles.

Normalmente son estos procesos los que permiten extraer los
datos de las fuentes de datos transaccionales, realizan las
transformaciones necesarias para cargarlos en el almacén de
datos, asi también es importante mencionar que debe realizarse
las cargas sucesivas o refrescos de los datos de acuerdo a las

necesidades del negocio [26].

En nuestro proyecto, se revisara y corregira, de ser necesario,
los datos faltantes y andmalos utilizando los operadores que
proporciona la herramienta, dentro del proceso ETL (ver figura

4.2).
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Aggregate

Replace Missing Va... Numerical to Binomi... Set Role

PASO 2: Proceso ETL

Figura 4.2 : Fase del proceso ETL del proyecto

4.4.3 Validacion del modelo

En el presente trabajo, dentro del proceso de mineria de datos,
se utilizara el modelo de reglas de asociacion, se tomara las
transacciones que contengan mas de un item (transacciones en
las cuales se solicitaron mas de un item o libro), se pretende
demostrar los vinculos (asociaciones) que existen entre los items

en determinadas transacciones realizadas por los usuarios.

Las reglas de asociacion se utilizan para descubrir hechos que
ocurren en comun dentro de un determinado conjunto de datos.
Al momento se han investigado diversos métodos para

aprendizaje de reglas de asociacion, los mismos que han
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resultado de mucho interés para descubrir las relaciones, en

grandes conjuntos de datos, que se presentan entre variables.

El modelo de mineria de datos basado en reglas de asociacion

se define de la siguiente forma:

e Seal = {S1, S2, ... Sn} un conjunto de N atributos binarios
llamados items, en nuestro caso corresponde al nimero
secuencial asignado a un titulo de libro.

e Sea T = {t, t2, .... ta} un conjunto de transacciones
(almacenadas en una base de datos correspondientes a los
libros requeridos por un usuario en un préstamo), donde cada

transaccion ti, es un conjunto de items tal que ti € I, 1<i <n.

Cada transaccion en T tiene un ID (identificador) Unico y contiene
un subconjunto de items de |. Una regla se define como una

implicacion de la forma:

X — Y, es una Regla de asociacion donde X, Y € |, XnY =@y
XUY c tj, los conjuntos X y Y son mutuamente excluyentes, tj es
el conjunto de items formado por aquellos que corresponden al
antecedente o al consecuente de la regla de asociacién. El
conjunto XUY, debe estar contenido o ser igual a alguna de las

transacciones perteneciente a T.
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Los conjuntos de items X se denominan “Antecedentes” (parte
izquierda) y los conjuntos de Y “Consecuentes” (parte derecha)

de la regla.

Para tener una mejor comprension del tema, Pinho [27] nos
muestra mediante un ejemplo (ver tabla 22) , un conjunto de

transacciones constituidas por un conjunto de items.

Tabla 22
Conjunto de transacciones
ID Transaccién Conjunto de items

T1 {a, b, c}
T2 {a, d, b, c}
T3 {a, e, c}
T4 {d, b}
T5 {a, b, e}
T6 {d, b}
T7 {a,d, b, c}
T8 {c, d}
T9 {a, d, b}
T10 {a, b, d}

Mediante la transaccién 1 de la tabla 22, podemos generar las

siguientes reglas de asociacion (ver tabla 23).

Tabla 23
Reglas generadas a partir de la transaccién 1

Regla Conjunto de items
R1 a—b,c
R2 a—c,b
R3 a—b
R4 a—cC
R5 b—a,c

R6 b—c,a
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Regla Conjunto de items
R7 b—a

R8 b—c

R9 c—a,b

R10 c—b,a

R11 c—a

R12 c—b

Las reglas de asociacion tienen el objetivo de encontrar
tendencias que puedan ser utilizadas para comprender y explorar
patrones de comportamiento en los datos, pero, no todas las
reglas de asociacion representan un patron en los datos, pues
una regla representara un patron solo si la misma cumple
determinados criterios, o medidas de interés, definidos en los
algoritmos de induccion, los cuales también expresan la fiabilidad
de las reglas, por lo tanto, para obtener reglas de asociacién

validas, debemos definir algunas medidas de interés [27].

Medidas de interés

Uno de los principales problemas cuando procesamos reglas de
asociacion es que podemos encontrar muchas, o demasiadas,
reglas, por lo tanto, hay que limitar el nUmero de reglas para
volver manejable el procesamiento posterior, esto nos obliga a

analizar las siguientes medidas de interés:
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Soporte

Sea unaregla X — Y, el soporte de esta regla se define como el
namero de veces o la frecuencia (relativa) con que X y Y
aparecen juntas (XUY) en una base de datos transaccional, por

lo tanto, definiremos al soporte como:

(4.4.1) soportede (X) = % (para items individuales)

(4.4.2) soporte de (X — Y) =P (XnY) /T (para items de la
regla, donde T representa al numero de
transacciones)

El soporte puede definirse para items individuales, pero también,
para la regla. Uno de los primeros requisitos que podemos

imponer para limitar el nGmero de reglas, es que tenga un soporte

minimo.

Basandonos en la regla numero cuatro, a — ¢, del ejemplo
descrito en la tabla 23, podemos concluir que el soporte de esa
regla es igual al 40% (4/10=0.40), debido a que los items ay c
aparecen cuatro veces (en las transacciones 1, 2, 3y 7 de la tabla

22) juntos dentro de las 10 transacciones.
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Confianza

Sea una regla X — Y, la confianza de esta regla es el cociente
del soporte de la regla y el soporte del antecedente solamente,

para lo cual tenemos que:

(4.4.3) Confianzade (X — Y) = Soporte de (X — Y) / Soporte

de (X)
Si analizamos el ejemplo, de la tabla 23, de la regla numero
cuatro, tenemos que la confianza de a — ¢ es 0,57 0 57%, puesto
que la probabilidad de a — ¢ es 0.40 y la probabilidad de a es
0.70. Esto quiere decir que, si a se encuentra en una transaccion,
entonces existe la probabilidad del 57% de que c esté también

en esa transaccion.

Debemos diferenciar que el soporte mide la frecuencia, por su

parte la confianza mide la fortaleza de la regla.

Lift

Seaunaregla X — Y, lift (sustentacion en espariol), se define de

la siguiente forma:

(4.4.4) Lift (X —Y)=Soportede (X —Y)/{ Soporte de (X) *
Soporte (Y) }
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Lift es una medida que se utliza para evaluar el grado de
dependencia de los términos de una regla. Por ejemplo, en una
regla del tipo (X — Y), el Lift representa el grado en qué Y tiende
a ser frecuente cuando X ocurre, o viceversa. La evaluacion de
una regla de asociacion puede ser realizada de la siguiente

forma:

e SilLift(X—Y)=1, oestacercade 1, indica que la relacion
es producto del azar.

e SiLift (X—Y)>1,laocurrencia de los items de Y influye en
la probabilidad de la ocurrencia de los items de X.

e SiLift (X —Y)<1,laocurrencia de los items de Y influye en
la probabilidad de la no ocurrencia de los items de X, por lo
gue, se deben descartar las reglas que presenten un lift

menor a 1.

Si analizamos la regla namero 4 de nuestro ejemplo (a — c) de
la tabla 23, se puede apreciar que Lift (a — c) = soporte de (a —
c) / soporte de a * soporte de ¢ = (0.40) / (0.70)(0.50) = 1.1428,
lo que significa que existe alta probabilidad de que los items a 'y

C ocurriesen juntos [27,28].
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Otras definiciones que considerar

Iltems: cualquier objeto (producto, paciente, evento) que sea

parte de una transaccion.

Iltemset: una coleccion de uno o mas items que se pueden

encontrar en una 0 mas transacciones.

Frequent Itemset: un elemento cuyo soporte es mayor o igual a

un umbral minimo.

El proceso para la creacion del modelo, asi como, las respectivas
reglas de asociacion, la realizaremos mediante el uso de
operadores como ‘FP-Growth” para el algoritmo y “Create
Association" para la creacion de las reglas de asociacion,
operadores que se encuentran disponibles en la herramienta

utilizada (ver figura 4.3).

FP-Growwth

PASC 3: Algoritmne

Create Association ...

b it [

=

ot

PASO 4: Creacion de la regla de El

Figura 4.3 : Seleccién de los operadores
para la creacion del modelo



CAPITULO 5

IMPLEMENTACION DE LA APLICACION

5.1 Analisis de las relaciones entre variables

Primero debemos crear un nuevo proceso o espacio de trabajo, luego
debemos cargar los datos, esto lo realizaremos mediante la opcion
“Import Data”, los cuales guardaremos en la carpeta “datos”, desde ahi
los cargaremos arrastrandolos hacia el espacio de trabajo, al ejecutarlo,

produce el resultado que se observa en la figura 5.1.

Vamos a fijarnos en las columnas, autor, titulo y transaccién, estas son

las variables que utilizaremos para desarrollar el proceso ETL.
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Figura 5.1 : Pre-visualizacién de las variables

A continuacion, debemos utilizamos el operador “Select Attributes”, el
mismo que nos permite seleccionar, o filtrar, las columnas que
deseamos utilizar (preparacion de los datos). Eligiendo “subset” en la
opcién “attribute filter type” (ver figura 5.2), nos permitira seleccionar los
atributos, haciendo luego click en el boton “Select Attributes”, que
vamos a considerar para la creacion de nuestro modelo. Seleccionamos

los campos autor, titulo y transaccion.
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[[7] select Attributes

attrioute filter type subset
attributes

invert selection

include special attributes

a Select Attributes. . i

Figura 5.2 : Configuracion del operador
Select Attributes

89

Una vez ejecutado el operador, vemos que ha filtrado los campos

requeridos, presentando los siguientes resultados, luego de ejecutar el

operador, en su salida (ver figura 5.3).
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Ahora debemos de seleccionar el operador que permitird contabilizar
los datos y realizar ciertas operaciones tradicionales de un manejador
de BD SQL como agrupamientos (Group By) o funciones condicionales
para grupos (Having), estas operaciones se realizan mediante el
operador “Aggregate”, permitiéendonos contabilizar los titulos,
agrupandolos por transaccion (ver figura 5.4), antes de proceder a

pivotear los datos, es decir, pasarlos de filas a columnas.

Parameters
E Aggregate

use default aggregation
aggregation attributes ~ Edit List (1)... i
group by attributes .-1 Select Attributes. . i
count all combinations i
only distinct

ignore missings i) |ae

&% Hide advanced parameters

«" Change compatibility (3.0.001)

Figura 5.4 : Configuracion del operador
Aggregate

Luego, necesitamos mostrar los datos en forma de columnas, el
operador “Pivot”, nos permitirA presentar los datos (titulos) en forma
de columnas, mostrandonos los items prestados en una determinada

transaccion.



91

A este operador, debemos indicar los parametros por los cuales vamos
a agrupar nuestras variables; para este caso agruparemos por
transaccion mediante la opcién “group attribute” e indicaremos que el
indice del atributo recae en el titulo del item, mediante la opcién “index

attribute” (ver figura 5.5).

Parameters

[ m Pivot

group attribute TRAMNSACCION v |
index attribute TITULD w |

consider weights i
weight aggregation sum v |
skip constant attributes i

data manageiment auto v |

o3& Hide advanced parameters

Figura 5.5 : Configuracion del operador
Pivot

Podemos ver como han rotado los titulos (items) agrupados por
transaccion, transformandolos en columnas individuales. Asi también,
podemos ver que aquellos titulos que no se encuentran presentes en
una transaccion, el operador les ha asignado un signo de interrogacion

(ver figura 5.6).
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1) //Local Repository/processes/regla_asociacion - RapidMiner Studio Tiial 9.0.001 @ JSAD - 0o X

Eile Edit Process Yiew Conneclions Cloud Seffings Extensions Help

v || ARSIN | ews: Design Results Turba Prep Auto Model P Alsiudio ¥
Result History H ExampleSet (Pivot) Repository
— ExampleSet (6960 examples, 0 special atiributes, 4077 regular atfributes) Filter (6,060 /6,950 examples): | all v @ ImportData =°
- Row No. TRANSACCL.  count(TITUL.. count(TITUL.. = count{TMUL.. count(TITUL.. coun(TITUL.. count{TMUL.. count(TITUL.. = cour » W Training Resources (conmeci=
ata
1 124506 1 1 ? ? ? ? ? 5 A P [ ] Samples
P @ Community Samples (connect=s
2 124508 ? 2 2 2 ? ? 2 ?
— » @B
b3 3 124519 2 9 2 1 1 1 9 2 ¥ B LocalReposiary
Statisti
austes 4 124522 » 2 ? ? 2 » 1 1 b Cloud Repositary cicenneciec
5 124523 2 9 2 9 9 2 9 2
—
6 124524 ? ? ? ? ? ? ? ?
L
Charts 7 124528 ? ? ? ? ? ? ? ?
8 124529 ? 2 ? 7 7 9 2 2
’ 9 124830 ? ? ? ? ? ? ? ?
Advanced 10 124532 ? ? ? ? ? ? ? 1
Charts
1 124538 ? 2 ? 7 7 9 2 2
12 124542 ? ? ? ? ? ? ? ?
= 13 124547 ? 2 ? 2 ? ? 2 ?
Annotations 14 124550 2 2 ? 2 2 2 2 2
13 124551 ? ? ? ? ? ? ? ?
16 124560 ? 2 ? 2 ? ? 2 ?
v
< >

[1]Process 14:16

Figura 5.6 : Resultados de operador Pivot

Luego, utilizaremos los operadores “Rename by Replacing” (ver figura
5.7) para el cambio de los nombres temporales, asignados mediante la
instrucciéon count del operador “Aggregate”, por los nombres
correspondientes, asignados a los atributos mediante los cuales fueron

agrupados.

Parameters

[1# Rename by Replacing

attribute filter type all - | (§
invert selection i
include special attributes i
replace what count(TITULOV_ 5 |G

replace by i

Figura 5.7 : Configuracién del operador
Rename by Replacing
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Por su lado, el operador “Replace Missing Values” (ver figura 5.8),
nos permitira realizar la asignacion de ceros a los items que no estan

presentes en determinadas transacciones.

Parameters

" Replace Missing Values

~~
create view
attribute filter type all -
invert selection
include special attributes
default Zero hd
colLrmins _y Edit List {(0).. D |

::‘ Hide advanced parameters

«* Change compatibility (9.0.001

Figura 5.8 : Configuracién del operador
Replace Missing Values

Los resultados que obtendremos (ver figura 5.9), luego de ejecutar el

operador, nos mostrara la matriz mediante ceros y unos.

1) //Local Repository/processes/regla_aseciacion — RapidMiner Studio Trial 9.0.001 @ JSAD - [m] X

File Edit Process View Connections Cloud Settings Extensions Help

1 - - B jlews: | Design Results TursoPrep | AutoModel P Arsudo v
Result History M ExampleSet (Replace Missing Values) Repository
— ExampleSet (5950 examples, 0 special atrioutes, 4077 reguiar attrioutes) Filter (6,960 6,960 examples}: | all v © ImportData =
oat Row No. TRANSACC Circuitos elé...  Circuitos elé...  Tratado de Biologia .. Biologiamol.. = Curtis:biolo.. Protesis co. Prot » @ Training Resources (connecics
ata
1 124506 1 1 0 0 0 0 0 o |& | | B sameles
» & Communiy Samples (ccrnecies
2 124508 0 0 2 0 0 0 0 0
— » Hoe
z 3 124519 0 0 0 1 1 1 0 0 » Bl Local Repository o
Statist
austies 4 124522 0 0 0 0 0 0 1 1 » . Cloud Repository (siscennssies
5 124523 0 0 0 0 0 0 0 0
—
5 124524 0 0 0 0 0 0 0 0
w
Charts 7 124528 0 0 0 0 0 0 0 0
8 124520 0 0 0 0 0 0 0 0
‘ 9 124530 0 0 0 0 0 0 0 0
Advanced 10 124532 0 0 0 0 0 0 0 1
Charls
1 124538 0 0 0 0 0 0 0 0
12 124542 0 0 0 0 0 0 0 0
= 13 124547 0 0 0 0 0 0 0 0
Annotat
nnotstions 14 124550 0 0 0 0 0 0 0 0
15 124561 0 0 0 0 0 0 0 0
16 124560 0 0 0 0 0 0 0 0
v
< >

[1] Process 20:34

Figura 5.9 : Resultados del operador Replace Missing Values
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Debido a que el modelo, no acepta ceros y unos como insumos para
encontrar reglas de asociacion (las reglas de asociacion no realizan las
operaciones mediante nimeros), debemos realizar la transformacion de
variables a datos binomiales, transformar los unos en “true” y los ceros

en “false.

Para lograr lo anteriormente expuesto, utilizaremos el operador
Numerical to Binomial”, permitiéndonos transformar los valores
numéricos a binomiales (ver figura 5.10). Al momento de realizar la
seleccion de atributos, hemos elegido el campo transaccion, y luego,
hemos seleccionado la opcion de “invert selection”, esto permitira
aplicar el operador a los diferentes titulos, sin tomar en consideracion la

transaccion.

Parameters

£ Numerical to Binominal

attribute filter type subset v |
attributes o Select Attributes. i
invert selection i
include special attributes i
min 0.0 i

max 0.0 i

J Change compatibility (9.0.001})

Figura 5.10 : Configuracion del operador
Numerical to Binomial
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Como podemos apreciar, mediante la figura 5.11, se ha realizado los
cambios de ceros por false (en titulos no presentes en las

transacciones), y los unos por true (para titulos presentes en una

transaccion)
1) //Local Repository/pracesses/regla_asociacion - RapidMiner Studio Trial 9.0.001 @ JSAD - 0 “
Fle Edt Process View Connections Cloud Seftings Exiensions Help
5 v 2R | Design Results Turbo Prep Auto Model p All Studio ¥
Result Histary [ ExampleSet (Numerical to Binominal) Repository
— ExampleSet (8980 examples, 0 special atfributes, 4077 regular affributes) Filter (5,980/6 980 examples):  all v Q Import Data =
- Row No. Circuitos elé..  Circutos elé.. Tratadode..  Biologia .. Biologiamol.. = Curfis:biolo.. Protesisco..  Protesisde..  Aten } W Training Resources connzcied
ata
1 true true false false false false false false false” b [l Samples
} e Community Samples (connecied
2 false false frue false false false false false false
— » @08
Z 3 false false false true frue frue false false false » I Local Repository <1
Statistics
false false false false false false trug frue false » - CloudRepository iisconnected
5 false false false false false false false false trug
—_—
6 false false false false false false false false false
v
Charts 7 false false false false false false false false false
8 false false false false false false false false false
’ 9 false false false false false false false false false
Advanced 10 false false false false false false false true false
Charts
false false false false false false false false false
12 false false false false false false false false false
= 13 false false false false false false false false false
Annotations
14 false false false false false false false false false
15 false false false false false false false false false
16 false false false false false false false false false
v
< >

[1]Process 2552

Figura 5.11 : Resultados del operador Numerical to Binomial

Ahora, tenemos que identificar la columna tipo “ID”, para realizar esto,
utilizaremos el operador “Set Role”, eligiendo la columna que servira
de identificador, en este caso, corresponde a la columna “transaccion”,
y lo haremos mediante la opcion “attibute name” (ver figura 5.12),
gquedando de esta forma definida la columna principal que va a servir

para el analisis de los datos.
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Parameters

7 Set Role

attribute name TRANSACCION v |G
target role id w* | (d
set additional roles = Edit List (0})... i

Figura 5.12 : Configuracion del operador
Set Role

Ejecutado el operador, podemos observar (ver figura 5.13) que la
columna transaccion ha sido identificada como ID, como ya lo habiamos
indicado con anterioridad, es la columna principal, mediante la cual
sabremos en qué transacciones estan presentes un determinado

namero de items (titulos).

Wl //Local Repository/ processes/regla_asociacion - RapidMiner Studio Trial 9.0.001 @ JSAD - 0 X

File Edit Process View Connecfions Cloud Settings Edensions Help

H J v w - = Bws Design Results Turbo Prep Auto Model }3 All Studio ¥
Result History 3 ExampleSet (Set Role) Repository
— ExampleSet (6960 examples, 1 special attribute, 4076 reqular atiributes ) Filter (6,960 /6,960 examples)  all v @ Import Data Bl
- Row No. TRANSACCL.  Circuitos elé.. = Circuitoselé.. Tratadode..  Biologia .. Biologiamol.. ~Curtis:biolo.. Prétesisco..  Prot } W Training Resources (connecied
ala
1 124506 frue frue false false false false false false”™ > [ samples
} & Community Samples (co
2 124508 false false true false false false false false
— » @B
Z 3 124519 false false false true true true false false » B Local Repository i
Statistics
4 124522 false false false false false false true true ¥ Cloud Repository (disconnected)
5 124523 false false false false false false false false
—
6 124524 false false false false false false false false
v
Charls 7 124528 false false false false false false false false
8 124529 false false false false false false false false
’ 9 124530 false false false false false false false false
Advanced 10 124532 false false false false false false false true
Charls
" 124538 false false false false false false false false
12 124542 false false false false false false false false
= 13 124547 false false false false false false false false
Annotati
nnotatens 14 124550 false false false false false false false false
15 124551 false false false false false false false false
16 124560 false false false false false false false false
v
< >

[1]Process 30:19

Figura 5.3 : Resultado del operador Set Role
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5.2 Teécnicas de visualizacion grafica

Las técnicas de visualizacion gréficas tienen dos objetivos:

e Aprovechar la gran capacidad humana, y de los sistemas, para
extraer patrones a partir de imagenes.
e Ayudar al usuario a comprension de los patrones descubiertos por

la herramienta utilizada en el proceso del DM.

A su vez, estos objetivos derivan en diferentes usos que se pueden

realizar de la visualizacién de los datos, tales como:

e Visualizacion previa, utilizada para un mejor entendimiento de los
datos y sugerir probables patrones, o incluso, la herramienta que se
debe utilizar.

e Visualizacion posterior, utilizada para mostrar patrones y tener una

mejor comprension de los mismos [29].

En este proyecto se utilizara la visualizacion posterior, debido a que se
pretende validar y mostrar el resultado de los datos procesados ante los

expertos interesados.

Mediante la opcién “Circle” (ver figura 5.14) podemos apreciar de forma

gréfica la salida que presenta las diferentes reglas de asociacion.
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— Zoom

Data
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Annotations Barr: el sistema nenioso humano...

Clasificacion de intervenciones de
Embriologia clinica v
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confidence v
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Figura 5.14 : Presentacion grafica de resultados tipo circle

5.3 Analisis de los residuos
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- u] X

| aisudo v

Repository
@ import D =

b W Training Resources
b Samples

b & Community Samples
» o8

¥ I Local Repository (sllc
b Cloud Repository (aisz

En la implementacién de este algoritmo, no existe analisis los residuos,

debido a que estos se consideran dentro del modelo de regresion lineal,

el cual para contrastar los resultados aplica hipétesis de linealidad,

normalidad, homoscedasticidad, no autocorrelacion e independencia,

modelo descartado para la implementacién del algoritmo en este

trabajo.

Este analisis implica el uso de graficas como el histograma de

frecuencias, analizando si se ajusta, 0 no, a una distribucion normal,

revisando valores atipicos e intentando conseguir la normalidad de los

residuos, mediante la representacion de puntos de pares (X y Y),
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detectando tendencias crecientes o decrecientes, verificando la

existencia de autocorrelacién o correlacion serial.

5.4 Evaluacién de modelos

Las diferentes técnicas de mineria de datos, crea modelos de caracter
descriptivo y predictivos, los predictivos responden preguntas e
interrogantes, tales como, ¢Cudles seran las ventas para el préximo
afo?, en cambio los modelos descriptivos permiten identificar
relaciones entre los datos, basados en sus caracteristicas, por ejemplo,
podemos identificar si los “Clientes que compran un producto A, suelen

comprar también un producto B”.

Un ejemplo frecuentemente utilizado para el dltimo caso es el
consistente en el andlisis market basket case, el cual se utiliza
frecuentemente en supermercados para determinar items que se
compran en conjunto, algo que permitira luego establecer su ubicacion

dentro de las estanterias con la finalidad de aumentar las ventas.

Para nuestro proyecto, el cual se encuentra basado en la creacién de
reglas de asociacién, modelo clasificado dentro de los modelos
descriptivos, utilizaremos el algoritmo FP-Growth (el mismo que es una
versién mejorada del algoritmo Apriori), dentro del cual debemos poner
especial atencién a los valores de soporte y confianza, temas

abordados en la seccion correspondiente a la validacion del modelo.
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En las primeras pruebas realizadas, con los parametros predefinidos
por el software, con soporte de 0.95 (ver figura 5.15), no hay resultados

gue ayuden a la construccion del modelo (ver figura 5.16).

Parameters

= FP-Growth

input format items in dummy cod... ¥ A
positive value
min requirement support hd
min support 0.95
min items per itemset 1
max items per itemset o]
W

:;: Hide advanced parameters

Figura 5.4 : Ejecucién con parametros
Predefinidos para creacion de algoritmo

pi - (=] =
Cloug  Setting,
~ |/ i Design Rosults Turbo Frep Auto Madal 2 arswdio ~
Result History ¥ FrequentitemSets (FP-Growth) Ml ExampleSet (Set Role) Repository
— No. of Sots: 0 no temsets found [ TSR] R
Total Max. Size: 0 b W Training Resources
Dat
» [ Samples
Min. 8ize: |1 » i Community Samples
Max. Sizs: |0 » B oe
notong | COMISINS M ~ I Local Repository
nnotations "
~ % pracesses '
Update View & N

o K-NN-USER
" KNN_ABRP

b Cloud Repository

Figura 5.5 : Resultados obtenidos con parametros predefinidos

Asi también podemos observar que el operador “Create Association
Rules”, con confianza minima, predefinida de 0.8 (ver figura 5.17),
tampoco muestra los resultados esperados (no ha creado reglas de

asociacion), tal como se muestra en la figura 5.18.
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Parameters

%] Create Association Rules

criterion confidence -
min confidence 0.8 i
gain theta 2.0

laplace k 1.0 i

:: Hide advanced parameters

Figura 5.6 : Ejecucion con pardmetros
predefinidos

Aligual que, en la creacion del modelo, el operador para la creacion de
reglas de asociaciéon no tiene los resultados esperados, por lo tanto,
debemos realizar pruebas con asignacion de otros valores que nos

permiten obtener mejores resultados.

) /1Local Repository/processes/regla_ssociacion - RapidMiner Studio Educational $0.001 @ 1SAD - 0 X
File Edit Process View Conneclions Cloud Sefings Extznsions Help

H - - H ews: | Design Resilts TuboPrep  AutoModel 0| MiSudio v

Result History = FrequentitemSets (FP-Growth) = AssociationRules (Create Association Rules) Repository

€3 vonses o Qmpotn.| =+

» W Training Resources |-

E

» 7] Samples

¥ g Communily Samples
[ 1]

Il Local Repasitory (=

I

[

¥ T data siie
v Processes =io

o K sio- v 2

= & KAM-USER =
Description & KNN_ABRP (=
& prestama siio -

i regla_asuciacio

4 regla_ssodiadia

i regla_asuciacio

g

¥ Cloud Repository 1=

Figura 5.78 : Resultados de la ejecucion con parametros predefinidos
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Debido a que, no existen resultados mediante los parametros
predefinidos por el programa, evaluaremos otros parametros que
permitan la obtencién de resultados satisfactorio para el objetivo del
proyecto, esto se abordar4 con mas detalles en la siguiente seccién

referente a la construccion del modelo.

5.5 Construccion del modelo

Para la construccién del modelo se requiere que los datos preparados
sean utilizados de forma iterativa, que se puedan aplicar algoritmos y
técnicas sobre diferentes vistas “minables” con la finalidad de descubrir
patrones de comportamientos sobre la utilizacion del material

bibliografico.

Luego de la evaluacion realizada para la seleccién del algoritmo que
permite la creacion de las reglas de asociacion (FP-Growth),
seguiremos realizando nuevas pruebas que permitan la obtencion de un
modelo satisfactorio para responder a las necesidades de informacion

requeridas.

Para la creacién de un modelo satisfactorio, debemos probar con otros
soportes minimos (min support), ademas, debemos considerar que las

transacciones con mas de un titulo son pocos frecuentes (conjuntos de
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articulos que ocurren juntos), eso se evidencio en la primera corrida con
el valor de soporte predefinido en 0.95, el cual no produjo los resultados

esperados.

Ahora, probaremos con un soporte de 0.005, es decir, que por lo menos
en el 0.05% de las transacciones los items (dos o mas), estén presentes

en una transaccion.

Asi también, debemos definir los items minimos y maximos por itemset,

gue para el caso hemos elegido 2 y 5 respectivamente (ver figura 5.19).

Parameters

= FP-Growth

input format items in dummy cod...
positive value true

min reguirement support -
min support 0.005

min items per itemset 2

max iterms per itemset 5

aa Hide advanced parameters

Figura 5.8 : Prueba con soporte 0.005

Observemos que el operador, que procesa el algoritmo FP-Growth,
tiene dos salidas, la primera solo nos mostrara los datos de la base
transformada y la segunda es la que conformara los itemset frecuentes

para la creacion de las reglas de asociacion (ver figura 5.20).
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FP-Growth

PASO 3: Algoritme

Figura 5.20 : Salidas del operador para
el algoritmo FP-Growth

Con los datos proporcionados, y generados por el modelo, se crearan
las diferentes “reglas de asociacion”, este paso lo realizaremos
mediante el operador “Create Association Rules”, en el que
definiremos el criterio con el valor minimo con el cual evaluaremos la
confianza; empezaremos asignado una confianza minima (min
confidence) de 0.02 (ver figura 5.21), el valor predefinido (0.8) en el
operador no mostrada resultados debido a que el modelo en si no habia
creado los itemsets, necesarios para la creacidon posterior de las reglas

de asociacion.

Parameters

,_ul'_ Create Association Rules

criterion confidence bl
min confidence 0.02

gain theta 2.0

laplace k 1.0

:,‘ Hide advanced parameters

Figura 5.9 : Prueba con confianza 0.02
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5.6 Implementacion del modelo

Se ha desarrollado e implementado el algoritmo seleccionado, sobre la
herramienta RapidMiner, la cual ha permitido realizar diferentes pruebas
de desemperfio para el respectivo analisis de los datos, aplicando tareas

para el proceso de mineria de datos.

El proceso para la obtencion de las reglas de asociacion, se describen
mediante la figura 5.22, la cual estd compuesta por las siguientes cuatro

fases o pasos:

1. Pre-procesamiento, carga, unificacion de datos, y seleccion de
atributos a partir de los campos cargados.

2. Proceso de ETL, estableciendo un conjunto de operadores que
permiten la extraccion, normalizacion y transformacién de los datos,
asi como la identificacion de variables que permitan la obtencién del
modelo.

3. Implementacion y ejecucién del algoritmo, en el cual se definiran y
probaran parametros que permitan la salida de resultados que se
consideren apropiados para la generacion de reglas.

4. Creacion de las reglas de asociacion, resultados que se analizaran,
se evaluaran, y se confrontaran entre los diferentes resultados

obtenidos a partir de las pruebas establecida.
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inp PASO 1: Carga de datos desde el archivo fuente PASO 3: Implementacidn del algoritmo fEs
res
Prestamos2016b FP-Growth
. res
out ) exa [ era
c — fre res
Union Select Attributes
:
exa @ uni exa 1 exa
exa j on
Prestamos2017a F F
c P
Create Association ...
ite t il
oE ite
Aggregate Pivot Rename by Replacing

- @ m_ = 1 m_ = _Jg m_ PASO 4: Creacidn dela regla de
. o o asociacion

Replace Missing Val... Humerical to Binomi... Set Role
exa g+ exa exa [ e
) i g .
on an

PASO 2: Proceso ETL (Extraccion, Transformacion y Carga)

Figura 5.10 : Proceso para la implementacion del modelo

Ciertos operadores contienen un punto de quiebre (breakpoint) luego de
ser ejecutado, esto sirve para realizar un seguimiento detallado a los
resultados proporcionados luego de la ejecucion, de cada operador; en
total el tiempo de ejecucién ha tomado aproximadamente 2 minutos con
25 segundos, sobre un total de 33.859 registros que corresponden a las

transacciones de los dos afios analizados (2016 y 2017).
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También debemos mencionar que, existen una serie de criterios que se
deberian considerar al momento de aplicar las medidas de interés, entre

las principales consideramos:

El numero de atributos, las reglas con pocos antecedentes son por lo
general mas faciles de comprender, en contraparte con las de muchos
antecedentes que deben su aparicion, posiblemente, al ruido que

generan los datos o representar un caso especial.

Coste de la mala clasificacion, estara vinculado a los datos con los que
se trabaje, un falso positivo puede ser menos influyente que un falso

negativo.

Clases de la distribucién, los resultados dependeran de la division o

clasificacion de los datos.

Orden de los atributos, ciertos atributos seran mejores al momento de
realizar discriminacion de clases, es asi que, si se encuentran dichos

atributos en una regla, esta mejorara su posicién ante las demas.

Asimetria de la medida, es mejor una medida que pueda distinguir entre

antecedente y consecuente [30].



CAPITULO 6

ANALISIS DE RESULTADOS

6.1 Pruebas de la aplicacion

Las pruebas realizadas, no soélo permitirdn la visualizaciéon de las
diferentes Reglas de Asociacion, sino que mejorara la presentacion y
comprension de los resultados obtenidos mediante la herramienta
utilizada, en comparacion con herramientas que no poseen este tipo de
resultados, sino mas bien, que su presentacion es mas textual,

requiriendo conocimientos técnicos avanzados para su presentacion.
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Hemos procedido a realizar las pruebas, registrando diferentes
parametros para una mejor obtencion de los resultados, tal como se

muestra a continuacion:

Tabla 24
Ejecucién de la prueba uno

Prueba No. 1
Parametros Resultados obtenidos
Soporte minimo: 0.005 Numero de itemsets: 8

Items minimos por itemsets: 2 NUmero maximo de items por
Items maximos por itemsets: 5 itemsets: 2
Confianza: 0.08 Reglas de asociacién: 0

Nota: la 1lera prueba, no brind6 los resultados esperados, se ejecutd con
los pardmetros predefinidos por el programa (ver figuras 5.16 y 5.18)
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Tabla 25
Ejecucion de la prueba dos

Prueba No. 2

Parametros

Resultados obtenidos

Soporte minimo: 0.005

Items minimos por itemsets: 2
Items maximos por itemsets: 5
Confianza: 0.08

Numero de itemsets: 8
NUmero maximo de items por
itemsets: 2

Reglas de asociacion: 0
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Tabla 26

Ejecucion de la prueba tres

Prueba No. 3

Parametros

Resultados obtenidos

Soporte minimo: 0.001

Iltems minimos por itemsets: 2
Items maximos por itemsets: 5
Confianza: 0.01

Numero de itemsets: 79

NuUmero maximo de items por itemsets: 3
Reglas de asociacion: 165

Soporte maximo: 0.014 (regla 7)

Soporte minimo: 0.001 (regla 2)

Confianza méxima: varias reglas contienen
confianza maxima

Confianza minima: 0.455 (regla 2)
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La prueba numero tres proporciona mayores y mejores resultados,

estos se analizaran con mas detalles en el siguiente apartado.

6.2 Verificacidn y visualizaciéon de resultados

Debido a que la prueba nuimero uno no proporciona resultados
positivos, analizaremos los resultados proporcionados por la prueba

numero dos.

Podemos apreciar, por ejemplo, que cuando un usuario presta el libro
“Clasificacion de intervenciones de enfermeria (NIC)”, esta presente
también el libro “Clasificacion de resultado de enfermeria (NOC)”, con
un soporte de 0.006 y una confianza de 1. Algo parecido, cuando se
realiza una transaccion y solicitan el libro de “Anatomia humana’,
entonces también solicitan el libro de “Atlas de anatomia humana” son

un soporte de 0.015 y un nivel de confianza de 1 (ver figura 6.5).



Ba

1l /#Local Repository/processes/regla_asociacion - RapidMiner Studio Trial 90.001 @ JSAD

File Edt Process View Connections Cloud Seftings Exensions Help

N

M LRI |
Result History

Show rules matching

all of these conclusions v
Data

Anatomia humana

Aflas de anatomia humana
- Gran aflas Ncllinn de anatomia h...
A, Heuroanatomia clinica

Moore : anatomia con orientacién
Graph
Clasificacién de intervenciones de
Embriologia clinica
Langman : embriologia médica

= Clasificacién de resuttados de enf.

Description Nanda International - diagndsticos.

Annatations

Min. Criterion:
confidence v

Win. Criterion Value:

[1]Process 14:24

Barr : el sistema nervioso humane..

0 FrequentltemSets (FP-Growth)

iews Design Results

Turbo Prep Auto Model

& AssociationRules (Create Association Rules)

Premises

Clasificacion de intervenciones de enfermeria (NIC)
Clasificacion de resultados de enfermeria (NOC) * medici
Anatomia humana

Atias de anatomia humana

Anatomia humana

Gran alas McMinn de anatomia humana

Anatomia humana

Toore : anatemia con orientacion clinica

Atlas de anatomia humana

Gran aflas Mchlinn de anatomia humana

Neuroanatomia clinica

Barr: el sistema nenioso humana; una perspectiva anat.
Clasificacion de intervenciones de enfermeria (NIC)
Clasificacion de resultados de enfermeria (NOC) - medici
Clasificacion de intervenciones de enfermeria (NIC)

Nanda International - diagnésticos enfermeros definicion

Conclusion

Clasificacion de resultados de enfermeria (NOC): medicidn d...

Clasificacién de intervenciones de enfermeria (NIC)

Allas de anatomia humana

Anatomia humana

Gran aflas Mellinn de anatomia humana

Anatomia humana

Moore : anatomia con orientacidn linica

Anatomia humana

Gran atlas Mcllinn de anatomia humana

Allas de anatomia humana

Barr: el sistema nervioso humano; una perspectiva anatmic.
Neuroanatomia clinica

Clasificacién de resultados de enfermeria (NOC): medician d
Clasificaciin de intervenciones de enfermeria (NIC)

Nanda enfermeros ye

Clasificacion de intervenciones de enfermeria (NIC)

Figura 6.5 : Reglas de asociacion obtenidas

Support
0.008
0.006
0018
0015
0.007
0007
0008
0.008
0007
0.007
0,006
0.008
0008
0008
0.008

0.006
>

113

P Alsiudio v

Repository

Q\mnunD =v

» @ Training Resources -

1

Samples

P &b Community Samples
» Hos
» Il Local Repository (=iio

»

Cloud Repository 1aisc

Estos resultados permiten conocer la relacion que existe entre ciertos

temas de libros, lo que permitira tomar algunas consideraciones al

momento del desarrollo de las colecciones (sobre todo al momento de

las adquisiciones).

En la figura 6.6 podemos apreciar, de forma gréafica, la relacién que

existen, en determinadas transacciones, entre los libros relacionados

con temas como: Atlas de anatomia, Neuroanatomia clinica, Anatomia

humana, Tratado de anatomia humana, entre otros, los cuales se

encuentran estrechamente relacionados mediante los préstamos

generados por los usuarios.
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Figura 6.6 : Representacion grafica de asociacién de temas de anatomia

Otro ejemplo, que podemos analizar, son los libros correspondientes al

area de salud, especificamente el area de enfermeria, tales como:

Diagnostico enfermeros definiciones clasificacion, clasificacion de

resultados de enfermeria (NOC), y el que corresponde a Clasificacion

de intervenciones de enfermeria (NIC), vinculados mediante las reglas

6, 122, 165,124 y 166, tal como se muestra en la figura 6.7.
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6.2.1 Beneficios de laimplementacion de la MD para la institucion

Dentro de los principales beneficios que obtendra la institucion,

al momento de aplicar técnicas de mineria de datos, podemos

mencionar las siguientes:

Ahorro a largo plazo, el proceso la implementacion no es
dificii ni costoso, sobre todo para realizar pruebas
exploratorias de datos, permitiendo en breve obtener
informacion y generar conocimiento confiable.

Toma de decisiones estratégicas, basadas en el
conocimiento generado, permitira acelerar la toma de
decisiones, por ejemplo, realizar compras de material
bibliografico de manera mas precisa, pues se conoce la
rotacion de los items, y la relacién que existe entre ellos al
momento de realizar una transaccion.

Relacion con el cliente, el tiempo de respuesta para la
prestacion de servicios es menor, ademas, se puede ofrecer,
como valor agregado, items que el usuario desconoce, pero
gue sirven de ayuda para sus estudios (items que han sido
utilizado por otros usuarios con similares caracteristicas).
Cumplimiento con normativa, permitira cumplir con

indicadores nacionales e internacionales, referentes a los
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procesos relacionados con las normativas reguladoras
referente a la atencion a usuarios (indicadores de gestion de

servicios bibliotecarios).

6.3 Difusién, uso y monitorizacién

El proceso de creacion del modelo es una parte fundamental del
proyecto, pero para que tenga la efectividad que se necesita, se debe
difundir la informacién generada entre los interesados, expuesta o
expresada de forma sencilla y comprensible, pues este conocimiento
pasa a ser parte del know-how de la institucién; la informacién es uno

de los bienes intangibles mas preciados por las instituciones.

Su uso dependera de las condiciones y necesidades operacionales, por
ejemplo, dentro de los resultados identificados se tienen una serie de
items de similares caracteristicas que son motivos de préstamos en
conjunto, por lo tanto, se deberia evaluar la posibilidad de ubicar en
estanterias cercanas los libros relacionados con el érea

correspondiente.

Si bien es cierto, el almacenamiento en las bhibliotecas estd basado en

un modelo de clasificacion decimal DEWEY?3, se debe considerar, ubicar

3 Sistema numérico decimal creado para la organizacién de los libros en las
bibliotecas, creado por Melvil Dewey en 1876, divide el conocimiento en diez grandes
categorias, que a su vez, se pueden dividir en varias subcategorias.



117

de forma mas cercana aquellos ejemplares que poseen una mayor
rotacion, asi como, aquellos que estan presente en transacciones de

mas de un ejemplar.

El modelo creado, no puede ser estatico, debe revisarse de forma
periodica, a fin de identificar posibles cambios en las variables; cambios
gue pueden estar validados por diferentes factores como el econémico,
requerimientos de organismos de control, la competencia, fuentes de

datos, entre otros.

Una monitorizacion oportuna, permitird al modelo ser revalidado de
forma frecuente a fin de identificar posibles desviaciones en su
comportamiento, por lo que, puede ser necesario una actualizacion de

su disefo.

Es aconsejable desarrollar un plan que permita la supervisién y
mantenimiento de los datos a fin de alimentar y actualizar el modelo

desarrollado, pudiéndose establecer procesos como:

e Seleccidn, extraccion y almacenamiento de los datos de forma
semestral, en formato texto.
e Establecer procesos que permitan respetar el anonimato de los

usuarios, protegiendo su integridad e informacion sensible.
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e Los archivos deben ser almacenados de forma cronolégica, de
acuerdo con el semestre analizado.

e Cada periodo modelado y analizado, debe poseer distintas
graficas que permitan una rapida interpretacion de los resultados.
El uso de infografias ayudaria con este objetivo.

e Deben crearse informes semestrales y anuales con la finalidad

de ser entregados a los diferentes interesados.

Finalmente, se deberia elaborar una normativa que permita la
colaboracion de los diferentes involucrados, a fin de que se faciliten los
datos necesarios, ademas, de ayudar a que los informes se elaboren y
difundan de forma independiente, y no necesariamente por el
requerimiento de alguien en particular, haciendo participe a toda la

comunidad académica.



CONCLUSIONES Y RECOMENDACIONES

Conclusiones

1. La mineria de datos proporciona informacion oculta, que permite un mejor
andlisis de la informacion, ayudando a mejorar la toma de decisiones.

2. La aplicacién del modelo de reglas de asociacién, mediante pruebas de
ensayo y error, nos ayuda a identificar patrones asociativos relacionados
con las transacciones.

3. Los modelos, asi como los parametros con los que se evallan, no pueden

ser estaticos.
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4. Los datos almacenados no producen conocimiento, esto se logra cuando
se procesan de una forma adecuada y oportuna.

5. Existen mecanismos y software que permiten el procesamiento de datos,
independientemente de origen y del formato en que se guarden.

6. Los servicios pueden mejorar al aplicar técnicas adecuadas de mineria de

datos.

Recomendaciones

1. Experimentar el uso de otras técnicas de mineria de datos que contribuyan
a otras necesidades de informacion.

2. Implantar un prototipo basado en técnicas de mineria de datos dentro de
los Sistemas Bibliotecarios con la finalidad de mejorar la experiencia del
usuario.

3. Revisar o establecer politicas y procedimientos que ayuden a la
recoleccion, procesamiento de los datos, asi como, la correcta y oportuna
difusion de los resultados.

4. Los resultados deben segmentarse y ponerse a consideracion de los

interesados, representandose de una forma clara y precisa.
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