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Abstract

This paper presents the development of a machine learning algorithm based on artificial neural networks (ANN), for the assistance and
validation of bearing capacity and settlement results, focused on shallow foundations for buildings. By collecting and processing 100
geotechnical case studies from the provinces of Azuay and Pichincha, a database was generated according to their structuring, based on
the guidelines of the Ecuadorian Construction Standard. Complementarily, to compare the settlement values recorded in the database, a
connection algorithm written in Python was assembled to estimate settlements with the assistance of PLAXIS 2D software, thus
establishing a final data structure, which was subsequently used for the training, validation, and correction campaign of the artificial neural
network (ANN). The most accurate results for the prediction of bearing capacity and settlement (ANN target variables) were obtained by
separating the input variables (physical-mechanical parameters of soils, foundation data and structural load) by province. This study can
be used as a guide to mature a neural network, which may be implemented throughout the Ecuadorian territory as an assistant in making
adequate design decisions in soil mechanics for buildings.

Keywords: geotechnical database, Artificial Neural Networks, Machine Learning, Python, shallow foundations, numerical modeling,
PLAXIS 2D.

Resumen

En este documento se presenta el desarrollo de un algoritmo de aprendizaje computacional basado en redes neuronales artificiales
(RNA), para la asistencia y validaciéon de resultados de capacidad de carga y asentamientos, enfocado a cimentaciones superficiales
para edificaciones. Mediante la recopilacion y procesamiento de 100 casos de estudio geotécnicos de las provincias de Azuay y
Pichincha, se generé una base de datos acorde a su estructuracion, basada en los lineamientos de la Norma Ecuatoriana de la
Construccién. De manera complementaria, con el objetivo de comparar los valores de asentamientos registrados en la base de datos, se
ensamblé un algoritmo de conexiéon escrito en Python para estimar asentamientos con asistencia del software PLAXIS 2D,
estableciéndose asi una estructura de datos final, que posteriormente fue utilizada para la campafia de entrenamiento, validacion y
correccion de la red neuronal artificial (RNA). Los resultados mas precisos para la prediccion de capacidad de carga admisible y
asentamiento (variables objetivo de la RNA) se obtuvieron al separar las variables de ingreso (parametros fisicos — mecanicos de los
suelos, datos de cimentacion y carga estructural) por provincia. Este estudio puede ser utilizado como una guia para madurar una red
neuronal, que pueda implementado a lo largo del territorio ecuatoriano como un asistente en la adecuada toma de decisiones de disefio
en mecanica de suelos para edificaciones.

Palabras clave: base de datos geotécnicos, Redes Neuronales Artificiales, Machine Learning, Python, cimentaciones superficiales,

modelacién numérica, PLAXIS 2D.

En la modelacion y analisis geotécnico de los suelos, la
complejidad y la incertidumbre ha sido un tema relevante en la
prediccién de las respuestas provocadas por las cargas
estructurales en los sistemas de cimentacion superficial [5]. En
muchos casos, los modelos matematicos han subestimado los
resultados, lo que ha provocado problemas en obras de
ingenieria geotécnica [6]. Por esta razén, es esencial utilizar
técnicas innovadoras, como las redes neuronales artificiales [2],
para asistir en las decisiones de analisis y disefio geotécnico de
proyectos, tales como las cimentaciones superficiales de
edificaciones.

1. Introduccion

La geotecnia se enfrenta continuamente al desafio de crear
modelos que se aproximen de manera adecuada al verdadero
comportamiento del suelo y su interaccién con las estructuras.
Dos caracteristicas cruciales que el profesional geotécnico debe
considerar en la toma de decisiones corresponden a la seguridad
y economia, con el propdsito de resolver una variedad de casos
de estudio complejos. Entre los problemas mas complejos se
tiene el disefio geotécnico de cimentaciones superficiales [1].

Con el paso del tiempo, la aplicacion de nuevas tecnologias
en la ingenieria geotécnica ha permitido un notable avance. Un
claro ejemplo es la aplicacion de técnicas de inteligencia artificial
en la creacion de modelos predictivos geotécnicos,
implementadas con éxito en las dos Ultimas décadas. En
particular, los modelos basados en redes neuronales artificiales,

El Machine Learning y, en especifico, las redes neuronales,
han demostrado tener un gran potencial para promover el
analisis de datos y el modelamiento enfocado en diversos
problemas, dada su flexibilidad y escalabilidad. En afios
recientes, se ha desarrollado una amplia gama de librerias de

programacion genética y regresion polinomial evolucionaria han
producido los resultados mas satisfactorios [2], [3], [4].

software enfocadas en redes neuronales, lo que ha facilitado y
acelerado la investigacion y aplicacion de este tipo de modelos
[71.



2. Estado del arte

El analisis geotécnico enfocado a cimentaciones para
edificaciones es crucial para el disefio de estas estructuras, con
el afan de garantizar su estabilidad y seguridad. El disefio de
cimentaciones abarca la seleccién del tipo de elementos de
cimentacioén y profundidad a la que deben ser ubicadas, tomando
consideraciones como el proceso constructivo, el costo y la
proyeccion de la obra [8]. En general, los sistemas de
cimentacion se clasifican en superficiales y profundas.

Las cimentaciones superficiales son mecanismos que
transfieren las fuerzas ejercidas por una estructura de edificacion
hacia el suelo. Esto abarca varios tipos, como zapatas aisladas,
corridas, combinadas y losas de cimentacion [9]. En la
subestructura de un edificio, estos sistemas de cimentacion son
apropiados para suelos que pueden soportar cargas sin sufrir
asentamientos excesivos o deformaciones. El proceso de disefio
implica la valoraciéon de parametros tales como la capacidad de
carga del suelo, el peso de la estructura, las cargas aplicadas y
las condiciones del lugar [10].

Por consiguiente, al llevar a cabo estudios geotécnicos
centrados en el andlisis y disefio de cimentaciones superficiales,
el proceso estandar para verificar la seguridad se fundamenta en
los conceptos de estados limite Ultimo y de servicio [11], [12].
Con el fin de abordar el estado limite ultimo, se han utilizado
ecuaciones analiticas, mientras que, para el caso del estado de
servicio, actualmente se cuenta con programas computacionales
basados en elementos finitos que dan resultados adecuados.

2.1. Método de elementos finitos

El método de elementos finitos (MEF) es una técnica
utilizada para abordar problemas de ingenieria que involucran
ecuaciones diferenciales parciales con condiciones de borde
complejas. Este método resuelve estos problemas al dividir el
dominio espacial en elementos discretos [13], [14]. La
discretizacion se efectua de manera local en regiones pequenas,
logrando asi areas en las cuales se puede considerar que las
propiedades son uniformes. Este proceso genera ecuaciones
matriciales que conectan la entrada en puntos especificos de los
elementos (nodos) con la salida en esos mismos puntos [15],
[16].

Previo al inicio del proceso de modelacion, es crucial llevar
a cabo una investigacion geotécnica del sitio para comprender
las condiciones especificas. Se deben definir las condiciones de
carga y la geometria basica, las cuales suelen estar
directamente relacionadas con las caracteristicas del proyecto.
Ademas, es necesario tener informacion sobre las propiedades
y la estratigrafia del suelo. Otras variables que deben ser
definidas incluyen el nivel freatico, la locacién y profundidad de
estructuras cercanas, la rigidez del suelo y cualquier restriccion
que pueda surgir de las condiciones locales del sitio de
construccion [17].

Es adecuado emplear el método de elementos finitos cuando
se requiere tener en cuenta cualquiera de los aspectos
enumerados a continuacion [18]:

. Complejidad en el comportamiento del suelo,
incluyendo aspectos como la rigidez no lineal,
endurecimiento, anisotropia, creep, entre otros.

. Configuracion geométrica atipica.

. Condiciones relacionadas a elementos hidraulicos
complejos.

. Cargas complejas.

. Interaccion del suelo con la estructura, fuerzas
internas en estructuras complicadas o interacciones
con estructuras vecinas.

e Efectos de las fases de construccion y el
procedimiento constructivo.

Para la aplicacion del MEF se requiere de los siguientes
pasos:

. Discretizacion de elementos: Proceso de dividir un
dominio continuo en una serie de subregiones mas
pequefias llamadas “elementos finitos”. Estos
elementos estan caracterizados por puntos de
conexion, o nodos, ubicados en sus extremos 0 en su
interior.

. Aproximaciéon a la variable primaria: Requiere la
eleccion de una variable (desplazamientos, esfuerzos,
entre otros) y la definicion de su comportamiento
dentro de un elemento finito especifico. Esta conducta
se describe en funcién de los valores en los nodos. En
el ambito de la geotecnia, los desplazamientos suelen
ser la variable principal seleccionada.

. Ecuaciones elementales: Para derivar las ecuaciones
elementales se requiere del uso de un principio
variacional adecuado:

[K.]{Ad.} = {AR;} (1)

Donde:
o  [Ke]: Matriz de rigidez del elemento
o {Ade}: Vector de incremento de
desplazamientos nodales en cada elemento
o {ARe}: Vector de incremento de fuerzas
nodales en cada elemento
. Combinacién de las ecuaciones elementales para
crear las ecuaciones globales:

[K]{Adg} = {ARG} )

Donde:
o [Ka]: Matriz de rigidez global
o {Adg}: Vector de incremento de todos los
desplazamientos nodales
o {ARe}: Vector de incremento de todas las
fuerzas nodales

. Formulacion de condiciones de borde y ajuste de
ecuaciones globales. Las cargas (cargas puntuales,
cargas lineales, presiones, etc.) afectan a {ARg}, en
tanto que los desplazamientos afectan a {Adg}.

. Se procede a resolver las ecuaciones globales, las
cuales consisten en un conjunto extenso de
ecuaciones simultaneas, para determinar los
desplazamientos {Adc} en todos los nodos. A partir de
estos desplazamientos, se calculan parametros
secundarios como los esfuerzos y las deformaciones
[19].

La utilizacion del MEF a menudo implica un mayor costo
computacional que los métodos convencionales. A pesar de
esto, este tipo de analisis ofrece una precision y detalle que son
dificiles de alcanzar por otro medio, lo que puede resultar en
disefios mas eficientes y mejor optimizados [18].

Los principios basicos del calculo por el método de
elementos finitos son tomados del modelo constitutivo con el que
se modela el suelo. El modelo de Mohr — Coulomb, escogido
para este trabajo, es un modelo lineal elasto — plastico perfecto,
reconocido y ampliamente utilizado en todo el mundo. La parte
lineal elastica esta basada en la ley de Hooke de elasticidad
isotrépica, mientras que la parte perfectamente plastica se
fundamenta en el criterio de falla de Mohr — Coulomb [20]

Los parametros fundamentales para el modelamiento de un
problema geotécnico utilizando el modelo de Mohr — Coulomb
son 5 en total: 2 parametros de rigidez y 3 de resistencia [20]

Parametros de rigidez:

. Médulo de Young, E

. Relacién de Poisson, v
Parametros de resistencia:

. Cohesioén, ¢

e Angulo de friccién, ¢

e Angulo de dilatancia, s



2.2. Modelo de redes neuronales

La utilizacion de técnicas de inteligencia artificial y modelos
de Machine Learning en la Ingenieria Civil ha incrementado
exponencialmente, potenciado por los continuos avances en
estas tecnologias. Estas técnicas han empezado a revolucionar
la forma en que se disefia, construye y mantiene estructuras e
infraestructuras, permitiendo a los ingenieros llevar a cabo
decisiones mejor informadas, generando practicas mas
eficientes y sostenibles [21].

Las redes de neuronas artificiales son una forma de
inteligencia artificial que intenta imitar el funcionamiento del
cerebro humano y el sistema nervioso [22]. Generalmente, la
arquitectura de los modelos de redes neuronales consiste en una
serie de elementos procesadores o nodos, que se arreglan en
una serie de capas: una capa de ingreso, una de salida, y una o
mas capas ocultas [2]. Esta tecnologia esta disefiada para
reconocer patrones y relaciones intricadas en los datos, y
resultan  eficaces en funciones como clasificacion,
agrupamiento, deteccién de patrones y prediccion [3].

El procesamiento de los datos en una red neuronal se da en
forma de lotes (batches) y épocas (epochs). Los lotes tienen un
tamafio definido y estan compuestos por la cantidad de muestras
que pasaran por la red neuronal antes de que se actualicen los
parametros internos del modelo. El nimero de épocas, a su vez,
se refiere al nimero de veces que el algoritmo de aprendizaje
recorrera la base de datos de entrenamiento por completo [23].A
cada ingreso proveniente de cada nodo, x;, se le aplica un
multiplicador ajustable que lo pondera, wj;. A este valor
ponderado se le suma un valor independiente, 6;, con lo que se
obtiene el ingreso combinado I;. Este ingreso combinado es
posteriormente procesado a través de una funcion de activaciéon
no lineal, f(.), para producir la salida del nodo, y;. Una de las
funciones de activacion mas comunmente utilizadas es la Unidad
Lineal Rectificada (ReLU).

La salida, a su vez, se convierte en el ingreso para el nodo
de la siguiente capa, volviéndose una sucesion de operaciones
consecutivas [2]. Este proceso se puede resumir en las
ecuaciones (3) y (4):

L =Y wx; +6; 3)
y; =) (4)

Donde la ecuacion (3) refleja la combinacién de los ingresos,
y la (4) la transformacion hacia los egresos.

Estas operaciones son realizadas por cada una de las
neuronas que conforman una capa de la red neuronal (capa
densa) y sus egresos pasan a ser, a su vez, los ingresos de la
siguiente capa densa.

Ademas de las capas de neuronas artificiales, un modelo de
aprendizaje computacional puede ser enriquecido mediante la
implementacion de otros tipos de capas que cumplen funciones
especificas, tal como:

e Capa de normalizacion de lotes (Batch Normalization):
Capa que utiliza la distribucion de los datos de un lote para
calcular una media y varianza, utilizadas para normalizar
los datos ingresados a cada neurona de manera particular
[24].

. Capa de eliminacion (Dropout): Capa que elimina datos de
un lote aleatoriamente, lo cual evita la absorciéon de
informacion de relaciones entre datos apécrifas o casuales
(“overfitting”) [25].

La efectividad de una red neuronal es evaluada a través de
una funcién de pérdida (loss function), la cual es una expresion
matematica que mide la diferencia o error entre las predicciones
de un modelo y los valores verdaderos correspondientes. Una
de las funciones de pérdida mas utilizadas es el MAE (Error
Medio Absoluto), la cual mide la diferencia absoluta media entre
los valores verdaderos y los predichos por la red neuronal del

parametro objetivo de la predicciéon [26]. Un menor valor de MAE
significa una mayor precisién en las predicciones de la red
neuronal.

Con el fin de minimizar la funciéon de pérdida se utiliza un
optimizador, el cual es una entidad algoritmica cuya funcion es
cambiar los atributos de la red neuronal, es decir, sus
ponderadores y su tasa de aprendizaje, de manera que el error
medio se reduzca progresivamente. El optimizador “Adam” es
uno de los mas utilizados debido a su gran capacidad de
adaptabilidad [27].

Para lograr el desempefio oOptimo y general de las
predicciones de la red neuronal, es necesario tomar medidas
para evitar el “overfitting”, causado por la absorcion de
informacion errénea sobre relaciones entre datos inexistentes o
producto de la casualidad. Al suceder esto, el error en la etapa
de la validacién incrementa, incluso si el error de la etapa de
entrenamiento continua disminuyendo. El “early stopping” es una
herramienta simple para evitar el “overfitting”, ya que detiene el
entrenamiento de la red neuronal cuando el procesamiento de
nuevas épocas deja de contribuir a la disminucion del error en
los datos de validacion o lo aumenta, guardando ademas los
ponderadores encontrados por la red que produjeron el error
minimo [28].

Una de las herramientas mas populares y accesibles para la
implementacién de redes neuronales es la libreria de software
TensorFlow, cuya flexibiidad y escalabilidad para
computaciones numéricas permite al usuario programar,
entrenar y poner en marcha eficientemente una red neuronal u
otros modelos de Machine Learning. Los algoritmos centrales de
TensorFlow estan escritos en C++, y esta disponible para varios
lenguajes de programacién como JavaScript, Java, Go, Swift y
Python [7], siendo este ultimo la herramienta escogida para el
desarrollo de esta investigacion.

3. Metodologia

3.1. Estructura de datos

Un estudio de cimentaciones para edificaciones tiene como
propésito la identificacion de las caracteristicas del suelo en el
sitio de construccién, la determinacion de la capacidad de carga
del suelo y la evaluacion de asentamientos [29].

Para el presente proyecto de investigacion se recopilaron
100 estudios de suelos para cimentaciones superficiales con el
apoyo de 28 empresas privadas y/o especialistas en el campo
de la geotecnia, tanto para la provincia de Pichincha como para
el Azuay. En detalle, se procesé:

. Pichincha: 50 estudios, de los cuales 43 corresponden
al Distrito Metropolitano de Quito (DMQ), 3 al cantén
Rumifahui, 3 al cantén Cayambe y 1 al cantén Mejia,
todos aledafios al DMQ.

e  Azuay: 50 estudios, de los que 45 corresponden al
cantén Cuenca, 3 a Santa Isabel, 1 a Gualaceoy 1 a
Paute.

Los estudios registrados se ubican en la zona UTM 17M y,
para Pichincha, sus cotas varian entre los 2340 y 3140 msnm.
Por otro lado, para Azuay, sus cotas se encuentran entre los
1319 y los 3080 msnm. El 99% de los datos recolectados
proviene de estudios realizados desde el afo 2014 hasta el
2024, con una sola excepcién, correspondiente a un estudio
ejecutado en el 2007.

Para la formulacion de una estructura de datos que pueda
ser utilizada para la alimentacion y entrenamiento de la RNA se
analizé el contenido de los informes, los mismos que inician
nombrando aspectos generales del proyecto de edificacion,
como su ubicacion, descripcion geolégica de la zona de
implantacion, investigacion de campo (sondeos y ensayos de
laboratorio), analisis de la capacidad de carga y asentamientos
y eleccién del tipo de cimentacion, para finalmente emitir las
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conclusiones y recomendaciones que puedan ser tomadas en
cuenta por el especialista a cargo del disefio de la estructura.

Se establecieron tres campos para la extracciéon de datos. En
primera instancia, los datos generales de cada proyecto:
ubicacion, geologia local, numero de sondeos ejecutados,
numero de estratos definidos, nivel freatico, perfil sismico, tipo y
dimension de cimentacién recomendada, capacidad de carga,
asentamientos, numero de pisos de la edificacion proyectada,
carga estructural, area del terreno estudiado y recomendaciones
enfocadas al mejoramiento de suelos, subestructura, sistemas
de drenaje, ejecucion de obra y contrapisos.

Para el segundo campo se establecieron datos relacionados a la
caracterizacion del terreno establecida por el especialista,
mediante un perfil de estratos caracteristicos, con informacién
sobre el espesor de capas y los parametros fisicos y mecanicos
del suelo.

. Parametros fisicos: humedad natural, limite liquido,
indice de plasticidad, contenido de finos, Sistema
Unificado de Clasificacién de Suelos — SUCS, peso
especifico seco y saturado.

. Parametros geomecanicos: cohesion, angulo de
friccion, mddulo de elasticidad y coeficiente de Poisson.

Para el ultimo campo se levanté informacion con respecto a los
sondeos que fueron ejecutados en cada estudio: su tipo y
profundidad. En cuanto al tipo se registraron calicatas, ensayos
SPT, perforaciones de roto percusion, y geofisica con ReMi.

3.2. Software de elementos finitos — PLAXIS
2D

En la estructura de datos se cuenta con los asentamientos
calculados por los especialistas, mediante las consideraciones
establecidas por la teoria de la elasticidad para el calculo de
asentamientos inmediatos, y para el caso de asentamientos a
largo plazo mediante los criterios de consolidacion para arcillas
[30]. Sin embargo, dichos datos registrados de los informes son
variables, por lo que, como parte de la investigacion, se opt6 por
comparar dicha informaciéon con la calculada por elementos
finitos con la herramienta computacional PLAXIS 2D [31].

Diversos autores han comparado los asentamientos
obtenidos con PLAXIS 2D con los observados en campo o en
modelos fisicos, a raiz de lo cual han concluido que el software
produce resultados adecuados, tanto en modelos drenados
como no drenados, con un alto grado de concordancia a los
asentamientos reales [32], [33].

Para el modelo de elementos finitos, se consideré un modelo
de deformacién plana de 15 nodos y una regién rectangular de
20 m en horizontal y 10 m en vertical.

Para automatizar los procesos de calculo de todos los
estudios, se utilizé las opciones de “Experto” de PLAXIS, que
permiten la conexion y control del software mediante comandos
escritos en el lenguaje de programacion Python, utilizando para
ello la libreria “plxscripting.easy” como puente de vinculacion
entre los paquetes de software.

Para la creacion del algoritmo se parti6 del planteamiento de
un modelo geotécnico, basado en la proyeccidon de una carga
estructural en el terreno. Para lograr esto, en PLAXIS 2D se
siguieron los siguientes pasos:

a. Definicion del perfil estratigrafico, nivel freatico y
caracterizacion del suelo. Se consideraron los métodos
drenado y no drenado tipo C, de acuerdo con las
caracteristicas friccionales o cohesivas del suelo,
respectivamente. Para el método C se considera que el
comportamiento del material es no drenado y que la
rigidez y la resistencia se definen en términos de
valores no drenados. El andlisis se realiza en tensiones

totales, por lo que no se calculan explicitamente las
presiones de poro en exceso ni las tensiones efectivas.
Para este método, dado que la ecuacién constitutiva
esta vinculada a los esfuerzos totales, el esfuerzo de
corte no drenado es un input, y el coeficiente de
Poisson debe tener un valor menor a 0.5 (0.499) para
evitar singularidades del método en el software.

b. Aplicacién de carga estructural con la herramienta
“lineload”.

c. Seleccion de malla de tamafio medio (valor numérico:
0.06).

d. Definicion de una fase inicial sin carga, y una segunda
fase con aplicacién de la carga estructural.

Finalmente, con el algoritmo base de automatizacién para el
ingreso de un grupo de variables correspondientes a un estudio,
se completd el cbédigo con un proceso iterativo para la
recoleccion de datos y generacion del calculo del asentamiento
producido en el punto medio de aplicacién de la carga, para cada
uno de los estudios.

3.3. Modelo de redes neuronales

Para el desarrollo del modelo de redes neuronales se utilizd
el lenguaje de programacion Python, con las siguientes librerias:

. NumPy: Libreria utilizada como estandar para el trabajo
con datos numéricos en Python. Contiene estructuras para
datos matriciales y arreglos multidimensionales [34].

e  Matplotlib: Libreria enfocada en Ila creacion de
visualizaciones estaticas, animadas e interactivas en
Python, con posibilidades de customizacion y exportacion
a diversos formatos [35].

. Pandas: Libreria que provee estructuras de datos de alto
rendimiento y facilidad de utilizacion para el analisis de
datos utilizando el lenguaje Python [36].

. Scikit-learn: Libreria que contiene herramientas simples,
eficientes y accesibles para el analisis de datos predictivo
[37].

e TensorFlow: Libreria que facilita la construccion y
entrenamiento de modelos de aprendizaje profundo,
mediante la API de alto nivel Keras [38].

La estructura de datos fue transformada a una estructura tipo
DataFrame de la libreria de Pandas para el lenguaje Python. Con
los datos en este formato, fue posible estudiarlos
preliminarmente con las herramientas de andlisis
proporcionados por la misma libreria, y preprocesarlos con
ayuda de la libreria Scikit-learn, con el objetivo de normalizarlos.
Este es un procedimiento vital para la efectividad de la red
neuronal artificial, que colabora ampliamente a acelerar el
proceso de aprendizaje computacional [39].

Se utilizé la herramienta StandardScaler, la cual centra y
escala una serie de datos a una media de 0 y una desviaciéon
estandar de 1 [40].

El proceso de ensefianza del algoritmo informatico se
generd separando el 80 % de los datos registrados para
utilizarlos en su entrenamiento, y el 20% de datos restantes en
la calibracién y validacién de la eficacia de la red generada.

Para la compilacion del modelo, se decidi6 utilizar el
optimizador “Adam” y la funcién de pérdida incorporada fue el
Error Medio Absoluto (MAE). Ademas, se incluy6 un algoritmo
de “early stopping” para el detenimiento del modelo en el nimero
de épocas 6ptimo y el guardado de los ponderadores mas
adecuados para el modelo. En las pruebas hechas con la
estructura de datos completa se encontré que el tamario de lote
(batch size) que entregé mejores resultados fue de 85 datos,
mientras que en las pruebas con la base de datos dividida por
provincia el tamafo de lote 6ptimo fue de 40 datos.

Se generaron graficas de error para apreciar el proceso de
aprendizaje computacional y se extrajeron los ponderadores
mas idéneos encontrados durante el entrenamiento. Estos se
utilizaron para realizar una prediccién final de capacidad de
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carga y asentamientos para la estructura de datos completa, con
la que se obtuvieron graficas de comparacion entre los valores
reales y los predichos con el modelo.

4. Resultados y discusiones

4.1 Andlisis de la informacion proveniente de
estudios

Con base en la informacion de los estudios de mecanica de
suelos levantada y registrada se tiene que, en la ciudad de Quito,
hay una presencia predominante de arenas de grano fino y limos
de baja plasticidad pertenecientes a la formacion Cangahua;
observandose también la existencia de sedimentos volcanicos
en forma de suelos lacustres y fluviales, provenientes del volcan
Cotopaxi.

Por otro lado, en Cuenca se tiene la presencia de las
formaciones Loyola, Biblian, Tarqui, Turi, Célica, Azogues,
Tutupamba, Plancharumi y Las Trancas. Hay una presencia
considerable de depdsitos de piemonte, coluviales y terrazas
aluviales.

En la Figura 1 se puede notar que, en la ciudad de Cuenca, se
ejecutan usualmente de 2 a 4 sondeos como parte de la
investigacion de campo. Sin embargo, en la ciudad de Quito el
minimo numero de sondeos es 3, con un maximo de 18 sondeos
realizados para extensiones de terreno de 20 000 a 30 000 m?.
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Figura 1. Area del proyecto y nimero de sondeos ejecutados.

En la ciudad de Quito se evidencia que para edificaciones
residenciales, comerciales, industriales y/o educativas, el
minimo numero de sondeos que se planifican en una
investigacion geotécnica es de 3.

De acuerdo con la informacion registrada de los sistemas de
cimentacion superficial planteados por los especialistas, se tiene
que el 93% corresponde a zapatas aisladas con vigas de amarre
arriostradas en ambas direcciones, un 5% a zapatas corridas y
el 2% a losas de cimentacion.

Asi también, como se puede ver en la Figura 2, en el 76%
de los informes procesados se presenta como un requisito
fundamental el efecto del suelo en el comportamiento sismico de
las estructuras, determinado mediante el perfil del suelo,
denominado segun la Norma Ecuatoriana de la construccion
(NEC) [12]. En la ciudad de Quito, 38 de los 50 estudios
clasificaron al suelo como rigido, de tipo D. Para Cuenca, la
mayoria de sus suelos se clasifican en perfiles tipo C y D, es
decir, en suelos densos y rigidos, respectivamente.
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Figura 2. Perfil sismico

En la Figura 3 se presenta la capacidad admisible reportada
por cada uno de los estudios procesados, enumerados del 1 al
50 para las dos locaciones estudiadas. Como se puede apreciar,
las resistencias admisibles de los suelos varian en un rango
desde los 0.3 hasta los 4.5 kg/cm? (30 a 440 kN/m?). Los valores
de resistencia menores a 1 kg/cm? (98 kN/m?) se asocian a
materiales arcillosos y limosos de baja y alta plasticidad.
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Figura 3. Capacidad de carga admisible proveniente de la informacion procesada.

En la Figura 4 se muestra el asentamiento reportado de cada
estudio procesado, enumerado del 1 al 50 para ambas
locaciones estudiadas. Aqui se evidencia que existen
asentamientos totales de entre 6 a 8 cm, a excepcion de 3
locaciones dentro de la ciudad de Cuenca que presentaron
valores en el orden de los 14 cm, los mismos que estan
relacionados a suelos arcillosos de alta plasticidad, con valores
de cohesion del orden de los 45 a 200 kPa, con médulos de
elasticidad de 7 a 40 MPa, y recomendaciones de mejoramiento
del suelo de fundacién con material de mejoramiento y/o
hormigodn ciclépeo.
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Como un andlisis complementario, se generaron mapas de
zonificacion de acuerdo con las capacidades admisibles
registradas en la estructura de datos, con ayuda del software
ArcGIS. En la

Figura 5 se presenta el mapa de Azuay, en el que se puede
observar que las capacidades estan en el rango de 0.5 a 4.5
kg/cm? (30 a 440 kN/m?). Los sitios en donde se localizan los
valores de capacidad menores a 1 kg/cm? (98 kN/m?)
corresponden a areas dentro de las parroquias del Valle,
Paccha, Bafios y Sinincay. En las parroquias de Cuenca y
Ricaurte se tienen valores de capacidad mayores a 2 kg/cm?.
Para la mayoria de las parroquias aledafas a la ciudad de
Cuenca se tienen capacidades entre 1 a 2 kg/cm? (98 a 196
kN/m?).
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En el mapa generado para la provincia de Pichincha (Figura 6),
los valores de capacidad fluctian entre los 0.3 hasta los 4.5
kg/cm? (30 a 440 kN/m?). Existen sectores en Amaguafia y en el
DMQ con capacidades menores a 1 kg/cm2 (98 kN/m?). Ademas,
en parroquias como Conocoto, Cumbayd, Nayén, Zambiza o
Calderdn se tienen valores mayores a 2 kg/cm? (196 kN/m?).
Para el resto de las areas, especificamente dentro del DMQ, se

registran capacidades en el orden de 1 a 2 kg/cm? (98 a 196
kN/m?2).
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A partir de la data registrada en los estudios, se generaron
ciertas recomendaciones:

En Quito, el 40% de los estudios especifican que el
mejoramiento del suelo de subrasante para la construccién de la
cimentaciéon no es necesario. Sin embargo, dejan a la eleccion
del ingeniero a cargo la implementacion de, por lo general, capas
de 20 cm de material tipo subbase clase 3, compactada al 95%
de su densidad maxima. Para Cuenca, por otro lado, todos los
estudios procesados recomiendan la colocaciéon de material de
mejoramiento previo a la construccion de la fundacion, utilizando
el mismo suelo del sitio compactado al 95% de la densidad
méaxima u otros materiales, como subbases clase 3 o
pedraplenes, en espesores que van desde los 30 hasta los 100
cm.

Subestructura: En el caso de Quito, todos los estudios
determinaron la colocacion de zapatas aisladas, recomendando
su conexién con columnas de amarre en un 63% de las
ocasiones. Asi mismo, un 52% de los estudios sefiala que debe
disefiarse una cimentacion tipo rigida. En dos estudios se
recomendo la construccion de una losa de cimentacién. Para el
caso de Cuenca, las recomendaciones indican la necesidad de
construccion de zapatas aisladas con vigas de amarre
arriostradas en ambas direcciones. En ciertos estudios se
recomendaron las zapatas corridas unidireccionales y las losas
de cimentacion.

Drenaje: El 92% de los estudios recopilados de la ciudad de
Quito y sus alrededores no cuenta con recomendaciones de
drenaje. Sin embargo, en un estudio se menciona la necesidad
de conexion de las bajantes a la red de alcantarillado, y en otro
se sugiere la implementacion de sistemas de drenaje
superficiales e internos para evitar el empozamiento o infiltracion
de las aguas lluvias o servidas. En Cuenca, las
recomendaciones de drenaje estuvieron presentes en un 88%
de los estudios, pero son descritas de forma generalizada,
dejando el detalle en manos del constructor. Hubo solo un 18%
de estudios que detallaron las dimensiones de las tuberias y los
detalles de filtros, geotextiles u otros elementos especificos.



Ejecucion de obra: En general, tanto las recomendaciones
de Quito como las de Cuenca se enfocaron en la necesidad de
reducir el tiempo de exposicion de los taludes de excavacién a
fendmenos naturales como lluvia o viento, que pueden provocar
su debilitamiento.

Contrapiso: Los estudios recopilados de la ciudad de Quito
no incluyen recomendaciones centradas en la construccion del
contrapiso. Para la ciudad de Cuenca, este tipo de
recomendaciones estuvieron presentes en el 38% de los
estudios consultados. En estas se habla, generalmente, de la
reposicion del terreno natural con material pétreo, en capas de
maximo 20 cm. En uno de los estudios se recomendé dejar un
espacio libre debajo de la losa de contrapiso para permitir
libremente la expansion o contraccion del suelo.

4.2. Calculo por elementos finitos con
PLAXIS 2D

Como detalle practico para el andlisis interno realizado por
PLAXIS, se tomé uno de los informes, correspondiente a un
estudio localizado en la ciudad de Cuenca, en el sector Colinas
del Paraiso. Segun los datos previstos del estudio se requieren
zapatas aisladas de 1.2 x 1.2 m, con proyeccion de una vivienda
de 2 niveles, cuya carga estructural estimada segun la NEC seria
de 278 kPa. De acuerdo con la investigacion de campo, el suelo
de fundacién estd formado por materiales limosos de alta
plasticidad, sin presencia de nivel freatico, con una resistencia
no drenada de 72 kPa, peso especifico de 16 kN/m®, mddulo de
elasticidad de 6 327 kPa y coeficiente de Poisson de 0.35. Con
dichos parametros el asentamiento previsto por el especialista
fue de 6 cm.

Al realizar el ingreso automatico de los datos en PLAXIS 2D
a través de Python, se gener6 el modelo geotécnico de “input”.
En la Figura 7 se presenta el modelo resuelto como “output”, del
que se obtiene un valor de asentamiento en el centro de la carga
estructural de 11.75 cm.

Output Version 2024.1.0.1060

om0 200 00 600 800 1000 200 1900 1500 1800 200 .
L L Livitienl Lo

25

225

000

Deformed mesh |u| (scaled up 5.00 times)

Maximum value = 0.1175 m (Element 314 at Node 631)
> ‘Eélculb de asentamiento Estudio 60 ‘91“2/05/2024
" [<New project> |8 |ESPOL-TECHELP.

Figura 7. Caélculo de asentamientos en PLAXIS 2D. Output.

El asentamiento calculado por PLAXIS 2D para este caso
particular fue un 95% mayor al presentado en el estudio
geotécnico, lo que permite comprender que el criterio de
deformaciones calculadas por MEF exige una mayor atencion a
los asentamientos esperados por proyeccién de cargas
estructurales.

Al correr el algoritmo generalizado para el 100% de los datos
recolectados, el tiempo de calculo iterativo fue de
aproximadamente 35 minutos.

Enla

Figura 8 se muestra una comparacion de los asentamientos
(S) previstos en los estudios versus los asentamientos
estimados por el software. Tal como se puede evidenciar, los
valores calculados por MEF, en la mayoria de los casos, tienden

a ser mayores a los establecidos dentro de los informes
(promedio de asentamiento por MEF equivalente a 2.86 del
promedio de asentamientos de los informes), alcanzando en tres
casos particulares valores entre 30 a 45 cm, los que al revisarse
de manera puntual estan asociados a materiales arcillosos y
limosos de alta plasticidad con médulos de elasticidad menores
a 8 000 kPa.
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Figura 8. Comparacion de los asentamientos especificados en los estudios con
los calculados con PLAXIS 2D.

4.3. Red neuronal para prediccion de
parametros geotécnicos

4.3.1. Estructura de datos sin separacién por
provincias

Se llevé a cabo una campaiia de desarrollo de modelos de
redes neuronales artificiales, con el objetivo de encontrar el
conjunto de parametros de entrada, la distribucion de los datos
de ingreso y la estructura y algoritmos que conlleven a las
predicciones de capacidades de carga y asentamientos mas
precisas posibles.

Se incorporaron al modelo los datos generales del proyecto,
ademas de las propiedades indice y mecanicas del estrato en el
que, segun cada estudio de mecanica de suelos, la cimentacion
se asentaria.

Al analizar la totalidad de los datos de la estructura, sin
separarlos por provincia, los mejores resultados de prediccion de
capacidad de carga se consiguieron al incorporar como entrada
del modelo los siguientes parametros:

Provincia

Area del proyecto

Cantidad de sondeos realizados
Presencia de nivel freatico

Perfil sismico

Tipo de cimentacion
Profundidad de desplante de la cimentacion
Ancho de la cimentacién

Largo de la cimentacion

Carga estructural

indice plastico

Contenido de finos

Clasificacion SUCS

Peso especifico

Peso especifico saturado
Cohesién

Angulo de friccion

Médulo de elasticidad
Coeficiente de Poisson

Al entrenar el modelo con estos parametros, se obtuvo la
curva de error presentada en la Figura 9 (a).
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El minimo error medio absoluto obtenido fue de 0.472 kg/cm?
(46.29 kN/m?), conseguido en la época N°58, a pesar de que el
modelo llega a una pseudo — estabilidad después de las 15
épocas. Al utilizar los ponderadores 6ptimos para predecir las
capacidades de carga para toda la base de datos y compararlos
con los valores reales, se obtuvo la Figura 10.
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Figura 10. Comparacion entre predicciones y valores reales de capacidad de carga,
utilizando los datos de Azuay y Pichincha.

En la Figura 10 se puede observar que la serie de datos
predichos se corresponde de manera adecuada con la de datos
reales. Si bien el error minimo conseguido es importante, es
notable que éste incrementa por la presencia de ciertos puntos
especificos en que el valor predicho es considerablemente
distinto al real. A pesar de esto, en la mayoria de la serie los
resultados obtenidos son muy similares.

De manera paralela, se encontraron los parametros con los
que se logré una mejor prediccion de los asentamientos, tanto
de los estudios de mecanica de suelos como de los obtenidos
con el software PLAXIS 2D.

En la prediccion de los asentamientos de los estudios de
mecanica de suelos y de los calculados mediante PLAXIS 2D,
se obtuvo los mejores resultados ingresando al modelo
unicamente la siguiente lista de parametros:

Provincia

Nivel freatico

Ancho de la zapata
Carga estructural
Contenido de finos

Peso especifico

Peso especifico saturado
Cohesién

Angulo de friccion
Maédulo de elasticidad



. Coeficiente de Poisson

La curva de error obtenida con estos parametros se presenta
en la Figura 9 (b), donde se observa que el minimo error medio
absoluto al que el modelo llega es de 0.805 cm, un valor alto,
que revela una alta variabilidad en los resultados de
asentamientos obtenidos por los especialistas, misma que se
confirma por la inestabilidad de la curva de error en validacion,
que no logra disminuir con el paso progresivo de las épocas.
Utilizando los ponderadores Optimos obtenidos en el
entrenamiento de la red, se obtuvo la Figura 11.
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Figura 11. Comparacion entre predicciones y valores reales de asentamientos,
utilizando los datos de Azuay y Pichincha.

La correspondencia lograda entre la serie de valores
predichos y reales es notablemente menor que para las
capacidades de carga. Se observa especialmente la presencia
de ciertos picos en la serie de valores reales, que resultan muy
lejanos a las predicciones del modelo y aumentan
considerablemente el error medio absoluto.

La curva de error obtenida se muestra para la prediccion de
asentamientos estimados por PLAXIS 2D se muestra en la
Figura 9 (c). En esta se observa que la curva de error producida
es mas estable y, a pesar de que el minimo error medio absoluto
conseguido, de 2.552 cm (0.025 m), es mayor que para el caso
anterior, la Figura 12 demuestra que la eficiencia de las
predicciones para este caso fue mucho mayor. Esto permite
comprender que, en el caso del calculo de asentamientos hecho
por los especialistas, existe variabilidad en la obtencién de este
parametro.
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Figura 12. Comparacion entre predicciones y valores reales de asentamientos
calculados con PLAXIS 2D, utilizando los datos de Azuay y Pichincha.

El error de 2.552 cm proviene de ciertos puntos aislados en
los que el valor real de asentamiento calculado con PLAXIS 2D
es muy alto, por lo que la distancia con respecto a su prediccion
correspondiente es grande. A pesar de esto, es notable la

disminucion de la variabilidad en los resultados de
asentamientos, al tener una correspondencia aceptable entre las
dos series de datos.

4.3.2. Estructura de datos con separacion por
provincias

Para el caso del analisis de los datos correspondientes a
cada provincia de manera separada, los parametros de entrada
que produjeron las predicciones mas acertadas fueron los
mismos que anteriormente arrojaron los valores predichos mas
cercanos a los reales al utilizar la estructura de datos completa.

El analisis con los datos de la provincia de Azuay arrojo
como resultado la curva de error de la Figura 9 (d), de donde se
tiene que el minimo error medio absoluto conseguido por el
modelo fue de 0.278 kg/cm? (46.29 kN/m?), notablemente menor
que el obtenido utilizando la estructura de datos completa.

La diferencia entre las series de datos predichos y reales es
minima, como se puede observar en la Figura 13. Esto revela la
mejoria en la capacidad de prediccién del modelo de redes
neuronales al utilizar un grupo de datos que, a pesar de ser mas
reducido, facilita el hallazgo de relaciones mas solidas y
generales entre los datos.
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Figura 13. Comparacién entre predicciones y valores reales de capacidad de carga,
utilizando los datos de Azuay.

Para el caso de Pichincha, la curva de error obtenida se
muestra en la Figura 9 (e). EI minimo error absoluto medio
conseguido por el modelo fue de 0.369 kg/cm? (36.19 kN/m?),
mas alto que para Azuay, pero menor al encontrado utilizando la
estructura de datos completa. De igual manera que para la
prediccion de los parametros para Azuay, las diferencias entre
las series de datos predichos y reales son pequefas (véase
Figura 14).
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Figura 14. Comparacion entre predicciones y valores reales de capacidad de carga,
utilizando los datos de Pichincha.
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Para la prediccion de asentamientos, los parametros de
ingreso Optimos también fueron los mismos que arrojaron los
mejores resultados al usar la estructura de datos completa.

El minimo error medio absoluto obtenido fue de 1.298 cm
(0.013 m). A pesar de que la evolucidon del error es mas inestable
y el error minimo es mayor al producido en el andlisis de la
estructura de datos completa, en la Figura 15 se puede apreciar
que la correspondencia entre las series de valores predichos y
reales es mas alta.
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Figura 15. Comparacion entre predicciones y valores reales de asentamientos,
utilizando los datos de Azuay.

El mayor error medio es ocasionado, una vez mas, por
ciertos datos puntuales para los que la diferencia entre el valor
predicho y el real es muy grande. Para el resto de la serie de
datos, los resultados predichos y reales son muy cercanos.

Para el caso de la prediccién de asentamientos utilizando
unicamente los datos de Pichincha, se obtuvo la curva de error
que se puede observar en la Figura 9 (g). La evolucion del error
es mas estable que para la red entrenada con los datos de
Azuay, y el minimo también es mas bajo, alcanzando un valor
de 0.489 cm (0.0049 m).

Tal como se puede evidenciar en la Figura 16, las series de
datos predichos y reales se distinguen claramente una de otra,
pero sus diferencias no llegan a ser de magnitud importante,
salvo para ciertos datos puntuales, tal como sucedié en los
analisis anteriores.
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Figura 16. Comparacion entre predicciones y valores reales de asentamientos,
utilizando los datos de Pichincha.

Los resultados de la prediccion de los asentamientos
calculados por PLAXIS 2D a partir de la estructura de datos
separada por provincias y de su comparacion con los resultados
de prediccion de los asentamientos de los estudios de suelos

son muy similares al caso de analisis utilizando la estructura de
datos completa, sin separacién por provincias.

5. Conclusiones

La ejecucion de estudios de mecanica de suelos enfocados
a cimentaciones superficiales para edificaciones se basa en la
Norma Ecuatoriana de la Construccién (NEC), por lo que la
estructura de datos basica que debe contener cada estudio
consiste en la ubicacion, proyeccion de cargas estructurales,
geologia del lugar, investigacion de campo mediante sondeos y
ensayos de laboratorio, y determinacién de los estados limites
de falla (capacidad de carga) y de servicio (asentamientos).

Con la implementacion del MEF a través de PLAXIS se
concluye que los asentamientos que normalmente son
estimados por la teoria de elasticidad deben ser analizados con
mas detalle, posibilitando ademas que el especialista geotécnico
pueda retroalimentar sus calculos con cargas estructurales mas
precisas, que provengan del especialista estructural.

Para la prediccién de capacidades de carga, los menores
errores, en promedio de 0.32 kg/cm? (31.4 kN/m?), se obtuvieron
al dividir la estructura de datos por provincia, realizando un
proceso de entrenamiento por separado para los datos de Azuay
y para los de Pichincha. El entrenamiento con los datos
combinados arrojo un error promedio de 0.47 kg/cm? (46.1
kN/m?).

Los parametros de entrada que entrenaron al modelo que
arrojo las predicciones con menor error medio para capacidades
de carga fueron: area del proyecto, cantidad de sondeos
realizados, presencia de nivel freatico, perfil sismico, tipo de
cimentacioén, profundidad de desplante, ancho y largo de la
cimentacién, carga estructural aplicada, indice plastico,
contenido de finos, clasificacién SUCS, peso especifico, peso
especifico saturado, cohesion, angulo de fricciéon, médulo de
elasticidad y coeficiente de Poisson.

Para la prediccion de asentamientos, los resultados
obtenidos de error medio, al utilizar la estructura de datos
completa, fue de 0.81 cm. Para el caso de la estructura de datos
dividida por provincia, se obtuvo un error medio de 0.489 cm
para Pichincha y 1.298 cm para Azuay. A pesar de que el error
medio en la prediccion enfocada en Azuay fue mayor al de la
realizada con la estructura de datos completa, los valores de la
serie de asentamientos predichos fueron mas cercanos a la de
valores reales, como se puede observar en la Figura 15, con la
excepcion de 4 predicciones especificas. En estas, el
asentamiento real es muy alto, de 6 a 14 cm, y la diferencia con
el predicho fue de mas de 4 cm, lo que ocasiond que el error
medio para toda la serie aumente.

Los parametros de entrada que entrenaron al modelo que
arrojo las predicciones con menor error medio para
asentamientos fueron aquellos necesarios para el calculo
numérico, que el software PLAXIS 2D utiliza como alimentacion
para sus calculos: presencia de nivel freatico, ancho de la
cimentacién, carga estructural aplicada, contenido de finos, peso
especifico, peso especifico saturado, cohesion, angulo de
friccién, modulo de elasticidad y coeficiente de Poisson, ademas
del dato de provincia.

Para lograr el establecimiento del algoritmo de redes
neuronales desarrollado como una fuente de comprobacién de
la calidad de los resultados de un estudio geotécnico, es
recomendable realizar una campafia de recoleccion y
procesamiento de estudios de suelos mucho mayor, de tal forma
que el entrenamiento y validacion del modelo de redes
neuronales sea mas efectiva, permitiendo reducir los errores
medios de las predicciones y se llegue a la madurez del
algoritmo.
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